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Türkiye Metal Sektöründe Yaşanan İş Kazalarının Rassal Orman Algoritmasıyla Tahminlenmesi 

Ekin KARAKAYA ÖZKAN1*, Hasan Basri ULAŞ2 

Öne Çıkanlar: 

• Metal sektörü iş kazası 

verileri analiz edilmiştir 

• Makine öğrenim 

algoritması olan Rassal 

Orman uygulanarak iş 

kazası nedenleri analiz 

edilmiştir 

• K-katlı çapraz 

doğrulama metodu 

kullanılmıştır 

 

Anahtar Kelimeler: 
• İş sağlığı ve güvenliği 

• Metal sektörü 

• Makine öğrenimi 

• Rassal orman 

• K-katlı çapraz 

doğrulama 

 

ÖZET:  

Bu çalışmanın amacı, Çalışma ve Sosyal Güvenlik Bakanlığı (ÇSGB) tarafından kayıt altına alınan, 

2013-2018 yılları arasında metal sektöründe gerçekleşen, ölümlü ve uzuv kayıplı ulusal iş kazası 

verilerini kullanarak makine öğrenimi (ML) yöntemiyle bir tahmin algoritması geliştirmektir. İş kazası 

nedenlerinin detaylı bir şekilde sınıflandırılması ve tahmin edilmesi kazaları azaltmak için gereklidir. 

Literatürde; iş kazalarını azaltma amacıyla kaza ile ilgili faktörleri araştırmak ve etkili tahmin modelleri 

oluşturmak için çeşitli ML algoritmaları kullanılmıştır. Bu çalışmada, iş kazası nedenlerini ve sonuçlarını 

tahmin etmek amacıyla ML yöntemlerinden birisi olan Rassal Orman (RF) algoritması kullanılmıştır. 

Modelin doğrulaması için 10 katlı çapraz doğrulama modeli kullanılmış ve modelin doğruluk değeri 

%4.7 oranında arttırılmıştır. RF algoritmasının doğruluk değeri 0.9172 olarak bulunmuştur. Metal 

sektöründe iş kazası nedenlerini etkileyen önemli faktörlerin analizinde özyinelemeli olarak özellik 

seçme (Recursive Feature Elimination - RFE) metodu kullanılmış ve en önemli özellikler kazanın ikincil 

tehlike kaynağı, iş günü kaybı ve kaza sebebi sapma kodu olarak bulunmuştur. 

Estimation of Occupational Accidents in the Turkish Metal Industry with Random Forest Algorithm 

Highlights: 

• Occupational accident 

data of metal sector data 

were analyzed 

• The causes of 

occupational accidents 

were analyzed by 

applying random forest, 

which is a machine 

learning algorithm  

• K-fold cross validation 

method was used 
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ABSTRACT:  

The aim of this study is to develop a predictive model using machine learning (ML) to identify the 

causes of fatalities and amputations in the metal sector based on occupational accident data collected by 

the Turkish Ministry of Labor and Social Security (MLSS) from 2013 to 2018. It is necessary to classify 

and predict occupational accident reasons in detail to prevent occupational accident. Researchers have 

used ML algorithm to investigate correlated factors and create effective prediction models in an effort to 

lower occupational accidents. In this study, we used random forest (RF) which is one of the ML 

algorithm to predict occupational accident reasons and consequences. 10- fold cross validation model is 

used for model validation and it increased %4.7 of accuracy of algorithm. Accuracy of RF is found as 

0.9172. We extracted important factors that affect the occupational accident reasons at metal sector using 

Recursive Feature Elimination (RFE) and it is found that most important factors are secondary reason of 

the accident, days lost and deviation. 
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GİRİŞ 

Günümüzde sanayisinin ve üretim sistemlerinin en önemli sorunlarından birisi yaşanan iş 

kazalarıdır (Kifle ve ark., 2014; Nazaripour ve ark., 2018; Fuentes-Bargues ve ark., 2022). Uluslararası 

Çalışma Örgütü (ILO) tarafından yapılan araştırmaya göre; her yıl yaklaşık iki milyon kişi iş 

kazalarından dolayı hayatını kaybediyor. Ayrıca her yıl ölümle sonuçlanmayan ancak birçoğu geçici iş 

göremezliğe neden olan 374 milyon iş kazası ve meslek hastalığı meydana gelmektedir (ILO, 2023). 

Bu kazaların önlenmesi için iş sağlığı ve güvenliği alanında kontrol önlemlerinin alınması önem teşkil 

etmektedir.  

Türkiye’de metal sektörü istatistikleri incelendiğinde sanayi sektörlerindeki toplam istihdamın 

%2' sine, Gayri Safi Milli Hasıla'nın %3' üne, toplam ihracatın ise %12' sine sahip olduğu 

görülmektedir. Metal sektörü ihracat yapan sektörler arasında 3. sırada yer almaktadır. 2016 yılında 

Türkiye'de her 100.000 çalışandan yaklaşık 10’ u iş kazası sebepli hayatını kaybederken, metal 

sektöründe de bu oran aynıdır (SGK, 2017; Güllüoğlu ve Güllüoğlu, 2019). İş kazaları sebepli yaşanan 

bu hayat kayıplarını önlemek için; sektörde yaşanan iş kazalarının kök nedenlerinin belirlenerek 

önlenmesi büyük önem taşımaktadır. İş kazaları benzer kök nedenlerden gerçekleşirler. Bu sebeple 

yaşanmış bir iş kazasının kök nedeninin belirlenmesi, gelecekte yaşanması muhtemel iş kazalarını 

önlemek için uygun kontrol tedbirlerinin alınması aşamasında çok önemlidir (Lindberg ve ark., 2010; 

Salguero-Caparros ve ark., 2015; Shao ve ark., 2019; Anyfantis ve ark., 2021).  

Yağımlı ve ark. (Yağımlı ve İzci, 2017) yaptıkları çalışmada, metal sektörünün yoğun üretim 

yapması, tehlikeli makineler kullanılması, tam otomasyon ile vardiyalı şekilde çalışması ve yoğun 

uzun saatler süren çalışma nedeniyle en fazla iş kazası yaşanan sektörlerden biri olduğunu 

belirtmişlerdir. Metal sektörü çalışanlarıyla yapılan başka bir çalışmada ise, iş kazası nedenlerinin 

dağılımı; %44 kişisel koruyucu donanımın yetersiz kullanılması, %38 dikkatsizlik ve kişisel nedenler, 

%18 makine ve tezgahlarda güvenlik önlemlerinin alınmaması şeklinde olduğu tespit edilmiştir. 

Ayrıca, iş kazalarının çoğunlukla kişisel koruyucu donanımların kullanılmaması ve çalışanların 

mesleki eğitiminin yetersiz olmasından kaynaklandığı ortaya konulmuştur (Gülhan ve ark., 2012). 

Fuentes-Bargues ve ark. (Fuentes-Bargues ve ark., 2022) İspanya’da yaptıkları bir çalışmada, 

metal sektöründe; yer, çalışan karakteristiği, sapma, işe gelinmeyen günler, günün saati ve 

yaralanmanın kazanın ciddiyeti ile %95 güven düzeyinde ilişkili olduğunu belirtmişlerdir. İş 

kazalarının sebepleri incelendiklerinde ise makinelerin kontrolünün kaybedilmesi ile kayma ve düşme 

kazalarının daha ciddi sonuçları olduğunu tespit etmişlerdir. 

ML, kendilerine beslenen verilere dayalı olarak öğrenebilen, ayarlayabilen ve iyileştirebilen 

sistemler tasarlama yöntemidir. ML teknolojisinin amacı, verilerin yapısını anlamak ve bu verileri 

daha sonra anlaşılabilen ve insanlar tarafından yaşam boyunca çeşitli uygulamalar için kullanılabilen 

tahminler oluşturarak belirli modellere sığdırmaktır (Mining, 2020; Sahay,2021). ML uygulamaları 

hayatın birçok alanında sıklıkla kullanılmakta ve birçok soruna karşı yüksek oranda başarı 

sunmaktadır. ML algoritmaları kaza araştırmaları, medikal görüntü işlemesi, ziraat sektörü, savunma 

sanayi, yapı sektörü, iş güvenliği ve birçok alanda kullanılmaktadır (Li ve ark., 2003; Yan ve ark., 

2005; Goh ve Ubeynarayana, 2017; Park ve ark., 2018; Veziroğlu ve ark., 2023; Paçal 2023). 

Goh and Ubeynarayana (Goh ve Ubeynarayana, 2017) gerçekleştirdikleri çalışmada geçmiş 

kazaların gelecekteki kazaları önlemek için bir temel teşkil edebileceğini belirtmişlerdir. Bu nedenle, iş 

kazalarını azaltmak ve tamamen önlemek için iş kazalarının nedenlerini ve türlerini sınıflandırarak 

tahmin etmenin önemini vurgulamışlardır. Tahmin metotlarıyla yaşanmış kaza verileri kullanılarak 

yapılan son çalışmalarda, kazaların tesadüfi bir şekilde gerçekleşmediği ortaya konulmuştur. 

Çalışmalar ayrıca kazaların önlenebilmesi için nicel araştırmaların yapılmasının gerekliliğini de 
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göstermiştir (Tixier ve ark., 2016). Bu sebeple, bazı araştırmalarda kazaları önlemek için ML 

algoritmaları, kaza veri setleri kullanılarak iş kazası parametrelerini tahmin etmek için kullanılmıştır. 

ML algoritmaları, farklı sektörlerde farklı amaçlar için kullanılmıştır. Örneğin, trafik kazası analizinde 

ML algoritmaları, potansiyel riskleri tahmin etmek için yaygın olarak kullanılmıştır (Yan ve ark., 

2005; Yannis ve ark., 2010; Meng ve Weng, 2011; Weng ve ark., 2012; Gregoriades ve Mouskos, 

2013; Karacasu ve ark., 2014; Usman ve ark., 2016; Nishimoto ve ark., 2017; Wang ve ark., 2019). 

Madencilik (Palei ve Das, 2009; He ve ark., 2010; Rivas ve ark., 2011; Sanmiquel ve ark, 2015), inşaat 

(Persona ve ark., 2006; Matías ve ark., 2008; Leu ve Chang, 2013; Alizadeh ve ark., 2015; Mıstıkoğlu 

ve ark., 2015; Amiri ve ark., 2016; Tixier ve ark., 2016; Yi ve ark., 2016; Goh ve Ubeynarayana, 2017; 

Chiang ve ark., 2018; Ghodrati ve ark., 2018; Park ve ark., 2018; Ayhan ve Tokdemir, 2019; Jahangiri 

ve ark., 2019; Jana ve ark., 2019; Sakhakarmi ve ark., 2019), havacılık (Li ve ark., 2003; Bazargan ve 

Guzhva, 2011; Yeoum ve Lee, 2013), sağlık (Veziroğlu ve ark., 2023; Paçal 2023) gibi sektörlerde 

aynı yaklaşım üzerine yapılmış çok sayıda çalışma olmasına rağmen, metal sektöründe (Yağımlı ve 

İzci, 2017) ML algoritmalarının ne şekilde uygulanacağına dair literatürde hala yeterli sayıda araştırma 

bulunmamaktadır. Literatür incelendiğinde; ML kullanımı için en fazla kullanılan algoritmalar Destek 

Vektör Makineleri (support vector machine ) (Matías ve ark., 2008; Rivas ve ark., 2011; Sánchez ve 

ark., 2011; Goh ve Ubeynarayana, 2017; Zhang ve ark., 2018; Aci ve Ozden, 2018; Sakhakarmi ve 

ark., 2019), karar ağaçları (decision tree ) (Karlaftis ve Golias, 2002; Matías ve ark., 2008; Rivas ve 

ark., 2011; Weng ve ark., 2012; Sanmiquel ve ark., 2015;Aci ve Ozden, 2018; Jeong ve ark., 2018; 

Mafi ve ark., 2018; Zhang ve ark., 2018), Bayes Ağı (Bayesian Network ) (Matías ve ark., 2008; Rivas 

ve ark., 2011; Leu ve Chang, 2013; Sanmiquel ve ark., 2015), K-En Yakın Komşuluk (k-nearest 

neighbour) (Goh ve Ubeynarayana, 2017; Aci ve Ozden, 2018; Mafi ve ark., 2018; Zhang ve ark., 

2018), sınıflama ve regresyon ağacı (classification and regression tree ) (Persona ve ark., 2006; 

Bevilacqua ve ark., 2008; Cheng ve ark., 2012; Amiri ve ark., 2016) ve RF (Siddiqui ve ark., 2012; 

Shanthi ve Ramani, 2012; Wang ve ark., 2015; Brown, 2016; Tixier ve ark., 2016; Mafi ve ark., 2018; 

Zhang ve ark., 2018; Jiang ve ark. 2019; Kang ve Ryu, 2019; Tang ve ark., 2019; Umer ve ark., 2020) 

şeklindedir. Bazı çalışmalarda birden fazla ML algoritması kullanılarak birbirleriyle başarı ölçütleri 

kıyaslanmıştır (Matías ve ark., 2008; Rivas ve ark., 2011; Sánchez ve ark., 2011; Tixier ve ark., 2016; 

Goh ve Ubeynarayana, 2017; Aci ve Ozden, 2018; Mafi ve ark., 2018; Jeong ve ark., 2018; Zhang ve 

ark., 2018; Wang ve ark., 2019; Jiang ve ark., 2019; Tang ve ark., 2019; Umer ve ark., 2020). Santos 

ve ark. (Santos ve ark., 2022) trafik kazaları verileri kullanarak gerçekleştirilen çalışmalar üzerine 

yaralanma şiddeti modellemesinde kullanılan ML yöntemlerinin literatür araştırmasını yapmışlardır. 

RF algoritmasının, literatür araştırması yapılan bu çalışmaların içerisinde %29' unda kullanıldığı ve RF 

kullananların %70' inde RF'nin en yüksek performans gösterdiğini tespit etmişlerdir. 

Zhang ve ark. (Zhang ve ark., 2018), Florida’da 3 yıllık bir süre içinde meydana gelen ve 51 

tanesi ölümle sonuçlanan 5538 trafik kazasını incelemiştir. Trafik kazasının yaralanma ciddiyetini 

tahmin etmek için altı farklı algoritma (RF, K-En Yakın Komşuluk, Destek Vektör Makinesi, Sıralı 

Probit Model ve Multinomial Logit Modeli) kullanmışlar ve bu algortimalar arasında RF en yüksek 

doğruluk oranı değerini göstermiştir. 

İş kazalarının sınıflandırılması ve nedenlerinin tahmin edilmesi için bu çalışmada; metal 

sektöründe yaşanan ulusal iş kazası verileri kullanılarak kaza nedeni tahminleme çalışmalarında ML 

algoritması olan RF kullanılmıştır. Yukarıda bahsedilen tüm çalışmalar göz önüne alındığında metal 

sektörüne özel ML algoritmaları üzerine bir çalışma olmadığı için metal sektörü özelinde bu çalışma 

öncü olacaktır. İş kazalarına etki eden faktörler geleceğe yönelik olarak oluşturulacak iş kazası önleme 

politikalarına ve bu alanda verilecek kararlara veri sağlayacaktır. 
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MATERYAL VE METOT  

Çalışmamızda öncelikle literatür taraması yapılmış, örnek çalışmalar incelenerek yapılacak 

çalışmanın amacı ve yöntemi belirlenmiştir. Daha sonra ÇSGB tarafından toplanan iş kazası verilerinin 

hepsi ayrıntılarıyla değerlendirilmiştir. Verilerin ön hazırlıkları ve temizleme işlemi yapılmıştır. 

Ardından ölümlü ve uzuv kayıplı iş kazaları için RF algoritması kullanılmıştır. Performans 

doğrulaması için ise çapraz doğrulama tekniği kullanılmıştır. Sonuç olarak, iş sağlığı ve güvenliği 

alanında çalışanların ve kamu görevlilerinin, tahmin edici bir algoritma kullanarak ciddi kazaların 

sebep ve sonuçlarını sınıflandırabilecekleri bir süreç önerilmiştir. Araştırma süresince izlenen yol Şekil 

1’ de gösterilmiştir. 

 
Şekil 1. Araştırma Akış Şeması 

Veri seti olarak İş Sağlığı ve Güvenliği Bilgi Yönetim Sistemi aracılığıyla ÇSGB tarafından 

kayıt altına alınan, 2013-2018 yılları arasında gerçekleşen metal sektörü iş kazası verileri (1542 adet) 

kullanılmıştır (ÇSGB, "İş Sağlığı ve Güvenliği Bilgi Yönetim Sistemi,"). Bu iş kazalarının 397 tanesi 

ölüme, 1145 tanesi ise uzuv kaybına sebep olmuştur. ÇSGB iş kazası bildirim formunu Avrupa İş 

Kazaları İstatistikleri metodolojisi (ESAW) ile elektronik ortamda kayıt altına almaktadır. ESAW 

metodolojisi iş kazası bildiriminde hangi parametrelerin ne şekilde bildirilmesi gerektiğini 

belirlemektedir. Bildirici her başlığın altında uygun olan seçeneği seçerek kaza bildirimini 

tamamlamaktadır. Bu çalışmada uzuv kaybına veya ölüme neden olan iş kazalarının bildiricileri 

tarafından kazanın nasıl gerçekleştiğinin anlatıldığı açıklamaları ayrıntılı şekilde incelenmiş ve 

kazaların tehlike kaynakları birincil ve ikincil olarak belirlenmiştir. Ayrıca kaza sırasında makine 

Literatür Taraması 

Veri Analizi ve Ön 
Hazırlığı 

ML/RF 
Algoritması 

Çapraz Doğrulama 
Tekniği (k-katlı 

çapraz doğrulama) 

Tartışma ve Sonuç 
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kullanılmışsa ve bu durum kaza açıklamasında belirtilmişse, makine bilgisinin kontrolü yapılmış ve bu 

veride eksiklik varsa kullanılan makine bilgisi hassasiyetle incelenerek eklenmiştir. ESAW 

parametrelerine ek olarak, tehlike kaynağı parametreleri de ML çalışmalarında da kullanılmıştır. Bu 

çalışmada, ML için 20 girdi değişkeni kullanılmış ve bu değişkenler Çizelge 1'de gösterilmiştir. 

Çizelge 1. İş Kazası İstatistikleri İçin Değişkenler 

Değişken Açıklama 

Kaza durumu Uzuv kayıplı veya ölümlü 

Kaza tehlike kaynağı Çizelge 2’de gösterilmiştir 

Kaza tehlike kaynağı (2) Çizelge 2’de gösterilmiştir (eğer varsa) 

Kazanın gerçekleştiği yıl 

Kaza tarihi Kazanın gerçekleştiği ay 

Kazanın gerçekleştiği gün 

Makine Makine ismi 

Kaza yeri 

ESAW değişkenleriyle belirlenir (Çalışılan ortam belirtilmemiş, sürekli 

olarak çalıştığı sabit işyeri, sabit olmayan geçici işyeri, diğer çalışılan 

ortam değişkenleri seçilir) 

Kaza sebebi sapma kodu 
ESAW değişkenleriyle belirlenir (“normalden farklı olan ve kazaya yol 

açan son olay.”(Commission, 2012) ) 

Yaralanma türü 
ESAW değişkenleriyle belirlenir (Kırıklar, burkulmalar, incinmeler ve 

kimyasal yanıklar gibi fiziksel sonuçlar) 

Yaralanmanın vücuttaki yeri ESAW değişkenleriyle belirlenir (en fazla yaralanan yer) 

Yaralanma sebebi ESAW değişkenleriyle belirlenir 

İş günü kaybı İşe dönüş tarihi baz alınarak belirlenir 

İSG eğitim durumu Eğitim durumu “Evet” veya “Hayır” olarak girilir 

Mesleki eğitim durumu Eğitim durumu “Evet” veya “Hayır” olarak girilir 

Kazazedenin cinsiyeti Cinsiyet bilgisi (Erkek/Kadın) 

Kazazedenin medeni durumu Medeni durum bilgisi ( Evli, bekar, dul, boşanmış ve bilinmiyor) 

Çalışanın eğitim durumu 

8 sınıflandırma bulunmaktadır (İlköğretim mezunu, Ortaokul mezunu, 

Lise mezunu, Üniversite mezunu, yüksek lisans, doktora, okuma-yazma 

bilen, okuma-yazma bilmeyen) 

Kazazedenin yaşı Kaza yaşandığında çalışanın yaşı 

Kazazedenin iş hayatındaki toplam tecrübesi 
Çalışanın iş hayatına başladığı günden kaza tarihine kadar geçen süre 

yıllık olarak gösterilmektedir 

Kazazedenin kaza yaşadığı işyerindeki 

tecrübesi 

Çalışanın kazanın olduğu işyerine geldiği günden kazanın olduğu tarihe 

kadar geçen süre yıllık olarak gösterilir 

İş kazası bildiricileri sisteme kazanın nasıl gerçekleştiği ile ilgili açıklamalar yazmaktadır. Bu 

açıklamalar ayrıntılı olarak incelenerek, Çizelge 2' de gösterilen sınıflandırmaya göre kaza nedenleri 

tehlike kaynaklarına göre sınıflandırılmıştır. İş kazası tehlike kaynakları (1) ve kazazedenin durumu 

çıktı değişkeni, diğerleri ise girdi değişkeni olarak alınmıştır. 

Çizelge 2. Tehlike Kaynakları Sınıflandırması 

Tehlike Kaynağı Örnekler 

Kimyasal Faktörler Kimyasalların depolanması ve kullanımı vb. 

Biyolojik Faktörler Bulaşıcı hastalıklar, kişisel hijyen, mutfak hijyeni, hastalıklar vb. 

Mekanik Faktörler Makine, tezgahların ve el aletlerinin kullanımı, vb. 

Elektrik Faktörleri 
Prizlerin, kabloların, sigorta kutularının ve elektrik panolarının kullanımı, 

tesisatın topraklanması, elektrikli ekipmanlarla çalışma vb. 

İnsan Kaynaklı Faktörler 
Trafik kurallarına uymamak, KKD kullanmamak, İş ekipmanlarını güvensiz 

şekilde kullanmak, çalışanın izinsiz olduğu işlerde çalışması vb. 

Ergonomik Faktörler 
Yük kaldırma-taşıma, itme-çekme hareketleri, uygun olmayan vücut duruşları, 

tekrarlayan hareketler vb. 

Organizasyonel Faktörler İSG hizmetleri ve eğitimleri, sağlık gözetimi, çalışan seçimi, çalışma saatleri ve 
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molalar, personel uyuşmazlıkları 

Nakliye Kaynaklı Faktörler 
Çalışanların ve malzemelerin fabrikaya veya başka bir yere taşınması, malzeme 

taşıma, yükleme işlemlerini içeren tüm işler 

Çalışma İzin Sistemi Faktörleri 
Yüksekte veya tek başına çalışma, bakım onarım işleri, etiketleme-kilitleme 

sistemleri vb. 

Genel Faktörler 
Zeminler, yollar, merdivenler, korkuluklar, düzen ve temizlik, ikaz ve ikaz 

levhaları vb. 

Diğer Faktörler Yukarıda yer almayan kaynaklar 

Makine Öğrenimi  

ML, kendilerine beslenen verilere dayalı olarak öğrenebilen, ayarlayabilen ve iyileştirebilen 

sistemler tasarlama yöntemidir. ML, genellikle büyük veri olarak adlandırılan büyük miktarda veriyi 

analiz eden ve bunlardan modeller oluşturan bir yapay zekâ uygulamasıdır. ML yapay zekanın bir alt 

dalıdır ve çoğu zaman yapay zekâ teknolojisinin temelidir. ML yöntemleri, verileri anlamaya ve 

verilerden tahminler yapmaya yardımcı olan karmaşık modeller ve algoritmalar geliştirmek için 

kullanılmaktadır. ML uygulamaları, geçmiş verilerdeki eğilimlerden ve ilişkilerden öğrenerek 

araştırmacıların tahminler yapmasına olanak sağlamaktadır. Algoritmalar, sistemden daha fazla veri 

akarken öğrenmek ve geliştirmek için tasarlanmıştır. ML öncelikle karmaşık verileri anlamlandırmakla 

ilgilenir. Seçim sonuçlarını tahmin etmek, e-postadan gelen istenmeyen mesajları belirlemek ve 

filtrelemek, suç oluşturacak faaliyetleri öngörmek, trafik sinyallerini yol koşullarına göre 

otomatikleştirmek, fırtınalar ve doğal afetler için finansal tahminler üretmek, kazaların sebeplerini ve 

oluşma ihtimallerini belirlemek, müşteri kayıplarını incelemek, otomatik pilotlu uçaklar tasarlamak 

ML uygulamalarına bazı örneklerdir (Lantz, 2013; Mining, 2020; Sahay,2021).  

RF, ML’ de en çok kullanılan ve başarı oranı en yüksek olan algoritmalardandır (Siddiqui ve 

ark., 2012; Shanthi ve Ramani, 2012; Wang ve ark., 2015; Brown, 2016; Tixier ve ark., 2016; Mafi ve 

ark., 2018; Zhang ve ark., 2018; Jiang ve ark. 2019; Kang ve Ryu, 2019; Tang ve ark., 2019; Umer ve 

ark., 2020). 

RF algoritması 

RF, sınıflandırma için birçok karar ağacı kullanan ve Breiman tarafından oluşturulmuş bir 

algoritmadır. RF, ağaç tahmincilerini, her ağaç bağımsız olarak örneklenmiş bir rastgele vektörün 

değerlerine bağlı olacak ve ormandaki tüm ağaçlar aynı dağılıma sahip olacak şekilde birleştirir. RF 

algoritması, doğruluk değerinde genellikle en iyi performansı göstermesi ve aşırı öğrenmeyi (over-

fitting) en aza indirmesi sebebiyle, ML alanında en çok kullanılan algoritmalardan birisidir (Breiman, 

2001; Shanthi ve Ramani, 2012; Siddiqui ve ark., 2012; Wang ve ark, 2015; Brown, 2016; Tixier ve 

ark., 2016; Mafi ve ark., 2018; Zhang ve ark., 2018; Jiang ve ark., 2019; Kang ve Ryu, 2019; Tang ve 

ark., 2019; Umer ve ark., 2020; Zhen ve ark., 2023). RF karmaşık ara bağlantılara sahip büyük veri 

kümelerini etkili bir şekilde yönetir ve güvenilirdir (Strobl ve ark., 2008; Andriyas ve McKee, 2013). 

RF algoritması Şekil 2’ de özetlenmiştir. 
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Şekil 2. RF Algoritması 

RF, birden çok farklı karar ağacı kullanarak birden çok sonuç çıkarabilmekte ve bunları, verilen 

kararların etrafındaki diğer kararlar tarafından korunmasını sağlayacak şekilde kullanabilmektedir. 

Başka bir deyişle, karar verilmesine yardımcı olabilecek ne kadar çok karar ağacı varsa, bulguların 

daha doğru olması için bir şeylerin yanlış olma riskini azaltmada o kadar başarılı olmaktadır. Ağaçlar, 

sürekli olarak aynı yönde hareket etmedikleri veya girdilerde çok fazla örtüşmedikleri sürece, temelde 

birbirlerini bireysel hatalarından korumaktadırlar. Bu işlem, RF algoritmasının başarı performansını 

artırmaktadır (Lantz, 2013; Mining, 2020; Sahay,2021). 
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RF algoritması ML alanında en sık kullanılan ve en başarılı yöntem olduğu için 

gerçekleştireceğimiz iş kazası tahminleme çalışmalarında kullanılmış ve ML algoritmasının adımları 

Şekil 3’te verilmiştir.  

 
Şekil 3. ML Şeması 

Parametre tahmini ve doğrulama için kullanılan kaza veri setindeki verilerin %80' ini öğrenme 

aşaması için rastgele seçilmiş ve veri setinin kalan %20' si ise doğrulama (validasyon) için 

kullanılmıştır. Yukarıda belirtilen aşamalar 50 kere tekrar edilmiştir.  

K-katlı çapraz doğrulama 

ML algoritmaların da çapraz doğrulama, performans değerlendirmesi için kullanılan önemli bir 

yöntemdir. k-katlı çapraz doğrulamanın amacı; örneği k adet gruba bölerek ve her grubu bir doğrulama 

örneği (veya test veri seti) olarak ele alarak algoritmayı değerlendirmektir (Li ve ark., 2023). Son 

dönemlerde yapılan çalışmalar k-katlı çapraz doğrulama yönteminin, en çok kullanılan doğrulama 

yöntemlerinden biri olduğunu göstermektedir (Azadi ve Karimi-Jashni, 2016; Vu ve ark., 2022; Li ve 

ark., 2023). Örneğin, Garre ve arkadaşları, aşırı öğrenmeyi en aza indirmek için 10-katlı çapraz 

doğrulama yöntemini kullanmıştır. Sonuçları, ML algoritmasının 10-katlı çapraz doğrulama 

kullanıldığında daha iyi performans göstermiştir (Garre ve ark., 2020).  

İş kazası verilerinin analizi için RF algoritmasının doğruluk değeri performansını artırmak için 

10-katlı katlı çapraz doğrulama yöntemi kullanılmıştır. 

RF algoritmasının performans ölçütü 

Doğruluk değeri, dört istatistik kullanılarak hesaplanmasıyla performans ölçütü olarak 

değerlendirilir. Bu dört istatistik gerçekten gözlemlenen pozitif olarak tahmin edilen nesnelerin 

sayısını temsil eden doğru pozitifler (TP), pozitif olarak tahmin edilen nesnelerin sayısını temsil eden 

yanlış negatifler (FN), yanlış tahmin edilen negatif nesnelerin sayısını temsil eden yanlış pozitifler 
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(FP) ve gerçekte gözlemlenen pozitif olarak tahmin edilen nesnelerin sayısını temsil eden doğru 

negatifler (TN) şeklindedir (Gu ve ark., 2009). Doğruluk değeri aşağıda verilen denklem 1 ile 

hesaplanır:  

𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝐹𝑁+𝐹𝑃+𝑇𝑁
                            (1) 

Doğruluk; ML’ de performans karşılaştırılması için en çok kullanılan ölçüttür (Gu ve ark., 2009). 

Veri setinde çok fazla değişken olması ve iki farklı değişken için tahminleme yapılması sebebiyle 

ROC (Alıcı işlem karakteristikleri, Receiver Operating Characteristic) eğrileriyle değerlendirmek 

yerine, bu çalışmada, ML algoritmasının performans ölçütü olarak doğruluk değeri kullanılmıştır.  

Değişken önceliklendirilmesi 

Algoritmayı değerlendirmek ve iş kazası nedenlerini etkileyen bileşenleri analiz etmek için 

değişken önceliklendirilmesi yapılmalıdır. RF algoritması, birkaç karar ağacını kullanarak 

öngörülebilirliği artıran bir torbalama tekniği kullanır, fakat algoritmayı anlamak zordur. Bununla 

birlikte, değişken önceliklendirmesi, RF algoritmasını yorumlamak içinde kullanılır. Bu çalışmada 

özyinelemeli olarak özellik seçme (RFE) metodu uygulanmıştır. RFE değişken önemini 

değerlendirmek ve özellik seçimini gerçekleştirmek için kullanılan önemli bir metottur (Guyon ve ark., 

2002). RFE, en uygun özellik alt kümelerini seçer ve belirli bir ML yöntemine dayalı olarak çok sayıda 

özelliği sıralayarak sınıflandırma performansını artırmaktadır (Li ve ark., 2022). RFE ilgisiz girdileri 

kaldırarak algoritma karmaşıklığını azaltmak için etkili ve verimli bir tekniktir (Guyon ve ark., 2002). 

Birçok ML algoritmalarında RFE tekniği sayesinde, özellik seçimi yapılmış ve performans değerini 

artırdığı görülmüştür (Freund ve Schapire, 1996; Friedman, 2000; Breiman, 2001). 

BULGULAR VE TARTIŞMA   

2013-2018 yılları arasında metal sektöründe yaşanmış 1542 adet uzuv kayıplı veya ölümlü iş 

kazası verileri tehlike kaynağı tahminlemesi yapılması amacıyla RF algoritmasıyla değerlendirilmiştir. 

Çalışmamızın bir diğer amacı da ulusal iş kazası verileri kullanılarak gelecekte meydana gelebilecek 

kazaların neden ve sonuçlarının tahmin edilmesi ve bu sonuçlara göre oluşturulacak politikalara veri 

sağlanmasıdır. Uygulanan ML yöntemini şirketler kendi kaza verileri için de kullanarak tahminlerde 

bulunabilir ve çıkan sonuçlara göre önleyici tedbirler alabilirler. RF algoritmasıyla elde edilen iş 

kazanlarının tehlike kaynaklarına yönelik veriler, hazırlanacak ulusal politikalarla iş kazalarının 

önlenmesi sağlanacaktır. 

İş Kazalarının Dağılımı 

İş kazalarının nedenlerinin tehlike kaynağı dağılımı Çizelge 3'te gösterilmiştir. 

Çizelge 3. İş Kazalarının Dağılımı 

Tehlike Kaynakları Uzuv kayıplı kazalar Ölümlü kazalar Toplam 

Kimyasal Faktörler 13 16 29 

Biyolojik Faktörler 2 55 57 

Mekanik Faktörler 976 99 1075 

Elektrik Faktörleri 3 26 29 

İnsan Kaynaklı Faktörler 22 9 31 

Ergonomik Faktörler 2 1 3 

Organizasyonel Faktörler 2 4 6 

Nakliye Kaynaklı Faktörler 49 74 123 

Çalışma İzin Sistemi Faktörleri 48 83 131 

Genel Faktörler 24 20 44 

Diğer Faktörler 4 10 14 
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Metal sektöründe yaşanan iş kazalarının tehlike kaynaklarının en fazla mekanik faktörler 

kaynaklı olması bu sektörde makinelerin ve el aletlerinin çokça kullanılmasından dolayıdır. Çıkan 

sonuçlar incelendiğinde mekanik faktörlü kazaların metal sektöründe çok fazla iş kazasına sebep 

olduğu ve bu alanda ivedilikle çalışmalar yapılmasının gerekliliği görülmüştür. 

RF algoritmasının performans ölçüt sonucu 

Çalışmamızda ilk olarak 10-katlı çapraz doğrulama yöntemi uygulanmadan, tüm değişkenlerle 

RF algoritması uygulanmış ve programın verdiği doğruluk değeri sonuçları Çizelge 4’te verilmiştir. 

Çizelge 4. RF Algoritmasının Doğruluk Değeri 

mtry Doğruluk Kappa 

2 0.6409997 0.04680341 

118 0.8809192 0.79166057 

234 0.8760542 0.78634286 

Bu durumda RF algoritmasının doğruluk değeri 0.8760 olarak bulunmuştur. Çalışmanın ikinci 

aşamasında, RF algoritması için 10-katlı çapraz doğrulama yöntemi uygulanmıştır. Hesaplanan yeni 

doğruluk değeri 0.9172 olarak bulunmuştur. 10-katlı çapraz doğrulama uygulanarak RF algoritmasının 

doğruluk değerinde %4.7 oranında artış sağlanmıştır. Veri seti bu yöntem ile 10 eşit parçaya 

bölünerek, her bir parçanın hem öğrenme hem de test seti için kullanılması sağlanmıştır. Bu şekilde de 

dağılım ve parçalanmadan kaynaklanan sapma ve hatalar minimize edilerek doğruluk değeri 

artırılmıştır. Bu oran ile çok başarılı bir doğruluk oranı elde etmiştir. 

Değişken önceliklendirilmesi 

Değişken önceliklendirmesi çalışması için RFE yöntemi uygulanmış ve 20 değişken başlığı 

içerisinde öncelikli 10 değişken ve her bir değişken performans değeri üzerindeki etkisi yüzde olarak 

Çizelge 5’ de verilmiştir. 

Çizelge 5. Öncelikli değişkenler 

 Özellik Yüzde etkisi 

1 Kaza tehlike kaynağı (2) %27 

2 İş günü kaybı %16 

3 Kaza sebebi sapma kodu %12 

4 Makine %11 

5 Yaralanmanın vücuttaki yeri %9 

6 Yaralanma türü %5 

7 Yaralanma sebebi %4 

8 Yaş %1 

9 Kazazedenin kaza yaşadığı işyerindeki tecrübesi %0.8 

10 Kazazedenin iş hayatındaki toplam tecrübesi %0.74 

11 Diğerleri %13.46 

20 tane değişken içerisinde sonuca etkisi %5’ in üzerinde olan değişkenler (Kaza tehlike kaynağı 

(2), İş günü kaybı, Kaza sebebi sapma kodu, Makine, Yaralanmanın vücuttaki yeri) kullanılarak RF 

algoritması tekrar uygulanmıştır. Uygulanan RFE yönteminin RF algoritmasının doğruluk değerinde 

değişikliğe yol açmamıştır. Bunun sebebi ilk beş girdinin toplam değere etkisi %75’tir ve bu oldukça 

yüksek bir ortalamadır. Bu sebeple algoritma zaten gerekli girdileri kullanarak, ulaşabileceği en iyi 

doğruluk değerine ulaştığı için girdi seçilimi bir değişikliğe sebep olmamıştır. ÇSGB tarafından iş 

kazası verileri ESAW metodolojisi ile kayıt altına alındığı ve sistemin değiştirilmesi zor olması 
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sebebiyle bu sonuç ileride gerçekleştirilecek çalışmalar için güzel bir bulgudur. Uygulanmış olan ML 

algoritmasının, diğer sektörlerdeki iş kazası verilerine de uygulanabilir olduğunun göstergesidir.  

Metal sektöründe gerçekleşen, iş kazalarının bildiricileri tarafından yazılan açıklamaları ayrıntılı 

şekilde irdelenerek tehlike kaynak veya kaynakları belirlenmiştir. Tehlike kaynağı bilgisi ESAW 

metodolojisine yer almamaktadır. Fakat ESAW metodolojisinin istediği bir veri olmayan ikincil 

tehlike kaynağının tahminleme sürecinde en önemli etkenlerden biri olduğu görülmektedir. Bu bilgiler 

ışığında; ulusal bir veri setinde geleceğe yönelik tahminler yapılırken ESAW metodolojisinin 

geliştirilmesinin ya da ek olarak bazı ekstra bilgilerin de edinilmesinin gerekliliği görülmüştür. 

Kazaların kök nedenlerinin araştırılarak iş kazası veri setine eklenmesi, gelecekte yaşanma ihtimali 

olan kazalara yönelik bir tahmin yaparken kullanılacak önemli bulgular sağlayacaktır. Ortaya çıkan 

özellik önceliklendirilmelerinden, kaza tarihi ve çalışanların eğitim durumu değişkenlerinin iş kazası 

nedeni üzerinde çok az etkisinin olduğu veya hiç etkisinin olmadığı bulunmuştur. 

SONUÇ 

2013-2018 yılları arasında, metal sektöründe yaşanmış 1542 adet uzuv kayıplı ve ölümlü iş 

kazası; tehlike kaynağı tahminlemesi amacıyla RF algoritması ile değerlendirilmiştir. Araştırmanın ilk 

aşamasında RF algoritması, tüm verilere herhangi bir doğrulama yapılmadan çalışılmış olup akabinde 

10-katlı çapraz doğrulama yöntemi uygulanmıştır. 10-katlı çapraz doğrulama uygulanarak RF 

algoritmasının doğruluk değerinde %4.7 artış sağlanarak, RF algoritmasının doğruluk değeri 0.9172 

olarak hesaplanmıştır. Hesaplanan doğruluk değeri oldukça başarılı ve yüksek sonuçtur. ESAW 

metodolojisindeki başlıklar özelinde iş kazası verisi toplanması sebebiyle, kazaların kök nedeni yerine 

kazaya sebep olan son sapma kodu verisi toplanmaktadır. Doğruluk değerinin performansını etkileyen 

en önemli parametrelerden birisi ise kaza açıklamaları incelenerek belirlenen kök sebeplerdir. Bu 

sebeple; çalışmanın en büyük kısıtı kök nedenin araştırmacı tarafından okunarak belirlenmesidir. 

Gelecekteki araştırmalarda, iş kazalarını azaltmak için iş kazası nedenlerini ve sonuçlarını gerçek 

zamanlı olarak tahmin etmek için veri toplayacak ve ulusal düzeyde kullanılacak yöntemler 

geliştireceğiz. Tüm bunlara ek olarak, farklı sektörlerde yaşanan iş kazası verilerini de kullanılarak 

aynı çalışmanın uygulanmasını önermekteyiz.  

Çıkar Çatışması  

Makale yazarları aralarında herhangi bir çıkar çatışması olmadığını beyan ederler. 

Yazar Katkısı 

Yazarlar makaleye eşit oranda katkı sağlamış olduklarını beyan eder. 
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