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Studies include various data and methodologies, such as artificial intelligence and machine learning, along
with concepts, such as developing data technologies. In such an environment, decision-making, training, and
analyzing the factors that make up the solution, such as the method, model, and hyperparameter, can be
challenging. It is not always possible for researchers to have detailed information for every model training,
design, or analysis. In this direction, Automated Machine Learning (AutoML), which aims to automate
machine learning steps to achieve the best performance on a data set, forms the basis of this study. This
approach was used to forecast univariate time series data. Figure A shows the training, testing, and
forecasting results of Auto ARIMA, an AutoML library, on the selected dataset. The blue line in the graph
shows the training data, the orange line is the test data, and the green line is the forecasting result of the
relevant library.
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Figure A. Forecasting plot of Auto ARIMA library
Purpose:

With the developments in data science, accessing expert knowledge can take time and effort. Instead, it is
more accessible and easier to use a method that does not require specialist knowledge, applies a large number
of models, and automatically performs the optimum selection of model parameters. For this reason, in this
study, it is planned to use an AutoML approach in the forecasting of a univariate time series.

Theory and Methods:

AutoML automates all machine learning steps, such as data preprocessing, feature engineering, model
selection, hyperparameter optimization, and forecasting result analysis. In the study, different AutoML
libraries (Auto ARIMA, FLAML, FEDOT, Prophet, Auto TS, EvalML) were coded using Python
programming language for time series forecasting, and the results were compared.

Results:

Forecasting graphs of each library were created using the Python programming language. In addition,
forecasting successes of AutoML libraries were measured using Mean Squared Error (MSE), Root Mean
Squared Error (RMSE), Mean Absolute Error (MAE), and Mean Absolute Percent Error (MAPE)
performance metrics. According to the results obtained, it is seen that the library with the highest forecast
value is Auto ARIMA.

Conclusion:

The forecasting successes of 6 different AutoML libraries were compared on performance metrics.
According to the results obtained, each library can be an alternative that can be used for forecasting studies,
and Auto_ ARIMA is the library with the highest forecasting success.
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ONECIKANLAR
e AutoML yaklagiminin avantajlari, model ve hiper-parametre optimizasyonundaki basarisi
Tek degiskenli bir zaman serisi verisi tizerinde AutoML yaklagiminin kullanilmasi
e  Farkli AutoML kiitiiphanelerinin tahminleme sonuglarinin performans metrikleri ile degerlendirilmesi

Makale Bilgileri oz

Aragtirma Makalesi Firmalarm bulundugu konumu korumasi veya gelistirebilmesi, ileride meydana gelebilecek durumlara kars1

Gelis: 23.04.2023 onceden tedbir alabilmesi ve diger firmalar ile rekabet edebilmesi agisindan gelecege yonelik tahminleme

Kabul: 25.08.2023 gerceklestirmesi gereklidir. Gelisen veri teknolojileri ile anlamli veriye ulagabilmek kolaylagmistir ve yapay
zekd, makine 6grenmesi, derin 6grenme gibi yontemlerle birlikte bu verilerin analiz edilmesiyle gelecege

DOL: yonelik tahminlemede oldukca basarili sonuglar elde edilebilmektedir. Ancak literatiirde bir¢ok farkli

10.17341/gazimmfd.1286720 ~ yOntemin bulunmasi, arastirmacilarin hangi yontemi kullanacagi, model ve hiper-parametre se¢imi i¢in
hangi teknikleri kullanacag: gibi birgok problem olusturabilmektedir. Model ve hiper-parametre segimde

Anahtar Kelimeler: farkli degerlerin karsilastirilmasi zahmetli ve uzun siireli olabilir. Bu dogrultuda gergeklestirilen ¢aligmanin
AutoML amaci, makine dgrenmesinin gelismis bir versiyonu olan AutoML ydntemini kullanmaktir. AutoML, makine
AutoML’kﬁtﬁphanel eri O0grenmesi modellerini otomatiklestirerek bu alanda uzmanlik gerektirmeden makine Ogrenmesi

algoritmalarinin kullanimina ve gelistirilmesine olanak tanir. Calismada, tek degiskenli bir zaman serisi
verisi lizerinde 6 farkli AutoML kiitiiphanesi ile tahminleme ¢alismasi gergeklestirilmistir ve tahminleme
basarilari ¢esitli performans metrikleri tizerinden karsilagtirilmigtir. Kullanilan veri seti iizerinde elde edilen
sonuglara gore secilen kiitiiphanelerden tahminleme basarist en yiiksek olanin Auto ARIMA Kkiitiiphanesi
oldugu gozlenmistir.
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Article Info ABSTRACT

Research Article Companies must make forecasts for the future to take necessary precautions, as well as to guard or expand

Received: 23.04.2023 their position and remain competitive. The development of data technologies has made it easier to reach

Accepted: 25.08.2023 meaningful data. Analyzing these data with methods such as artificial intelligence, machine learning, and
deep learning makes it possible to obtain highly accurate results in future forecasts. However, the presence

DOLI: of numerous methods in the literature poses several challenges for researchers, including selecting the most

10.17341/gazimmfd.1286720  suitable method and determining the appropriate techniques for model and hyper-parameter selection.
Moreover, comparing different values in the model and making hyper-parameter selections can be tedious

Keywords: and time-consuming. Therefore, this study aims to use the AutoML method, which is an advanced version
AutoML of machine learning. AutoML automates machine learning models, allowing the use and development of
AutoML’libraries machine learning algorithms without requiring expertise in this field. The study carried out forecasts using

6 different AutoML libraries on univariate time series datasets, and forecasting successes were compared
over various performance metrics. According to the results obtained on the data set used, it was observed
that the Auto ARIMA library had the highest forecasting success rate among the selected libraries.

time series forecasting

*Sorumlu Yazar/Yazarlar / Corresponding Author/Authors : *503220191002@ogrenci.ogu.edu.tr, shasgul@ogu.edu.tr / Tel: +90 538 011 8208
1694


https://orcid.org/0000-0002-8128-2964
https://orcid.org/0000-0002-9329-6335

Akkuert ve Hasgiil / Journal of the Faculty of Engineering and Architecture of Gazi University 39:3 (2024) 1693-1701

1. Giris (Introduction)

Endiistri 4.0 ile yayginlasan yapay zekd ve makine 0grenmesi gibi
kavramlarin kullanimi her alanda artis gostermektedir. IoT ve sensor
teknolojilerinin gelismesiyle birlikte ¢esitli ve hacmi hizlica artan
biiyiik veri setleri olusmaktadir. Bulut teknolojileri ile birlikte de
verilerin saklanabilir ve kolay erisilebilir olmasi veri analizinde biiyiik
faydalar saglamaktadir. Makine Ogrenmesi, derin 6grenme, yapay
sinir aglar1 gibi kavramlarin hayatimiza girmesiyle birgok ¢oziim
yontemi de literatiirde yerini almigtir. Bu kadar veri ve yontemin
bulundugu bir ortamda arastirmacilar, hangi yontem ve teknigi
kullanacagi konusunda bilingli ya da bilingsiz bir sekilde karar
verebilir. Farkli yontemlerin denenmesi, karsilastirilmasi, farkli
model ve hiper-parametrelerin degerlendirilmesi zaman ve maliyet
acisindan olduk¢a zor olabilmektedir. Bunlarin yani sira veri
bilimcilerin her modele asina ve her modeli uygulayabilir olmasi,
modellerin egitimi i¢in detayli bilgiye sahip olmasi, bu modelleri
tasarlayabilmesi ve optimize edebilmesi, verilerin farkli boyut ve
o6zelliklerini analiz edebilmesi gibi gereksinimleri karsilayabilmeleri
her zaman miimkiin degildir. Bu niteliklere sahip veri bilimciler olsa
bile sayica az olmalart muhtemeldir. Bu dogrultuda bir veri seti
iizerinde en iyi performansi yakalamak igin veri 6n isleme, &zellik
se¢imi, model se¢imi ve hiper-parametre optimizasyonu gibi makine
O6grenmesi adimlarimi otomatiklestirmeyi hedefleyen AutoML, bu
¢alismanin temelini olusturmaktadir. AutoML mevcut veriler i¢in en
iyi ozelliklere sahip modeli ve hiper-parametreleri bulma siirecini
otomatiklestirir. AutoML’in amaci insan faktoriiniin yerini almak
degil, aksine onlarin zorlu, tekrarlayan gorevlerinin yerini alarak
kullanilan ¢abay1 azaltmak, klise se¢im, Onyargi veya inisiyatif
kullanimmin Oniine gegebilmek ve makine 6grenmesi siireglerini
otomatiklestirerek makine Ogrenmesini daha erisilebilir hale
getirmektir. Veri teknolojisinin gelismesi zaman serisi analizlerinde
daha anlamli sonuglar elde edilmesini saglamis ve zaman serisi
analizinin de 6nemini artirmistir. Ayn1 zamanda gelecek donemlere
yonelik daha dogru tahminlerin yapilmasi kolaylagsmistir. Zaman
serisi tahmini, zaman serisinin gelecekteki degerlerini tahmin etmek
icin ayni degiskenin ge¢mis gozlemlerinin analiz edildigi 6nemli bir
veri modelleme disiplinidir [1]. Tek degiskenli zaman serisi tahmini
ise aynt degiskenin ge¢mis, zaman sirali gozlemlerine dayali olarak
tek bir degisken igin ekstrapolasyonlarin olusturulmasidir [2]. Zaman
serisi tahminlemede geleneksel yontemler disinda yapay sinir aglari,
makine 6grenmesi, derin 6grenme gibi yontemler kullanilmaktadir [3-
5]. Makine 6grenmesi, bir makinenin eldeki verilerden kendi kendine
ogrendigi ve elde ettigi deneyimlerden performansini iyilestirerek
dogrulugunu kademeli sekilde artirdig: bir yapay zeka alt kiimesidir.
Tahminleme, smiflandirma, kiimeleme, Oneri sistemleri, ses ve
goriintli isleme gibi bir¢ok alanda makine 6grenmesi yontemlerinin
kullanim1 mevcuttur. Makine Ogrenmesinin halen birgok alanda
kullanilan ve gelistirilen popiiler bir yontem olmasina ek olarak
endiistri ve yapay zeka arastirmalarinda daha yeni bir yontem olan
AutoML yonteminin kullanimi son yillarda artmaya baglamustir.

AutoML, makine 6grenmesinin tiim adimlarini otomatiklestirmeye
yonelik bir fikirdir. AutoML, belirli bir gorevde en iyi performanst
elde etmek igin makine Ogrenmesi algoritmalarini otomatik olarak
segmeyi, olusturmayi ve parametrelerini belirlemeyi [6], makine
O0grenmesini  makine Ogrenmesini bilmeyen uzmanlar (alan
uzmanlar1) i¢in erisilebilir kilmayi, makine Ogrenmesinin
verimliligini artirmayt ve makine Ogrenmesi aragtirmalarini
hizlandirmay1 amaglar [7]. Makine 6grenmesi uygulamalarinda yogun
is yiikii insan lizerindeyken AutoML'de iglerin ¢ogu bilgisayar
programlart ile yapilabilmektedir [8]. Makine Ogrenmesi
uzmanlarinin hem bulunmast zor hem de pahali oldugundan
AutoML’in onemli miktarda zaman ve para tasarrufu saglamasinin
yani sira gelismis performans da saglar [9]. Ciinkii, gelisen makine

6grenmesi tekniklerinin karmagikli: arttikca, bir makine dgrenmesi
uzmaninin bile en son en iyi uygulamalarin tiimiinii modellemelerine
dahil etmesi giderek daha zor hale gelmektedir [10]. AutoML'e olan
ticari ilgi de son yillarda c¢arpici bir sekilde artmaktadir.
ReportLinker'in bir raporuna gore [11] AutoML pazari, 2020'de 346,2
milyon dolar gelir elde ederken, tahmin déneminde (2020-2030)
%45,6'lik bir yillik bilesik biiylime orani ile ilerleyerek 2030'a kadar
14.830,8 milyon dolara ulagsmas1 beklenmektedir.

Literatiirde AutoML yontemi kullanilarak gergeklestirilen birgok
¢alisma bulunmaktadir. Bunlardan AutoML’i tahminleme araci olarak
kullanan calismalar ise su sekilde 6rneklendirilebilir; Ahlgren vd. [12]
gemilerdeki dinamik yakit tiketimini tahmin etmek i¢in AutoML
algoritmalarini kullanmistir. Zhang vd. [13] Bayes optimizasyonu ve
AutoML kullanarak tiinel agma makinesinin performans tahminine
yonelik bir ¢aligma gerceklestirmistir. Zeineddine vd. [14] gegmis
zaman verilerini kullanarak 6grenci performansini tahmin etmenin
dogrulugunu artirmak i¢in AutoML kullanilmasini Onermektedir.
Zhang ve Ye [15], su borusu ariza risklerini tahmin etmek igin
AutoML yontemi kullanmustir. Bender vd. [16] siparis iizerine tiretim
yapan kiiciik ve orta 6lgekli iki isletmeden alinan verilerle yiiksek
diizeyde 6zellestirilebilir tiriinler i¢in dogru teslim siirelerini AutoML
yaklagimi ile tahmin etmistir. AutoML yaklagimi tarafindan
olusturulan modellerin manuel tahminlerden daha iyi performans
gosterdigi  tespit edilmistir. Duan ve Zhang [17] ABD'deki
kurakliklar1 tahmin etmek i¢in AutoML tabanli bir ¢ergeveyi
aragtirmistir.  Yaygin olarak kullanilan zamansal derin &grenme
modelleriyle karsilastirildiginda, AutoML modeli daha az egitim
verisi ve zaman gerektirmektedir. Gomathi vd. [18] COVID-19
vakalarina ait verileri analiz etmek ve hastalig1 tahmin etmek i¢in en
iyi algoritmay1 bulmak amaciyla AutoML yoéntemini kullanmistir.
Muniz Do Nascimento ve Gomes-Jr [19] tarafindan gerceklestirilen
caligma, bolge Ol¢iim alanlarindan gelen su akisi verileri iizerinde
aykir1 deger algilama tekniklerinin ve AutoML kaynaklarmimn yari
denetimli  bir uygulamasini  sunmaktadir.  Sistem, model
yapilandirmasi i¢in uzmanlara veya egitim igin derlenmis verilere
ihtiya¢ duymaz.

Yapay zeka, biiyiik veri, bulut bilisim vb. alanlardaki gelismeler
siirekli olarak giincellenmeye ve artmaya devam etmektedir. Veri
bilimdeki bu hizli gelismelerle birlikte uzman bilgisine erigebilmek
zaman ve maliyet agisindan bazi zorluklar dogurabilmektedir. Bunun
yerine uzmanhk bilgisi gerektirmeyen, ¢ok sayida modelin
uygulanmast ve model hiper-parametrelerinin  optimum sekilde
secilebilmesini otomatik bir sekilde gerceklestiren bir yontemin
kullanilmasi daha ulagilabilir ve daha kolaydir. Bu yaklagimdan yola
cikilarak bu c¢aligmada AutoML yaklasgiminm kullanilmasi
planlanmustir. Tek degiskenli bir zaman serisi verisi {izerinde AutoML
yontemi kullanilarak bir tahminleme gerceklestirilmis ve farkli
AutoML kiitiiphaneleri karsilagtirilarak analiz edilmistir.

Calismanin ikinci bolimiinde AutoML yonteminin adimlari ve
kullanilan AutoML kiitiiphaneleri agiklanmustir. Ugiincii béliimiinde
kullanilan veri seti ve gergeklestirilen ¢alisma detaylandirilmis,
AutoML kiitiiphanelerin tahminleme sonuglar1 grafiksel olarak
verilmis ve belirli performans metrikleri {izerinden karsilagtirilmstir.
Dordiincii boliimde elde edilen sonuglar tartisilmastir.

2. Materyal ve Metot (Material and Method)
2.1. AutoML Adimlart (AutoML Steps)
Veri bilimcilerin varsayimlarina ve deneyimlerine dayanarak en iyi

performans gosteren modeli segmek ve karsilik gelen optimum hiper-
parametre  degerlerini  diizeltmek igin birkag algoritmay:
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degerlendirmesi ve farkli hiper-parametreleri ayarlamasi gerekebilir.
Bu gergekten pahali ve sikict bir istir [20]. Hiper-parametreleri
manuel olarak optimize etmek yalnizca daha fazla kaynaga mal
olmakla kalmaz, ayn1 zamanda kliseleri takip eden hiper-parametreler
ayarlama olasiligini da artirir. Bu da mantiksiz hiper-parametre
ayarlarina ve zayif model performansina neden olabilir [21].

AutoML, veri 0n isleme, dzellik mithendisligi, model se¢imi, hiper-
parametre optimizasyonu ve tahmin sonucu analizi gibi makine
ogrenmesi ardisik diizenlerinde tekrarlanan gorevlerde zamandan ve
emekten tasarruf etmenin bir yolu olarak ortaya ¢ikmustir [22]. Sekil
1, bir makine 6grenmesi siirecindeki 6zellik miihendisligi, model
secimi ve hiper-parametre optimizasyonu adimlarinin AutoML
kapsaminda optimizasyonunu gorsellestirmektedir ve [23]’ten
uyarlanmugtir.

Ik adim, veri kiimesini hazirlamak icin kullanilan veri 6n isleme
adimidir. Tkinci adim, modelin olusturulmasinda kullanilacak
ozelliklerin secilmesini ve/veya yeni Ozelliklerin olusturulmasini
iceren dzellik mithendisligidir. Ozellik miihendisligi, model iin girdi
olarak kullanilan verilerin daha anlamli ve etkili hale getirilmesi
stirecini igerir. Sonraki adim ise segilen problem i¢in kullanilacak
modelin belirlendigi ve egitildigi, modele ait hiper-parametrelerin
optimize edildigi adimdir. Optimize edilecek hiper-parametreler i¢in
deger araliklar1 ve optimizasyon i¢in kullanilacak algoritma (1zgara
arama, rastgele arama, Bayes optimizasyonu vb.) belirlenir. Farkli
degerlerin ve modellerin iglenmesi siireci sonrasinda segilen
performans metriklerine gore en iyi performansi gosteren model ve
hiper-parametre degerleri belirlenir. En iyi degerler kullanilarak
modelin tekrar egitildigi yinelemeli bir siire¢ devam eder. Son olarak
da modelin dogrulanmasi, segilmesi ve uygulanmasi ile siireg
tamamlanmaktadir. izleyen basliklarda bu adimlar hakkinda ayrintil
bilgiler mevcuttur.

2.1.1. Veri én igleme (Data preprocessing)

On igleme, tahmin modellerinin dogrulugunu etkileyen en énemli
gorevlerden biridir, ¢linkii gogu veri seti eksik degerler, farkli 6zellik
6lgekleri ve aykirt degerlere sahip giiriiltiilii veriler icermektedir [24].
Veri 6n isleme; veri toplama ve veri temizleme, veri doniistiirme ve
veri kiigiiltme gibi adimlart igerir. Veri temizleme (data cleaning) ile
verideki tutarsizliklar ve giiriiltiiler giderilir. Veri birlestirme (data
integration), cesitli kaynaklardan gelen bilgilerle tek bir veri seti
olusturmaktir. Veri doniistiirme (data transformations) ise diizeltme,
birlestirme ve normallestirme gibi islemleri igerir. Veri kiigiiltme
(data reduction), baz1 degiskenlerin birlestirilmesi, atilmasi veya
kiimeleme ile veri biiylikliigiiniin azaltilmasidir.

Veri 6n isleme, makine Ogrenmesi ardisik diizeninde temel bir
asamadir. Su anda, hi¢bir AutoML teknigi bu gorevi dogru bir sekilde
ele alacak kadar olgun degildir ve 6nemli dl¢lide insan miidahalesi
gerektirmektedir [25]. Bu goérev, AutoML araglar1 arasinda yaygin
olarak desteklenmeyen veri tiirii ve sema algilama gerektirir. Ancak,
veri tlirleri tanimlandiktan sonra araglar, ardisik diizendeki bir sonraki
bilesen i¢in uygun ozellik mithendisligi saglar [22].

2.1.2. Ozellik miihendisligi (Feature engineering)

Ozellik mithendisligi siireci genellikle bir uzman insan tarafindan
manuel olarak gergeklestirilen kapsamli alan bilgisi gerektiren ve
makine 6grenmesinde en ¢ok zaman alan adimlardan biridir [26].
Ham verileri, hesaplamali tahmine dayali modeller i¢in altta yatan bir
sorunu daha iyi temsil edebilecek dzelliklere doniistiirme siirecidir ve
bu da goriinmeyen veriler lizerinde gelismis model dogrulugu saglar.
Daha sonra bu ozellikler, onlar1 egitmek ve tahminler yapmak igin
dogrudan makine &grenmesi modellerini besleyebilir [7]. Ozellik
miithendisligi ii¢ alt konudan olusur: 6zellik se¢imi (feature selection),
ozellik ¢ikarma (feature extraction) ve ozellik olusturma (feature
generation). Ozellik ¢ikarma ve olusturma, yeni bir dzellik kiimesinin
yaratildig1 6zellik déniisiimiiniin cesitleridir. Ozellik seciminin amaci,
onemli  Ozellikleri segerek Ozellik fazlaligim  azaltmaktir.
Otomatiklestirilmis 6zellik mithendisliginin 6zi, bir dereceye kadar,
bu {i¢ siirecin dinamik bir kombinasyonudur [27].

Otomatiklestirilmis 6zellik miithendisligi, makine 6grenme araglarinin
performansinin iyilestirilebilecegi yeni bir dzellik seti olusturmayi
amaglar. Bu sayede yogun insan bilgisinden ve emeginden tasarruf
edilebilmektedir [8]. Otomatik yaklagimin en Onemli avantajlari
sunlardir; ¢ok az alan bilgisi gereklidir, yalnizca belirli bir uzman
tarafindan tanimlananlar yerine c¢ok ¢esitli olast ozellikler
degerlendirilir, kodlama bakimindan daha kisa ve temizdir [28].

2.1.3. Model ve hiper-parametre optimizasyonu
(Model and hyperparameter optimization)

Yiiksek kaliteli bir makine 6grenmesi modeli olusturma siireci, hiper-
parametrelerini etkili bir sekilde ayarlama konusunda iyi bir deneyime
sahip olmanin yani sira farkli algoritma ve teknikleri denemeyi igeren
yinelemeli, karmagik ve zaman alan bir siirectir [29]. Model se¢iminin
amaci, bir dizi makine Ogrenmesi modeli ve bir veri kiimesi
verildiginde, veri kiimesi iizerinde egitilip test edildiginde en yiiksek
dogruluga sahip modelleri bulmaktir. AutoML, insan miidahalesi
olmadan verileri géz 6niinde bulundurarak en uygun modeli se¢gmeye
calisir. Aym girdi verileri iizerinde egitilmek iizere farkli modeller
arasinda yineleme yapabilir ve en iyi performansi gosteren modeli
secebilir [1].

Hiper-parametreler model egitime baslamadan Once gelistirici
tarafindan belirlenen ve genellikle egitim siireci boyunca sabit kalan
degerlerdir. Bu degerler modelin performansini 6nemli OSlgiide
etkilemektedir. Hiper-parametre optimizasyonu, sinir ag1 yapilar1 ve
model egitim siireci i¢in optimum hiper-parametrelerin aranmasinda
AutoML'nin 6nemli bir bilesenidir. Hiper-parametre optimizasyonun
amaci ii¢ yonliidiir: yapay zekd uzmanlarinin maliyetli basit islerini
azaltmak, arastirma ve gelistirme esigini diisiirmek; sinir agi
egitiminin dogrulugunu ve verimliligini artirmak; hiper-parametre
seti secimini daha ikna edici ve egitim sonuglarin1 daha tekrarlanabilir
hale getirmektir [30]. Hiper-parametre optimizasyonu, temel olarak
1zgara arama (grid search), rastgele arama (random search), Bayes
optimizasyonu (Bayesian optimization) ve gradyan tabanli
optimizasyonu (gradient-based optimization) igerir [21].

Ozellik

VeriOnlsleme |77 ) o endislizi

,| Model Olusturma

i ,| Model Dogrulama,
Secim ve Uygulama

Hiperparametre

ve Egitimi

Optimizasyonu
A

AutoML Optimizasyonu

Sekil 1. AutoML optimizasyonu (AutoML optimization)
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2.2. AutoML Kiitiiphaneleri (AutoML Libraries)

AutoML Kkiitiiphaneleri, makine 6grenmesi uygulayicilarinin veriler
icin dikkatlice secilmis birka¢ algoritmayr deneyerek ve hiper-
parametre ayarlamasi gergeklestirerek en iyi performans gdsteren
makine 0grenmesi veya derin 6grenme algoritmalarini bulmalarina
yardimci olur [31]. Zaman serisi tahminleme, siniflandirma gibi
problemleri ¢ézmek igin farkli programlama dilleriyle olugturulmus
birgok farkli AutoML kiitiiphanesi bulunmaktadir. Bu kiitiiphaneler
makine 6grenmesi modellerini otomatik, hizli ve etkin bir sekilde
sunmaktadir. Bu ¢aligma kapsaminda tek degiskenli bir zaman serisi
verisi lizerinde tahminleme gergeklestirmek amaciyla se¢ilmis 6 farkli
AutoML kiitiiphanesi bulunmaktadir.

2.2.1. Auto ARIMA (Auto_ARIMA)

ARIMA modeli, verilerdeki korelasyonlar1 modelleyerek zaman serisi
verilerini ayristirmak ve tahmin etmek i¢in kullanilan istatistiksel bir
yontemdir [32]. En iyi parametre kombinasyonunu bulmak i¢in AIC
ve BIC degerlerini dikkate alir. Bu degerler, farkli modelleri
karsilagtirmak i¢in kullanilir. ARIMA modeli genellikle (p, d, q)
mertebesine gore goriiliir; burada p, d ve q sirasiyla AR, fark ve MA
kisminin mertebelerini ifade eder [33]. Mevsimsel bir ARIMA modeli
ARIMA (p, d, q) x (P, D, Q)S olarak gosterilir, burada P mevsimsel
AR sirasi, D mevsimsel fark, Q mevsimsel MA sirasi ve S sirasiyla
mevsimsel Oriintiiyli tekrar eden zaman araligidir [34].

Auto ARIMA, otomatik bir sekilde ARIMA modeli olusturmak igin
kullanilir. Auto. ARIMA islevi, bir ARIMA modeli i¢in en uygun
parametreleri belirlemeye c¢alisir ve uygun bir ARIMA modeli
dondiiriir [35]. Auto. ARIMA p, d, q gibi uygun parametreleri bulur.
Duraganlik testi ig¢in fark d gibi parametrelere karar vermede
Artinlmis  Dickey-Fuller, Phillips—Perron veya Kwiatkowski—
Phillips—Schmidt—Shin testleri kullanilir. Auto ARIMA, Canova—
Hansen testi gibi mevsimsellik testleri i¢in ideal p ve q degerlerini de
belirleyebilir [36].

Al-Qazzaz ve Yousif [37], petrol fiyatlarini tahmin etmek i¢in Auto
ARIMA modelinin kullanimini aragtirmigtir. Calisma, bir uzman
dikkati gerektirmeden uygun ARIMA parametrelerini belirlemek igin
Auto ARIMA kullanmanin faydalarin1 gostermektedir. Gupta ve

modelini kullanmigtir. Analitik ve mevcut sonuglardaki yakinlik,
Auto ARIMA modelinin dogrulugunu goéstermektedir.

2.2.2. FLAML (FLAML)

FLAML, kaynak agisindan verimli ve kolayca uyarlanabilir olacak
sekilde tasarlanmis en yeni algoritmalar1 kullanarak dogru makine
6grenmesi modellerini verimli ve ekonomik bir sekilde bulan
Microsoft Research'iin bir Python kiitiiphanesidir [39].

Diger AutoML araglar1 ve kitapliklariyla karsilastirildiginda FLAML,
hizli, ekonomik ve Ozellestirilmesi kolay olmasiyla dikkat
¢ekmektedir. FLAML, iistiin model tahmin performansi elde ederken
makine Ogrenmesi ve veri bilimi uygulayicilarinin {iretkenligini
artirabilir. Esneklik ve 6zellestirilebilirlik, onu Ar-Ge igin giiclii bir
ara¢ haline getirmektedir [40]. Minimum Gzellestirmeden tam
ozellestirmeye kolay genisleme, genis arama alanlarini yonetme ve
uygun maliyetli hiper-parametre optimizasyonu bu kiitiiphanenin
avantajlar1 arasinda bulunmaktadir [41].

2.2.3. FEDOT (FEDOT)

FEDOT, otomatik modelleme ve otomatiklestirilmis makine
6grenmesi i¢in agik kaynakli bir kiitiiphanedir. Evrimsel bir yaklagim

kullanarak otomatik bir sekilde farkli ger¢ek diinya siiregleri i¢in 6zel
modelleme olusturabilir. FEDOT, ikili ve ¢oklu smiflandirma,
regresyon, kiimeleme ve zaman serisi tahmin gorevlerini destekler
[42].

2.2.4. Prophet (Prophet)

Prophet, otomatik zaman serisi tahmini igin gelistirilmistir [43].
Python ve R'de bulunan agik kaynakli bir kiitiiphanedir. Prophet,
zaman serilerini ve mevsimselligi kolayca ele almak i¢in kendi 6zel
veri g¢ercevesine sahiptir. Trenddeki degisimleri ve biiyiikk aykir
degerleri yakalayarak eksik veriye karsi gligliidiir [44]. Prophet
modelinin uygulanmasi oldukga az sayida koddan olusur ancak ayn
zamanda kullanicilarin daha diisiik seviyeli parametreler iizerinde
kontrol sahibi olmalarina da izin verir [43]. Prophet tahmin modeli ii¢
ana Ozelligi nedeniyle kaliteli bir tahmin olusturabilir; trend,
mevsimsellik ve tatiller (holiday). Model Es. 1°deki gibi ifade
edilebilir [45].

y(@) =g@®) +h() +s(t) +¢ (M

Burada, y(t) hedef yapiy1 veya zaman serisini temsil eder, g(t) zaman
serisinin degerindeki periyodik olmayan degisimleri modelleyen
trend fonksiyonudur, s(t) periyodik degisimleri (6rnegin haftalik ve
yillik mevsimsellik) temsil eder ve h(t), potansiyel olarak diizensiz
programlarda bir veya daha fazla giin boyunca meydana gelen
tatillerin etkilerini temsil eder, €, ise hata terimini gosterir.

2.2.5. EvalML (EvalML)

EvalML, O0zellik se¢imi, model se¢imi, hiper-parametre
optimizasyonu vb. otomatik olarak yiiriiten agik kaynakli bir AutoML
kiitiphanesidir. Ozellik  segimi  icin  rastgele  orman
siniflandirici/regresdr ve hiper-parametreleri optimize etmek igin
Bayes optimizasyonu kullanir. Zaman serisi tahmini durumunda MSE
gibi bir nesnel iglev parametresine bagli olarak makine 6grenmesi
modelini olugturur ve optimize eder. Regresyon, siniflandirma, zaman
serisi regresyonu ve zaman serisi siniflandirmasi dahil olmak tizere
cesitli denetimli makine 6grenmesi problem tiirlerini destekler [46].

EvalML, gerekli veri 6n isleme konusunda onerilerde bulunabilir, son
teknoloji veri 6n isleme, 6zellik miithendisligi, 6zellik se¢imi ve diger
modelleme teknikleri dahil olmak iizere yiiksek diizeyde optimize
edilmis bir model olusturmaya yardimci olur, bir model olusturmak
ve bu modelleri dogru tahminler yapmak i¢in basit, kullanim1 kolay,
diisiik kodlu bir arayiiz saglar [1].

2.2.6. AutoTS (AutoTS)

AutoTS, zaman serilerinde yliksek dogrulukta tahminler tiretmek igin
tasarlanmis bir Python kiitliphanesidir. Cok degiskenli zaman serisi
ciktilarii tahmin etmeyi desteklemektedir. Icerisinde bulunan
modeller genetik algoritmalar araciligiyla belirli bir veri kiimesi igin
en iyl modelleri, 6n islemeyi ve birlestirmeyi otomatik olarak bulan
bir AutoML entegrasyonu i¢in tasarlanmigtir.

Kiitiiphane, optimum zaman serisi tahmin modelini bulmak i¢in
genetik programlama optimizasyonunu kullanir. Alt ve iist giiven
araligl tahmin degerleri saglar. Hem tek degiskenli hem de ¢ok
degiskenli zaman serilerini ¢caligtirabilir [47].

3. Deneysel Sonuglar (Computational Results)

Calismada kullanilan veri seti [48], Ocak 1985 ile Eyliil 2022 tarihleri
arasinda Ol¢iilen Amerika Birlesik Devletleri'nde aylik olarak elektrik
ve gaz tesislerinin endiistriyel iiretimini (indeks 2017=100) ele
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almaktadir. Indeksler, bir olaym (iiretilen mal veya hizmetlerin)
zaman veya mekan itibariyle gosterdigi oransal degismeleri ifade
eder. Bu veri setinde, elektrik ve gaz tesislerinin endiistriyel liretimini
Ozetlemek amaciyla 2017 yili baz alinarak indekslenmistir. AutoML
kiitiphanelerinin ~ kodlanmasinda ~ Python  programlama  dili
kullanilmistir. Veri seti %80°1 egitim, %20’si test verisi olmak iizere
ikiye ayrilmistir ve Sekil 2°deki gibidir.

AutoML kiitiiphanelerinin tahmin performanslarini 6lgmek igin MSE,
RMSE, MAE ve MAPE metrikleri kullanilmistir. Bu tiir 6l¢timler
birimden bagimsizdir, verilerde kiigiik degisiklikler oldugunda iyi bir
duyarliliga sahiptir ve veri asimetrisi gostermezler [49]. Burada X;, 1.
nokta tahminini ve Y; , i. ddnem i¢in sonucu temsil eder.

Es. 2, MSE’yi gosterir. Tahmindeki hatalarin kareleri toplaminin
ortalamasini 6lger.

Es. 3’teki RMSE, hatalarin standart sapmasini gosterir.

RMSE = /— m (X = Y,)?

Es. 4, MAE’yi gosterir. Mutlak degerlerdeki tahmin hatalarmm
ortalama degeri olarak tanimlanir.

3)

MAE = =34 1X; = Yil “)

Es. 5, MAPE’yi gosterir. Dogrulugu hatanin yiizdesi olarak 6lger [50].

Yz Xi

MAPE = 3T, ®)

| 100%

Sekil 3-Sekil 8, test verisini ve kullanilan AutoML kiitiiphanelerinin
(Auto ARIMA, FLAML, FEDOT, Prophet, EvalML ve AutoTS)

MSE =2 ml(X —¥)? (@) tahminleme sonuglarini gostermektedir. Veri setinin son 90 giiniine
130
— Egitim
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Sekil 2. Veri setinin zamana bagli grafigi (Time graph of dataset)
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Sekil 3. Auto ARIMA kiitiiphanesinin tahminleme grafigi (Estimation plot of Auto ARIMA library)
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Sekil 4. FLAML kiitiiphanesinin tahminleme grafigi (Estimation plot of FLAML library)
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Sekil 5. FEDOT kiitiiphanesinin tahminleme grafigi (Estimation plot of FEDOT library)
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Sekil 6. Prophet kiitiiphanesinin tahminleme grafigi (Estimation plot of Prophet library)
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Sekil 7. EvalML kiitliphanesinin tahminleme grafigi (Estimation plot of EvalML library)
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Sekil 8. AutoTS kiitiiphanesinin tahminleme grafigi (Estimation plot of AutoTS library)

ait degerlerin tahmini gergeklestirilmistir. Grafikteki mavi ¢izgi test
verisini, turuncu ¢izgi ilgili kiitiiphanenin tahmin degerini temsil
etmektedir.

Witt ve Witt [51], MAPE degerleri %10’un altinda olan tahmin
modellerini “yiiksek dogruluk” derecesine sahip, %10 ile %20
arasinda olan modelleri ise “dogru tahminler” olarak siniflandirmustir.
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Lewis [52], MAPE degerleri %10’un altinda olan modelleri “cok iyi”,
%10 ile %20 arasinda olan modelleri “iyi”, %20 ile %50 arasinda olan
modelleri “kabul edilebilir” ve %50°nin altinda olan modelleri ise
“yanlig ve hatal1” olarak siniflandirmigtir.

AutoML kiitiiphanelerinin belirlenen metrikler bazinda tahmin
performanslari Tablo 1°deki gibidir. Elde edilen sonuglara gore her bir
AutoML Kkiitiiphanesinin MAPE degeri %10’un altinda oldugundan
yiiksek dogrulukta bir tahminleme gergeklestigi sdylenebilir.
Tahminleme grafiklerine ve performans metriklerine bakildiginda en
yiiksek tahminleme dogrulugunu Auto ARIMA kiitiiphanesinin
verdigi goriilmektedir. Bu siralamayr Prophet ve AutoTS
kiitiiphaneleri takip etmektedir.

Tablo 1. AutoML kiitiiphanelerinin tahminleme performanslari
(Estimation performances of AutoML libraries)

MSE RMSE  MAE MAPE
Auto ARIMA 12,1652 3,4879  2,7502  2,7498
FLAML 20,2051 4,4950  3,6644  3,5998
FEDOT 24,8659 7,6563  4,1286  4,0162
Prophet 14,0279 3,7454  3,0309  2,9915
EvalML 19,6453 4,4323  3,4566  3,2690
AutoTS 17,6763 4,2043  3,2045  3,1845

Auto ARIMA Kkiitiiphanesi ile elde edilen tahmin sonuglarina gore
secilen performans metriklerini en kii¢iikleyen ve en iyi tahminleme
degerini veren model ARIMA(1,1,1)(2,1,2)[12]’dir. Model su sekilde
aciklanir; zaman serisinin bir dnceki gézleminin tizerinde etkisi vardir
(p=1), zaman serisinin birinci dereceden farki alinir (d=1), zaman
serisindeki hatalarm bir 6nceki gézlemin iizerinde etkisi vardir (q=1),
mevsimsel olarak gecmisteki 2 adet gozlemin su anki gdzlem iizerinde
etkisi vardir (P=2), zaman serisinin birinci dereceden mevsimsel farki
alimir (d=1), mevsimsel olarak ge¢misteki hatalarin, su anki gozlem
tizerindeki etkisi vardir (Q=2), zaman serisinde bir yil boyunca
tekrarlanan ~ mevsimsel  Orlintiiler ~ bulunmaktadir  (m=12).
Mevsimsellik faktoriiniin ele alinmasi, Auto_ ARIMA kiitliphanesinin
iyi sonug vermesinin sebeplerinden biri olabilir.

4. Sonuclar (Conclusions)

Bu caligmada makine O6grenmesinin gelismis bir versiyonu olan
AutoML yontemi kullanilmigtir. AutoML, 6zellik se¢imi, model ve
hiper-parametre optimizasyonu gibi uzman bilgisi gerektiren makine
O6grenmesi adimlarini otomatiklestirmek ve bir uzmana ihtiyag
duymadan ¢oziimleyebilmek amaciyla gelistirilmistir. Amag, insani
tamamen siirecin digina almak degil, insandan kaynakli olusabilecek
onyarg1 ve kligelerden kurtulmak, zaman ve maliyet agisindan da
tasarruf edebilmektir. Caligmada, kullanilan tek degiskenli bir zaman
serisi verisi lizerinde ileriye yonelik tahminleme i¢in Auto_ ARIMA,
FLAML, FEDOT, Prophet, EvalML ve AutoTS olmak iizere 6 fakli
AutoML kiitliphanesi  kullanilmig ve kiitiiphanelerin  tahmin
bagarilarinin karsilastirilmast yapilmistir. MSE, RMSE, MAE ve
MAPE metrikleri tizerinden elde edilen sonuglara gére kullanilan veri
seti Ozelinde tahmin basaris1 en yiliksek olan kiitiiphanenin
Auto ARIMA oldugu goriilmektedir. Mevsimsel etkileri iceren
tahminleme modelleri, zaman serilerinin gelecekteki degerlerini daha
dogru bir sekilde tahmin edebilmektedir. AutoML, zaman serisi veri
setlerindeki mevsimsellik, trendler ve diger zaman bazli desenlere
dikkat ederek model performansini artirabilir. Gelecek ¢aligsmalarda,
ozellikle mevsimsel etkilere sahip zaman serileri igin AutoML
kullanmak, mevsimsel etkileri ve gelecekteki degerleri daha dogru bir
sekilde tahmin etmek igin faydali olabilir. Ancak veriye ve probleme
0zgii olarak, model basarisinin degiskenlik gosterebilecegi de dikkate
alinmalidir. Yine kullanilan AutoML kiitliphaneleri, farkli veri setleri
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iizerinde  denenerek  kiitiiphanelerin  tahmin  performanslar
karsilastirilabilir.

5. Simgeler (Symbols)

AIC : Akaike Bilgi Kriteri

ARIMA : Otoregresif Entegre Hareketli Ortalama

BIC : Bayes Bilgi Kriteri

FLAML : Fast and Lightweight AutoML

IoT : Nesnelerin Interneti

MAE : Ortalama Mutlak Hata

MAPE : Mutlak Yiizde Hata Ortalamasi

MSE : Hata Kareleri Ortalamasi

RMSE : Hata Kareleri Ortalamasinin Karekokii
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