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OZET

Meme kanseri, diinya genelinde kadinlar arasinda en sik goriilen kanser tiirlidiir ve erken teshis, tedavi basarisini
onemli Olglide artirmaktadir. Bu c¢alismada, meme ultrason goriintiilerinden iyi huylu ve kotii huylu tiimdrleri
siniflandirmak amaciyla radyomik 6zellikler ve makine 6grenmesi teknikleri kullanilmigtir. Calismada, halka agik
BUSI wveri seti kullanilmistir. Sadece iyi huylu ve kotii huylu olarak etiketlenmis goriintiiler siniflandirmada
kullanilmig olup, normal etiketli gériintiiler ¢aligmaya dahil edilmemistir. Bu yaklasim, modelin iki sinif arasindaki
ayrimi en yliksek dogrulukla yapmasma odaklanmistir. Veri setindeki dengesizlik, kotii huylu tiimorlerin
goriintiilerinin y ekseninde aynalanarak artirilmasiyla giderilmistir. PyRadiomics kiitiiphanesi ile c¢ikarilan 123
radyomik 6zellik arasindan, 6zellik 6nem skoru ve korelasyon matrisi kullanilarak en 6nemli 40 6zellik secilmistir.
Smiflandirma asamasinda XGBoost, Gradient Boosting, AdaBoost, SVM, Random Forest ve Decision Tree
algoritmalar1 uygulanms, en yiiksek dogruluk orani (%98,13) Gradient Boosting algoritmast ile elde edilmistir.

Anahtar Kelimeler: Makine 6grenmesi, meme kanseri, radyomik 6zellikler, timér siniflandirma.
ABSTRACT

Breast cancer is the most common type of cancer among women worldwide, and early diagnosis significantly
increases the success of treatment. In this study, radiomic features and machine learning techniques were used to
classify benign and malignant tumors from breast ultrasound images. The publicly available BUSI dataset was used
in the study. Only images labeled as benign and malignant were used in the classification, and normal labeled images
were not included in the study. This approach focused on the model distinguishing between the two classes with the
highest accuracy. The imbalance in the dataset was eliminated by mirroring and augmenting the images of malignant
tumors in the y-axis. Among the 123 radiomic features extracted with the PyRadiomics library, the most important
40 features were selected using feature importance scores and correlation matrix. XGBoost, Gradient Boosting,
AdaBoost, SVM, Random Forest and Decision Tree algorithms were applied in the classification phase, and the
highest accuracy rate (98.13%) was obtained with the Gradient Boosting algorithm.

Keywords: Machine learning, breast cancer, radiomics, tumor classification.

GIRIS

Meme kanseri, genellikle meme dokusunda baslar ve zamanla viicudun diger bolgelerine yayilabilir. Kadinlarda en
yaygin goriilen kanser tiirlerinden biri meme kanseridir. Diinya genelinde ise akciger tiimorlerinden sonra, en sik
teshis edilen ikinci tiimor tiirii olarak kabul edilmektedir (Jabeen vd., 2022). 2022 yilinda, diinya genelinde yaklagik
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2.3 milyon kadina meme kanseri tespiti koyulmus ve 670 bin kisinin 6liimiine neden olmustur (WHO, 2024). Bu
rakamlar, meme kanserinin ne kadar yaygin bir saglik sorunu oldugunu ve erken teshisin 6nemini vurgulamaktadir.

Meme kanseri tiimérleri, iyi ve kétii huylu olmak iizere iki ana kategoriye ayrilir. Iyi huylu tiimérler genellikle sagliga
ciddi bir tehdit olusturmaz ve nadiren insanlarda 6liime yol agar. Bu tiir tiimérler sinirli bir bityiime kapasitesine
sahiptir ve sadece viicudun belirli bir bolgesinde gelisir. Genellikle yavas biiyiirler ve ¢evre dokulara yayilmazlar, bu
da onlar1 tedavi edilmesi daha kolay ve genellikle daha az tehlikeli kilar. Ote yandan, kotii huylu tiimérler cok daha
tehlikelidir ve uygun tedavi edilmezse bir kisinin hayatini tehdit edebilir. Bu tiir tiimorlerdeki hiicreler, kontrolsiiz ve
anormal bir sekilde hizla cogalir. Ko6tii huylu tiimérler, ¢cevre dokulara yayilabilir ve metastaz yaparak viicudun diger
bolgelerine sigrayabilir, bu da hastaligin tedavisini daha zor ve karmasik hale getirir. Bu nedenle, koti huylu
tiimorlerin erken teshis ve tedavisi, hastanin hayatta kalma sansin1 6nemli 6lgiide artirir (Assiri vd., 2020).

Meme kanserinin taranmasinda genellikle mamografi, ultrasonografi ve manyetik rezonans goriintiileme (MRI)
yontemleri tercih edilmektedir. Mamografi, diisiik dozda X-1sin1 kullanarak meme dokusunun goriintiilenmesini
saglar ve erken evre kanserlerin tespitinde oldukea etkili bir tarama yontemidir. Ancak, geng¢ kadinlarda sik¢a goriilen
yogun meme dokusu, mamografinin duyarhilifini azaltabilir ve bu durum tanilarin atlanmasina yol agabilir. Bu
durumda, ultrasonografi, ses dalgalar1 kullanarak meme dokusunu detayl bir sekilde goriintiileyerek, mamografide
belirsiz kalan kitleleri netlestirebilir ve timor tespitinde daha yiiksek bir duyarlilik saglar. MRI ise, yiiksek
¢Oziiniirlilkte ve ayrintili goriintiiler sunarak, 6zellikle yogun meme dokusu ve yiiksek riskli hastalarda etkili bir
tarama secenegi sunar. Ancak, MRI'nin yiiksek maliyeti ve zaman alic1 olmasi, genellikle birincil tarama araci olarak
tercih edilmemesine yol agmaktadir (Sun vd., 2018, Aristokli vd., 2022).

Radyomik, tibbi goriintiilerden 6zelliklerin otomatik olarak ¢ikarilmasi ve analiz edilmesi yontemidir. Bu 6zellikler,
hastaliklarin tanisinda, prognozda ve tedavi yanitinin tahmininde 6nemli bir rol oynamaktadir. Goriintiilerde gozle
fark edilemeyen ayrintilar1 ve Oriintlileri ortaya ¢ikaran radyomik, kisisellestirilmis tip ve tedavi planlamasinda
degerli bir arac olarak kabul edilmektedir. Ozellikle onkoloji alaninda, makine dgrenimi ve yapay zeka gibi ileri
analiz yontemleriyle birlestirildiginde, radyomik ¢ok daha kapsamli ve faydali bilgiler saglayabilir (Kumar vd.,
2012).

Radyomik 6zellik ¢ikarimi, LIFEx (LIFEx, n.d.), MITK (Medical Imaging Interaction Toolkit, n.d.), CERR (CERR,
n.d.) ve PyRadiomics (Van Griethuysen vd., 2017) gibi agik kaynakli yazilim araglar1 kullanilarak gergeklestirilir.
Bu yazilimlar, goriintiilerden sayisal 6zelliklerin otomatik olarak ¢ikarilmasini saglar. Kullanilan yazilim araciligiyla,
segment edilmis tiimdr bolgesinden sekil, yogunluk, doku ve tiiretilmis 6zellikler gibi veriler elde edilir. Cikarilan
ozellikler, ¢esitli algoritmalar tarafindan analiz edilerek goriintiilerdeki yeni oriintiiler ve iliskiler ortaya konur. Bu
slireg, tan1 ve prognoz i¢in 6nemli olabilecek yeni bilgilerin elde edilmesini saglar (Zhang vd., 2023).

Geleneksel meme kanseri degerlendirme yontemleri genellikle niteliksel olup subjektif degerlendirmelere dayanir,
bu da bazi durumlarda tiimorlerin dogru sekilde tespit edilmesini zorlastirabilir. Radyomik analizler ise,
goriintiilerden detayl1 6zellikler ¢ikararak tiimorlerin mikroskobik 6zelliklerini daha hassas bir sekilde degerlendirme
imkani sunar. Bu sayisal veriler, makine 6grenmesi veya derin 6grenme algoritmalariyla birlestirilerek, iyi ve koti
huylu tiimorlerin siniflandirilmasinda kullanilabilir (Pesapane vd., 2023).

Literatiirdeki ¢aligmalarin biiyiik cogunlugu, meme tiimoérlerinin varliginin belirlenmesi ve sonrasinda iyi veya kotii
huylu olarak siiflandirilmasini bir arada ele almaktadir. Bu ¢alismada ise yalnizca mevcut tiimorlerin iyi veya kotii
huylu olarak dogru bir sekilde smiflandirilmasina odaklanilmistir. Bu yaklagim ile tani siirecinin daha hassas bir
sekilde gergeklestirilmesi saglanarak, tedavi planlamalarinda daha net ve kesin sonuglar elde edilmesi
hedeflenmektedir. Ayrica, veri setindeki simif dengesizligi veri artirma teknikleri ile giderilmis ve dengelenmis veri
seti kullanilarak model performansinin optimize edilmesi amaglanmistir. Bu dogrultuda, radyomik 6zelliklerin meme
tiimorleri simflandirmasinda daha verimli kullanim saglanmistir. Elde edilen sonuglarin, etkili tedavi stratejilerinin
gelistirilmesinde kritik bir rol oynayacagi 6ngoriilmektedir.

Makalenin geri kalani su sekilde yapilandirilmistir: ilk bdliimde, meme kanseri tespiti i¢in son dénemde yapilan
calismalar hakkinda bilgi verilmistir. Ikinci boliimde, kullanilan veri seti ve 6nerilen yontemler agiklanmustir. Ugiincii
boliimde, deneysel ¢alisma sonuglar1 detaylandirilmistir. Sonuglar ve tartisma boliimiinde ise, elde edilen bulgular
degerlendirilmis ve gelecekteki aragtirmalar igin potansiyel yonler tizerinde durulmustur.
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ILGILI CALISMALAR

Literatiirdeki ¢aligmalar incelendiginde, meme kanserinin tespiti i¢in klasik makine 6grenmesi, derin 6grenme ve bu
iki yontemin birlikte kullanildig1 hibrit yontemlerin 6nerildigi goriilmektedir.

Mishra vd. (2021), meme kanserlerinin malignitesini tahmin etmek amaciyla ultrason goriintiilerini kullanarak etkili
bir makine 6grenmesi (ML) ve radyomik tabanli siniflandirma yéntemi 6nermislerdir. BUSI veri setindeki veri
dengesizligi sorununu ele almak i¢in SMOTE teknigi uygulanmistir. Goriintiilerden cesitli bolgesel 6zellikler
cikarilarak radyomik ozellikler elde edilmistir ve siniflandirma siirecinde en yiiksek dogruluk oran1 %97,4 ile
AdaBoost algoritmasi kullanilarak saglanmistir. Capkan vd. (2022), meme kanseri tespiti i¢cin K-Nearest Neighbors
(KNN), Decision Tree (DT), Support Vector Machine (SVM) ve hibrit yontemlerden olusan bir mimari
kullanmiglardir. Calismada, iyi huylu ve kotii huylu siiflarina ait toplam 647 ultrason goriintiisii ve 133 normal
ultrason goriintiisiinden olusan bir veri seti kullanmislardir. Fisher Score algoritmasi ile 6zellik se¢cimi yapilmis ve
toplam 25 ozellik elde edilmistir. Deneysel sonuglar, onerilen yontemin %99.24 dogruluk orani ile siniflandirma
islemini gergeklestirdigini gostermektedir. Ghabrim vd. (2023), meme ultrason gériintiilerini segmentlere ayirarak
iyi huylu veya kotii huylu olarak siniflandirmayi hedeflemistir. Gorlintii 6n isleme asamasinda, goriintiilerin kalitesini
artirmak i¢in parlaklik ve kontrast ayarlari, giiriiltii azaltma ve kenar keskinlestirme yontemleri kullanilmistir. Ayrica,
Canny, Laplacian ve Sobel gibi kenar belirleme filtreleri de uygulanmistir. Veriler bu 6n islem asamalarindan
gecirildikten sonra, U-Net modeli yardimiyla meme kanseri ultrason goriintiileri segmentlere ayrilmistir. Meme
lezyonlarini iyi ve kotii huylu olarak siniflandirmak i¢in ise KNN, Random Forest (RF), DT ve SVM gibi geleneksel
yontemler kullanilmistir. Bu yontemler arasinda en yiiksek dogruluk orani %86 ile KNN yontemi kullanilarak elde
edilmistir. Senol & Kaya (2024), meme kanseri siniflandirmasinda giirtiltiilii verilerdeki aykir1 degerleri tespit etmek
icin kiimeleme tabanh iki asamali bir yontem onermislerdir. Ilk asamada, veri &n isleme siirecinde bes farkli
kiimeleme algoritmasi karsilagtirilmis ve bu algoritmalardan en yiiksek performans, siniflama agamasinda kullanilan
KNN algoritmasi ile %98.34 dogruluk degeri elde edilmistir. Ara vd. (2021), iyi ve kétii huylu tiimorlerin tespitinde
bes farkli klasik makine 6grenmesi yonteminin etkinligini degerlendirmistir. Calismada, halka agik Wisconsin Meme
Kanseri veri seti kullamilmistir. Elde edilen bulgular, RF ve SVM yontemlerinin, %96.5 dogruluk orani ile diger
yontemlerden daha iistiin performans sergiledigini gostermistir.

Badawy vd. (2021), meme ultrason goriintiilerinden meme kanseri tespiti i¢in on adet taninmis 6nceden egitilmis
CNN (Convolutional Neural Network) siniflandirma modelleri arasinda karsilagtirmali  bir ¢aligma
gergeklestirmislerdir. Calisma sonucunda, giris goriintiilerinin net ve kontrasti yiiksek oldugunda ResNet101
modelinin %96.27 ile en iyi dogruluk oranina sahip oldugu belirtilmistir. Bota vd. (2024), meme ultrason
goriintlilerinden meme Kkitlelerini siniflandirmak i¢in transfer 6grenme yontemlerini kullanarak c¢ok ornekli
siniflandirma gergeklestirmeyi amacglamistir. Calismada 6zellik ¢ikarimi i¢in InceptionResNetV2, MobileNetV2,
InceptionV3 ve ResNet50 gibi ¢esitli CNN mimarileri kullanilmigtir. Verilerdeki dengesizlikleri gidermek igin alt
ornekleme yontemleri uygulanmis ve dnceden egitilmis mimarilerle ince ayar yapilmigtir. Arastirma sonuglarina
gore, MobileNetV?2 ile ¢ikarilan 6zellikler ile %84 dogruluk oranina ulagildig belirtilmistir. Liu vd. (2022), meme
kanseri teshisi amaciyla 600 kadin hastanin goriintiilerini i¢eren agik kaynak bir veri seti lizerinde ¢alismiglardir. Veri
setinde 6zellik ¢ikarimi icin 1zgara (grid) tabanh derin 6zellik olusturucu kullanilmustir. Ozellik ¢ikarma isleminin
karmasikligini azaltmak i¢in ultrasonik goriintiiler satir ve siitunlara boliinmiistiir ve bunun sonucunda 6zellik
¢ikarilmasi icin 10 adet 1zgara elde edilmistir. Ozellik se¢imi asamasinda ise 16 dnceden egitilmis CNN mimarileri
kullanilarak 9000 &zellik ¢ikarilmig, Neighborhood Component Analysis (NCA) kullanilarak bu 6zelliklerden en
iyileri secilmistir. Model se¢cimi asamasinda, SVM ile hesaplanan hata degerleri kullanilarak en uygun modeller
secilmistir. Bu modellerle olusturulan &6zellik vektorleri, derin sinir ag1 (DNN) kullanilarak siniflandirilmustir.
Deneysel sonuglara gore, ResNet101, MobileNetV2 ve EfficientNetbO0 modellerinden elde edilen &zelliklerin,
%97.18 dogruluk oraniyla diger modellere kiyasla daha ytliksek dogruluk sagladig: belirtilmistir.

Eroglu vd. (2021), meme kanseri kitlelerinin iyi huylu, kétii huylu ve normal olarak siniflandirilmasi i¢in hibrit
tabanli bir CNN sistemi gelistirmistir. Bu c¢alismada, ozniteliklerin birlestirilmesi icin AlexNet, ResNet50 ve
MobileNetV2 olmak iizere ii¢ farkli CNN modeli kullanilmistir. Siniflandirma agamasinda, en yiiksek dogruluk orani
%95.6 ile SVM yontemi kullanilarak elde edilmistir. Paurasad vd. (2021), ultrason goriintiilerinden meme tiimérlerini
tespit etmek icin geleneksel makine Ogrenmesi ve Ozgiin bir CNN mimarisinden olusan alti farkli yontemi
karsilastirmiglardir. Ayrica, 6nerilen CNN modeli, egitim ve deneysel setlerde %99.7 dogruluk orani saglamistir.
Deneysel sonuglar, meme tiimorlerinin teshisinde yiiksek potansiyele sahip bir CNN algoritmasinin
kullanilabilecegini ortaya koymustur. Khanna vd. (2021), derin 6grenme, optimizasyon ve makine Ggrenmesi
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tekniklerini birlestiren bir hibrit yaklagim 6nermislerdir. Calismada tiimorlerin iyi huylu, kotii huylu ve normal olarak
siniflandiriimasi amaglanmustir. Ozellik ¢ikarimi adimi icin bir CNN modeli olan ResNet-50, 6zellik secimi adimi
icin BGWO (Binary Gray Wolf Optimization) algoritmasi, siniflandirma icin ise SVM yontemi kullanilmustir.
Ozellik segimi algoritmasinmn kullanim ile onerilen modelde %84.9 smiflama dogrulugu saglanmis ve islem
stiresinde yaklagik dort kat iyilesme elde edilmistir. Lanjewar vd. (2024), transfer 6grenme ve derin 6grenme
modellerinin meme kanseri teshisindeki etkinligini degerlendirmeyi amaglamislardir. Calismada 6nerilen model,
MobileNetV2, ResNet50 ve VGG16 gibi transfer 6grenme yontemleri ile Long Short-Term Memory (LSTM)
yontemini birlestiren hibrit bir yaklagima dayanmaktadir. Calismada ayrica, sentetik azinlik asir1 ornekleme
(SMOTE) ve Tomek yontemi (SMOTETomek) kullanilarak az sayidaki veri noktasina sahip olan 6zelliklerin oranlar1
artirilmustir. Sonuglar incelendiginde, VGG16 yontemi ile %96 F1 skoru elde edildigi gézlemlenmistir. Rashid vd.
(2022), meme tiimorii siniflandirmasinda radyomik 6zellikler ve derin 6grenme yontemlerinin karsilastirilmasi igin
iki farkli yaklasim onermislerdir. Ilk yontemde, 111 tiimér lezyonundan tiiretilen 74 radyomik 6zellik, SVM
algoritmasinin ¢esitli kernel'leri kullamlarak siiflandirilmis ve maksimum %97.06 dogruluk elde edilmistir. ikinci
yontemde ise, CNN ve SVM yontemlerinin birlegsiminden olusan hibrit bir yaklagim uygulanmis ve %95.28 dogruluk
saglanmustir.

Literatiirdeki birgok caligma, timor tespiti ve siniflandirmasini bir arada ele alirken, bu ¢alismada yalnizca timor
oldugu bilinen 6rneklerin iyi huylu veya kotii huylu olarak dogru sekilde ayrilmasi hedeflenmistir. Bu yaklasim,
teshis siirecine odaklanarak tedavi planlamalarinda daha net ve kesin sonuclar elde edilmesini amaglamaktadir.

ONERILEN YONTEM

Calisma kapsaminda onerilen meme tiimdorii siniflandirilmasi modelinin genel mimarisi Sekil 1°de gosterilmektedir.
Onerilen model dort temel asamadan olusmaktadir. ik asamada, veri setindeki smiflar arasindaki dengesizligin
listesinden gelebilmek i¢in maskelenmis goriintiiler iizerinde aynalama teknigi uygulanmustir. Ikinci asamada,
maskelenmis goriintiilerden, acik kaynakli bir Python kiitiiphanesi olan PyRadiomics araciligiyla 123 adet radyomik
ozellik ¢ikarilmistir. Ugiincii asamada, elde edilen 123 6zellikten en 6nemlilerinin belirlenmesi i¢in énemlilik skoru
ve korelasyon analizi yontemleri uygulanarak siniflandirma islemi 6ncesi 40 6zellik belirlenmistir. Son agamada ise
tiimoriin iyi veya kot huylu olarak siniflandirilmasi i¢in 6 makine 6grenmesi yonteminin (XGBoost, Gradient
Boosting, AdaBoost, SVM, RF ve DT) performanslari karsilastirtlmstir.

Gorlintt Segmentasyonu Radyomik Ozellik Cikarimi Ozellik Segimi
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Sekil 1. Genel Sistem Mimarisi

Veri Seti

Calisma kapsaminda Kaggle’da bulunan, meme kanseri teshisi ve tliimor siniflandirmasi i¢in kullanilan ultrason
gortintiileri igeren BUSI veri Seti (Al-Dhabyani vd., 2020) kullanilmistir. 2018 yilinda Baheya hastanesinde 25-75
yas arasi 600 kadindan toplanan ve 780 meme ultrason goriintiisiinden olusan veri seti, normal, iyi huylu ve kotii
huylu olarak {i¢ sinifa ayrilmistir. Bu ¢alismanin amaci, meme ultrason goriintiilerinden iyi huylu ve kotii huylu
timorleri smiflandirmak oldugundan, veri setindeki normal etiketli goriintiiler egitim ve test asamalarinda
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kullanilmamigtir. Baglangigta DICOM formatinda olan goriintiiler, DICOM doniistiirticii kullanilarak PNG formatina
cevrilmis ve ortalama 500 x 500 piksel boyutundadir. BUSI veri setinin en 6nemli 6zelligi, her goriintiiye ait
maskelerin de dahil edilmesidir. Bu maskeler, kotli huylu vakalarda tiimor bolgelerini hassas bir sekilde belirler.
Maskelerin varligi, bilgisayarh destekli tarama sistemlerinin egitilmesi i¢in olduk¢a degerlidir. Bu sayede sistemler,
ultrason goriintlilerindeki belirli bolgelere odaklanabilir ve bu sayede kanser teshis dogrulugu potansiyel olarak
artirilabilir. Veri setinde iyi huylu timér smifinda 437 adet ve kotii huylu tiimor sinifinda 210 adet goriintii
bulundugundan, goriintiiler {izerinden veri dengesizligi sorununu ¢dzmek i¢in Sekil 2.a ve Sekil 2.b’deki gibi, kotii
huylu tiimor smifina y-ekseninde aynalama teknigi uygulanmustir. Y-ekseni boyunca aynalama yontemi, tibbi
goriintiilerin 6zel niteliklerini korumak acisindan kritik bir 6neme sahiptir. Bu yontem, tibbi goriintiilerde dikey
yansima degismezligini saglayarak modelin performansin artirir. Ayrica, dogal goriintiilerde genellikle tercih edilen
yatay aynalamanin Gtesinde, gergekei kitle goriintiileri elde edilmesine yardimei olur (Hussain vd., 2018). Aynalama
islemi sonrasinda veri setindeki toplam goriintii sayis1 857'ye ulagsmistir.

(y-ekseninde)

Stiadl gRiey aynalanmig goruntt

orijinal maske i (y-ekseninde)
aynalanmig maske

Sekil 2. a. Orijinal Gériintitye Aynalama Teknigi Uygulanmasi b. Maskelenmis Goriintitye Aynalama Teknigi
Uygulanmasi

Ozellik Cikarma

Radyomik 6zellikler, MR ve bilgisayarli tomografi gibi tibbi goriintiilerden otomatik olarak ¢ikarilan ve tiimdorlerin
biyolojik yapisini nicel olarak tanimlayan verilerdir. Bu 6zellikler, timdrlerin sekil, doku yapisi ve yogunluk dagilimi
gibi mikroskobik diizeydeki detaylarini ortaya g¢ikararak, hastaliklarin teshisi, tedavi yanitinin tahmini ve prognoz
belirlemesi gibi klinik karar verme siire¢lerinde 6nemli bir katki saglar (Zhang vd., 2022). Radyomik 6zellikler, sekil,
yogunluk ve doku &zellikleri gibi ana kategorilere ayrilmakta olup, bu kategorilerin altinda ikinci ve daha yiiksek
dereceden ozellikler de yer almaktadir.

Sekil 6zellikleri, timoriin geometrik yapisini (boyut, hacim, sekil) tanimlar ve maksimum ¢ap, yiizey-hacim orani
gibi ¢esitli parametreleri icerir. Yogunluk 6zellikleri, piksel veya voxel degerlerinin istatistiksel dagilimimi dlger ve
histogram analizi kullanilarak ortalama, maksimum, minimum, standart sapma gibi parametreler hesaplanir. Doku
ozellikleri ise piksellerin veya voxel'lerin diizenlenme big¢imlerini ve bu diizenlemelerin istatistiksel dzelliklerini
igerir (Rizzo vd., 2018). Ikinci ve daha yiiksek dereceden &zellikler, voxeller arasindaki mekansal iliskileri
degerlendirir ve enerji, entropi, homojenlik gibi dokusal parametreleri hesaplayarak doku paternlerinin
karmasikligimi belirler. Bu 6zellikler, 6zellikle tlimorlerin heterojenligini degerlendirmede 6nemli bir rol oynar
(Zhang vd., 2022).

Bu calismada, meme ultrason goriintiilerinden radyomik 6zelliklerin ¢ikarilmasi i¢in agik kaynakli bir Python
kiitiiphanesi olan PyRadiomics kullanilmistir. PyRadiomics, kullanicilarin 6zellestirilebilir parametrelerle birgok
farkli radyomik 6zelligi ¢ikarmasina olanak tanir (Van Griethuysen vd., 2017). Hem agik kaynakli olmasi hem de
istatistiksel giivenilirlik saglamasi nedeniyle tercih edilmistir (Fornacon-Wood vd., 2020). Calismamizda,
goriintiilerle birlikte her bir gorlintiiye ait maske dosyalar1 kullanilarak toplamda 123 radyomik 6zellik ¢ikarilmstir.
Bu ozellikler, tiimorlerin doku yapisini, sekil bozukluklarini ve yogunluk farkliliklarini daha hassas bir sekilde
tanimlayarak, meme kanseri siniflandirmasinda kullanilan makine §grenmesi algoritmalarina zengin veri saglamustir.
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Cikarilan bu Ozellikler, daha sonra analiz ve modelleme siireglerinde kullanilmak iizere bir .csv dosyasina
kaydedilmistir.

Ozellik Secimi

Bu ¢alismada, 6zellik se¢imi icin iki asamal bir yaklagim benimsenmistir: dnemlilik skoru ve korelasyon matrisi. Ik
asamada, Scikit-learn kiitiiphanesi kullanilarak farkli siniflandiricilar i¢in feature importances veya coef
Oznitelikleri araciligiyla 6zelliklerin 6nem diizeyleri hesaplanmistir. Bu siniflandiricilardan elde edilen 6nem skorlart
birlestirilerek her bir 6zellik icin ortalama bir onemlilik skoru olusturulmustur. Ikinci asamada ise, Pandas
kiitiiphanesi kullanilarak her bir 6zelligin diger 6zelliklerle olan ortalama korelasyonu hesaplanmis, bu da 6zellikler
arasindaki bagimsizlik derecesini yansitmustir. Ugiincii asamada, ilk iki asamada elde edilen ortalama dnemlilik skoru
ve ortalama korelasyon degerleri matematiksel olarak birlestirilerek her bir 6zellik i¢in bilesik bir puan
hesaplanmustir. Ozelliklerin 6nemlilik skorlar1 incelendiginde, 0.02 degerinin iizerindeki ve altindaki 6zellikler
arasinda digerlerine gore belirgin bir fark oldugu gézlemlenmis ve bu nedenle esik deger olarak 0.02 belirlenmistir.
Bu esik degere gore dzellikler siralanmis ve bilesik puani 0.02'nin iizerinde olan 40 &zellik, 123 radyomik 6zellik
arasindan siniflandirma isleminde kullanilmak iizere se¢ilmistir. Boylece, daha az ancak en etkili 6zelliklerle model
egitimi yapilarak hem hesaplama maliyeti hem de egitim siiresi 6nemli 6lciide azaltilmis ve daha verimli bir model
elde edilmistir. Tablo 1’de segilen 6zelliklerin bir kismi ve bu 6zelliklere karsilik gelen bilesik puan degerleri
verilmistir.

Tablo 1. Ozellik Se¢imi Asamasindan Sonra Secilen Radyomik Ozellikler ve Birlesik Puan Degerleri

Sira Radyomik Ozellik Ad1 Birlesik  Sira Radyomik Ozellik Ad Birlesik
Puan Puan
Degeri Degeri
1 original_shape2D_PixelSurface 0,109 6 original_glrlm_GrayLevelNon 0,052
Uniformity
2 original_gldm_DependenceEntropy 0,082
3 original_glrlm_ShortRunHighGrayLevel 0,069
Emphasis
4 original_glrim_RunEntropy 0,065 39 original_firstorder_MeanAbsolute 0,0207
Deviation
5 original_glcm_Idn 0,053 40 original_glszm_LargeAreaLowGray 0,0205
LevelEmphasis
41 original_glszm_Small AreaEmphasis 0,0188

Makine Ogrenmesi

Bu calismada, veri setindeki radyomik 6zellikler kullanilarak iyi ve kotii huylu tiimoérlerin siniflandirilmasinda
XGBoost, Gradient Boosting, AdaBoost, SVM, DT ve RF algoritmalarindan yararlanilmistir. Scikit-learn
kiitiiphanesi kullanilarak veriler, %80 egitim ve %20 test olacak sekilde ayrilmistir. Modellerin performansini
optimize etmek amaciyla, hiperparametreler GridSearch yontemi ile belirlenmistir. GridSearch, belirtilen
hiperparametrelerin ¢esitli kombinasyonlarin1 deneyerek ¢apraz dogrulama yontemi ile en iyi parametre
kombinasyonunu secer. Bu yontem, asir1 6grenme (overfitting) ve eksik 6grenme (underfitting) risklerini azaltir ve
modelin genelleme yetenegini artirarak daha dogru tahminler yapmasini saglar (Adnan vd., 2022).

XGBoost Algoritmast

Tiangi Chen tarafindan gelistirilen XGBoost (Extreme Gradient Boosting), gradient boosting framework'iine dayanan
yiiksek performansli bir agik kaynak makine 6grenimi algoritmasidir (Chen & Guestrin, 2016). XGBoost'un temel
amaci, mevcut modelin hatalarim minimize edecek yeni modeller olusturmaktir. Tk asamada basit bir modelle tahmin
yapilir ve bu modelin hatalar1 (rezidiiler) hesaplanir. Daha sonra, bu hatalar1 azaltmaya yonelik olarak yeni karar
agaclar1 eklenir. Her eklenen karar agaci, dnceki modelin hatalarin1 6grenir ve bu hatalar1 gidermeye ¢alisir. Buislem,
hatalar belirli bir seviyeye diisene veya belirli sayida karar agaci eklenene kadar devam eder. XGBoost, L1 ve L2
diizenleme teknikleriyle asir1 O0grenmeyi engeller ve paralel isleme, bellek optimizasyonlari ile donanim
hizlandirmalar1 sayesinde hizli ve verimli c¢alisir. Algoritma, regresyon, siniflandirma ve siralama gibi gesitli
gorevlerde iistiin performans gosterir ve eksik veri noktalarin etkili bir sekilde isleyebilir. Ozellikle yapilandirilmis
veri setlerinde yiiksek dogruluk saglamasiyla one ¢ikar (Nielsen, 2016).
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Gradient Boosting (GB) Algoritmast

Tipkt XGBoost'ta oldugu gibi, GB algoritmasi da gozetimli 6grenme kapsaminda tahmin dogrulugunu artirmak i¢in
ardisik olarak zayif 6grenicileri birlestirir (Friedman, 2001). Bu yontem, baslangicta basit bir modelle tahmin yapar,
ardindan modelin hatalar1 hesaplanir ve bu hatalar diizeltmek igin yeni bir model egitilerek eklenir. Her yeni model,
onceki modelin hatalarin1 6grenir ve gidermeye calisir. Siire¢ boyunca kayip fonksiyonunun gradyanmi kullanilarak
hatalar minimize edilir. Gradient Boosting, 6grenme orani ve diizenleme (regularization) parametreleri ile asirt
Ogrenmeyi Onler. Bu algoritma, 6zellikle karmagik siniflandirma ve regresyon problemlerinde yiliksek dogruluk ve
esneklik saglar (Natekin & Knoll, 2013).

SVM Algoritmasi

SVM, hem smiflandirma hem de regresyon problemlerinde kullanilan gii¢lii bir denetimli 6grenme algoritmasidir.
SVMMnin temel prensibi, iki sinifit en iyi sekilde ayiran bir hiper diizlem bulmaktir. Bu hiper diizlem, siniflar
arasindaki mesafeyi (margin) maksimize ederek, modelin genelleme yetenegini artirir ve farkli veri kiimelerinde daha
iyi performans gostermesine olanak tanir. Hiper diizleme en yakin veri noktalari, destek vektorleri olarak adlandirilir
ve modelin olusturulmasinda kritik bir rol oynarlar. Karmasik veri kiimeleri i¢in SVM, cekirdek (kernel)
fonksiyonlarin1 kullanarak veriyi daha yiliksek boyutlu uzaylara projeler. Yaygin olarak kullanilan g¢ekirdek
fonksiyonlar1 arasinda lineer, polinomial, RBF (Radial Basis Function) ve sigmoid fonksiyonlar1 bulunur. Bu
fonksiyonlar, SVMnin karmagik yapilar1 tanimasina ve smiflar arasindaki ayrimi daha esnek bir sekilde
gerceklestirmesine olanak saglar (Pisner & Schnyer, 2020).

AdaBoost Algoritmast

AdaBoost (Adaptive Boosting), siniflandirma problemleri i¢in gelistirilmis bir topluluk 6grenme (ensemble learning)
algoritmasidir ve temel amaci, bir dizi zayif 6greniciyi birlestirerek giiclii bir siniflandirict olusturmaktir (Schapire,
2013). AdaBoost, iteratif bir siirecle zayif Ogrenicileri egitir ve her iterasyonda, onceki modellerin yanlis
siiflandirdig1 6rneklere daha fazla agirlik verir. Bdylece her yeni model, 6nceki modellerin hatalarini grenerek
bunlar1 minimize etmeye calisir. Bu yaklasim, zay1f 6grenicilerin bir araya getirilmesiyle giiclii bir siniflandirici elde
edilmesini saglar. AdaBoost, genellikle az sayida hiperparametre gerektirmesi ve asirt 6grenmeye karst direngli
olmasiyla one ¢ikar. Ancak, dengesiz veri kiimelerinde performansinda diisiis gézlenebilir (Luo vd., 2024).

DT Algoritmasi

Karar Agaci (DT), gozetimli 6grenme problemlerinde siniflandirma ve regresyon gorevleri i¢in yaygin olarak
kullanilan bir makine 6grenimi algoritmasidir. GB, XGBoost, RF gibi aga¢ tabanli algoritmalarin temelini olusturur.
Karar agaci, veri kiimesindeki 6zelliklerin degerlerine gore bir dizi karar diigimii ve yaprak diigiimii araciligiyla
verileri bolerek tahminler yapar. Bu algoritma, veri kiimesinin yapisini basit ve sezgisel bir sekilde temsil ederken,
ayn1 zamanda yiiksek derecede yorumlanabilir sonuglar saglar. Karar agaci olusturulurken, her bir 6zellik degeriyle
iligkilendirilen bir karar diigiimii olusturulur. Veri kiimesindeki her bir 6zellik, karar agacinin bir digiimiini
olusturacak sekilde sirayla degerlendirilir. Bu degerlendirme, veri kiimesini en iyi sekilde bolmek amaciyla bir bolme
kriteri kullanilarak yapilir (Myles vd., 2004). Genellikle, bolme kriteri olarak bilgi kazanci (information gain) veya
gini index (gini impurity) gibi olgiitler tercih edilir. Karar agaci olusturma siireci, veri kiimesi tamamen boliinene
kadar veya belirli bir aga¢ derinligine ulasilana kadar devam eder. Bu siire¢ sonucunda, agag yapisi ortaya cikar ve
her yaprak digimii bir simif etiketi veya regresyon degeri tahmin eder (Quinlan, 1996). Modelin egitimi
tamamlandiginda, karar agaci tahmin yapmak i¢in kullanilabilir.

RF Algoritmasi

RF, gbzetimli 6grenme alaninda sik¢a kullanilan bir topluluk (ensemble) 6grenme teknigidir. Bu yontem, birden fazla
karar agacinin birlesiminden olusan bir model kullanarak tahminler yapar. Her bir karar agaci, veri kiimesinin rastgele
orneklemleri ve rastgele se¢ilmis 6zellik alt kiimeleri lizerinde egitilir. Bu rastgelelik, her agacin farkli bir alt kiime
izerinde egitilmesini saglar ve genellikle asir1 6grenmeyi (overfitting) onler. Karar agaclar genellikle tamamen
biiyiitiilmez; yani her bir agag, tiim veriyi degil, sadece bir alt kiime veriyi ve bir alt kiime 6zellikleri kullanarak
egitilir. Tahmin yaparken, her bir karar agacinin tahminleri birlestirilir. Bu genellikle siniflar arasinda oylama veya
regresyon problemlerinde ortalama alma yoluyla gerceklestirilir. Boylece, her bir agacin hatalan telafi edilerek
topluluk olarak daha giiglii ve istikrarli bir tahmin elde edilir (Ali vd., 2012, Oshiro vd., 2012).
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DENEYSEL SONUCLAR VE BULGULAR

Onerilen siniflandirma algoritmalarinin performanslari, Dogruluk, Duyarlilik, Ozgﬁllﬁk, Kesinlik, F1-Score ve
Matthews Correlation Coefficient (MCC) olmak iizere alt1 farkli metrikle degerlendirilmektedir. Bu metrikler, Esitlik
(1-6)’da verilen formiillerle hesaplanmaktadir. Bu metriklerin hesaplanmasinda TP, TN, FP ve FN parametreleri
kullanilir. TP, modelin gercekten iyi huylu olarak siniflandirdigi tiimérlerin sayisini ifade eder. TN, modelin
gercekten kotii huylu olarak siniflandirdig: tiimdrlerin sayisini belirtir. FP, modelin gergekten iyi huylu olan ancak
yanlig olarak k&tii huylu olarak siniflandirdigi tiimorlerin sayisim gosterir. FN ise, modelin gergekten kotii huylu olan
ancak yanlis olarak iyi huylu olarak siniflandirdigi tiimorlerin sayisini belirtir.

Dogruluk = ———™% __ Q)
TP+TN+FP+FN
TP
Duyarllik = —— 2
# g TN
Ozgillik = ——— (3)
Kesinlik = —— (@)
TP+FP
_ __ 2xKesinlik x Duyarlilik
F1-—Score = Kesinlik + Duyarlilik (5)
MCC = (TP x TN) — (FP x FN) (6)

J(TP + FP)(TP + FN)(TN + FP) (TN + FN)

Esitlik 6’daki MCC degeri denge ve dogrulugu tek bir sayi ile 6zetleyip, +1 milkemmel siniflandirmayi, 0 rastgele
tahminlemeyi ve -1 tamamen hatali simiflandirmay1 gostermektedir.

Tablo 2’de, XGBoost, GB, SVM, Adaboost, DT ve RF algoritmalarinin siniflandirma performanslari
karsilastirilmaktadir. En yiiksek dogruluk 9%98.13 ile GB algoritmasi tarafindan elde edilirken, XGBoost ve RF
algoritmalart %98.02, SVM %97.90, DT %96.27 ve Adaboost %95.68 dogruluk degerlerine ulagmistir. GB
algoritmasi, %98.61 duyarlilik ve 0.9627 MCC (Matthew’s Correlation Coefficient) degeri ile siniflar arasinda giiclii
bir denge kurarak yiiksek performans sergilemistir. Ozgiilliik degeri ve kesinlik agisindan GB, XGBoost ve SVM
benzer sonuglar verirken, Adaboost’un 6zgiilliikk degerinde diisiik performans sergiledigi dikkat ¢cekmektedir. F1-
Score ve MCC gibi metriklerde elde edilen yiiksek degerler, GB algoritmasinin genel performansa énemli katki
sagladigini gostermektedir.

Tablo 2. Siniflandirma Sonuglart

Model Dogruluk Duyarhlik (%) Ozgiilliik Kesinlik (%0) F1-Score MCC
(%) (%) (%)

XGBoost 98,02 98,39 97,64 97,71 98,05 0,9603
GB 98,13 98,61 97,64 97,71 98,16 0,9627
SVM 97,90 98,38 97,41 97,48 97,93 0,9580
Adaboost 95,68 98,08 93,42 93,36 95,66 0,9148
DT 96,27 95,71 96,86 97,03 96,36 0,9254
RF 98,02 98,08 96,97 97,03 98,03 0,9605

Sekil 3'te yer alan karmagiklik matrisi, en yiiksek dogruluga sahip GB algoritmasinin siniflandirma performansini
detaylandirmaktadir. Yanlis pozitif ve yanlis negatif oranlarinin olduk¢a diisiik oldugu matriste, modelin timdor
tiplerini ayirt etmede basarili oldugu goriilmektedir. Ozellikle diisiik yanls negatif orani, kétii huylu tiimérlerin dogru
sekilde tespit edildigini ve modelin giivenilirligini gostermektedir. Bu sonug, GB algoritmasmin duyarlilik ve
0zgiilliik metriklerindeki ytiksek performansiyla uyumludur.

GB algoritmasina ait ROC egrisi Sekil 4'te verilmistir. AUC degerinin 0.99 olmasi, modelin dogru pozitif ve dogru
negatif tespitlerde basarili oldugunu gostermektedir. Ayrica, bu yiiksek AUC degeri, GB algoritmasinin siniflandirma
islemlerinde dogru ve tutarli sonuglar sagladigini da ortaya koymaktadir.
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Sekil 3. GB Algoritmasina Ait Karmagiklik Matrisi

Receiver Operating Characteristic (ROC) Curve for Gradient Boosting with Selected Features

False Positive Rate

Sekil 4. GB Algoritmasina Ait ROC Egrisi Grafigi

Tablo 3, onerilen yontemin literatiirde ayn1 veri setini kullanan calismalarla karsilastirmasini sunmaktadir. Tabloya
gore, Onerilen ¢aligma, Mishra vd. (2021) ve Zhang vd. (2021) BUSI veri setinde iki smnif (iyi huylu tiimor ve koti
huylu tiimor) iizerinden siniflandirma gergeklestirmektedir. Diger yandan, Liu vd. (2022), Badawy vd. (2021) ve
Eroglu vd. (2021) ¢aligmalarinda normal sinmifi da igeren ii¢ simf iizerinden simflandirma yapilmistir. iki simfli
calismalarda, Mishra vd. (2021) %97.4 ve Zhang vd. (2021) %94.12 dogruluk orani elde etmistir. Ug¢ sinifh
caligmalarda ise Liu vd. (2022) %97.18, Badawy vd. (2021) %96.27 ve Eroglu vd. (2021) %95.6 dogruluk oranlarina
ulagmistir. Onerilen yontem, iki simif (iyi huylu tiimér ve kétii huylu tiimér) kullanarak %98.13 dogruluk orani elde
etmistir. Bu sonug, dnerilen yonteminin hem iki sinifli hem de {i¢ sinifl1 ¢aligmalara kiyasla daha yiiksek dogruluk
degerine ulastigin1 ve boylece klinik uygulamalar icin gegerliligini artirdigim1 gostermektedir. AUC degerleri
incelendiginde, 6nerilen yontemin Eroglu vd. (2021) ¢alismasiyla ayn1t AUC degerine (0.99) ulastig1 goriilmektedir.
Diger calismalara kiyasla elde edilen yiiksek AUC degeri, 6nerilen yontemin sinif sayisinin ikiye indirilmesi ve timor
tiplerine odaklanmasi sayesinde saglanmistir; boylece siniflandirmada yanlis pozitif orani azaltilmigtir. Bu durum,
dogru teshis ve tedavi planlamasi agisindan 6nemli bir avantaj sunmaktadir.

SONUCLAR VE TARTISMA

Meme kanseri, diinya genelinde kadinlar arasinda en sik rastlanan kanser tiirlerinden biri olup, erken teshis yasam
siiresi ve yasam kalitesini dnemli Ol¢lide artirmaktadir. Ancak, meme kanserinin erken evrelerde tespiti, belirtilerin
genellikle belirgin olmamasi ve yanlis pozitif ya da yanlis negatif sonuglarin yayginligi nedeniyle zorlu bir siiregtir.

Bu calismada, literatiirdeki bir¢ok caligmadan farkli olarak, yalnizca meme ultrason goriintiilerinde yer alan iyi huylu
ve kotil huylu tiimorlerin siniflandirilmasina odaklanilmigtir. Bu sayede tani siirecinin hassasiyeti artirilarak, tedavi
planlamalarinda daha net ve kesin sonuglar elde edilmesi amaglanmaktadir. Calismada kullanilan BUSI veri setindeki
smif dengesizligini gidermek i¢in aynalama teknigi uygulanmistir. Her bir gorlintiiden 123 radyomik o6zellik
¢ikarilmig ve bu 6zelliklerin siniflama iizerindeki etkilerini degerlendirmek i¢in 6nem skoru ve korelasyon analizi
gibi yontemler kullanilmigtir. Analiz sonucunda, 123 06zellik arasindan en anlamli 40 G&zellik secilmistir.
Smiflandirma asamasinda, 6 farkli makine 6grenmesi algoritmasi degerlendirilmis ve GB algoritmasi en yiiksek
dogruluk oranmi olan %98.13’ii saglamistir. Bu bulgular, radyomik 6zelliklerin ve makine dgrenimi tekniklerinin
meme kanseri teshis ve siniflandirma siireglerinde 6nemli bir potansiyele sahip oldugunu ortaya koymaktadir.
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Tablo 3. Onerilen Yontemin Literatiirdeki Baz1 Calismalarla Karsilastirilmasi

Calisma Veri Seti Siif Sayisi Onerilen Dogruluk AUC
Yontem (%)
Mishra vd. (2021) BUSI 2 (iyi huylu Radyomik 97,4 0,962
tiimor, koti Ozellik Secimi
huylu tiimor) + Adaboost
Liu vd. (2022) BUSI 3 (iyi huylu Iteratif 97,18 -
tiimor, kotii komsuluk
huylu tiimor, bileseni analizi
normal) (INCA) + CNN
Badawy vd. (2021) BUSI 3 (iyi huylu Resnet101 96,27 -
tiimor, koti
huylu tiimér,
normal)
Eroglu vd. (2021) BUSI 3 (iyi huylu CNN + SVM 95,6 0,99
timor, koti
huylu tiimér,
normal)
Zhang vd. (2021) BUSI 2 (iyi huylu Yumusak ve 94,12 0,9628
tiimdr, koti sert dikkat ¢oklu
huylu tiimér) gorev grenme
modeli
Bu ¢calisma BUSI 2 (iyi huylu Radyomik 98,13 0,99
tiimor, kotii Ozellik Se¢imi
huylu tiimor) + GB

Gelecekteki aragtirmalarda, daha biiyiik ve ¢esitli veri setlerinin kullanimi, modelin farkli timor tiplerini daha etkili
bir sekilde siniflandirmasini ve genel performansini artirmasini saglayabilir. Ayrica, gelismis 6zellik se¢imi ve boyut
indirgeme yontemlerinin uygulanmasi, modelin dogrulugunu ve hesaplama verimliligini iyilestirebilir. Diger makine
O0grenmesi yontemlerinin ve hibrit yaklasimlarin degerlendirilmesi de mevcut sonuglarin daha da gelistirilmesine
katkida bulunabilir. Y-ekseni boyunca aynalama teknigi, veri dengesizligini gidermede etkili bir yontem olmasina
ragmen, yalnizca mevcut goriintiilerin simetrik versiyonlarini iirettigi ig¢in veri c¢esitliligini artirma kapasitesi
kisithidir. Bu sinirlamalar1 agmak ve modelin genelleme yetenegini artirmak amaciyla, dengesiz veri setlerinde daha
etkili ¢ozlimler sunabilen gelismis veri artirma teknikleri, 0rnegin Generative Adversarial Networks (GAN),
kullanilabilir.
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