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ÖZET 

Elektromiyografi (EMG) sinyalleri ile el/parmak hareketi tanıma sistemleri, insan – bilgisayara etkileşimi, sanal 

gerçeklik ve protezler gibi alanlarda önemli bir yere sahiptir. Son yıllarda, EMG sinyalleri ile el/parmak hareketi 

tanıma için çeşitli derin öğrenme yöntemleri geliştirilmiştir. Bu çalışmada, NinaPRO DB1 veri setinden alınan 10 

kanallı EMG cihazı ile 10 farklı kişiden beş parmak hareketini içeren biyoelektrik sinyaller kullanılmıştır. Veriler 

500 ms uzunluğunda pencerelere bölünerek %70 oranında kayan pencere yöntemi kullanılmıştır. El/parmak 

sınıflandırma için Evrişimli Sinir Ağları (CNN) ve Uzun Kısa Dönem Hafıza (LSTM) derin öğrenme yöntemleri 

kullanılmıştır. Geliştirilen modellerin performansını değerlendirmek için Doğruluk, Kesinlik, Duyarlılık ve F-skor 

istatistiksel parametreleri kullanılmıştır. Geliştirilen CNN ve LSTM ile modeller 40 defa tekrar edilerek istatistiksel 

parametreler elde edilmiştir. Sonuç olarak CNN model ile geliştirilen sistemde; doğruluk %100, Kesinlik %100, 

Duyarlılık %100 ve F-skor %100 en iyi sınıflandırma değerleri ile üstün performansa sahip olduğunu göstermiştir. 

LSTM modeli ile de doğruluk %99, Kesinlik %98, Duyarlılık %98 ve F-skor %98 sınıflandırma metrikleri elde 

edilmiştir. Bu çalışmada sunulan derin öğrenme modeli, EMG sinyalleri ile el/parmak hareketi tanıma veya 

sınıflandırmada güçlü potansiyel ve etkinliğini açıklamaktadır. 

Anahtar Kelimeler: EMG, derin öğrenme, el/parmak hareketi tanıma.  

ABSTRACT 

Electromyography(EMG) signals and hand/finger gesture recognition systems have an important place in fields such 

as human-computer interaction, virtual reality and prostheses. In recent years, various deep learning methods have 

been developed for hand/finger gesture recognition with EMG signals. In this study, bioelectric signals containing 

five finger gesture from 10 different people were used with a 10-channel EMG device obtained from the NinaPRO 

DB1 dataset. The data was divided into 500 ms long windows and the sliding window method was used at a rate of 

70%. Convolutional Neural Networks (CNN) and Long Short-Term Memory (LSTM) deep learning methods were 

used for hand/finger gesture classification. Accuracy, Precision, Sensitivity and F-score statistical parameters were 

used to evaluate the performance of the developed models. The developed CNN and LSTM models were repeated 

40 times and statistical parameters were obtained. As a result, the system developed with the CNN model showed 

superior performance with the best classification values of 100% accuracy, 100% precision, 100% sensitivity and 

100% F-score. With the LSTM model, 99% accuracy, 98% precision, 98% sensitivity and 98% F-score classification 

metrics were obtained. The deep learning model presented in this study explains its strong potential and effectiveness 

in hand/finger gesture recognition or classification with EMG signals. 

Keywords: EMG, deep learning, hand/finger gesture recognition  
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GİRİŞ 

El hareketi tanıma sistemleri, esas olarak insan – bilgisayar etkileşim sistemlerine duyulan ihtiyaç nedeniyle son 

yıllarda büyük ölçüde gelişim göstermektedir (Toro-Ossaba et al., 2022). El/parmak tanıma sistemleri, önceden 

tanımlanmış bir dizi hareket arasından belirli bir el hareketi sınıfının tanınması ve hareketin gerçekleştirildiği tam 

anın belirlenmesini içerir (Benalcazar et al., 2018). El/parmak tanıma sistemlerinin biyonik, protez el/kol kontrol 

edilebilmesi, 3boyutlu animasyonlar, video oyunları, işaret dili tanıma ve tıp dahil olmak üzere geniş uygulama 

alanları bulunmaktadır (Saggio et al., 2020; W. T. Shi et al., 2018). Elektromiyografi (EMG) sinyalleri kullanılarak 

El/parmak hareketlerine yönelik uygulamalar geliştirilebilir. EMG kayıtları kasların kasılmasıyla üretilen elektrik 

sinyalleridir. Bu sinyaller, incelenmek istenen kas dokusuna doğrudan bir iğneyle (invazif) veya deri yüzeyine küçük 

elektrotlar yerleştirilerek (invazif olmayan) kaydedilir (Hahne et al., 2016). Yüzey elektromiyografisi (sEMG) gibi 

invazif olmayan yöntemler genel kullanım için daha pratiktir. sEMG kas aktivasyonunun yoğunluğu ve süresi 

hakkında bilgi sağlayan biyoelektrik sinyallerdir (Barona López et al., 2024). 

 

El/parmak hareketi tanıma, insan – bilgisayar etkileşimi sistemlerinde yaygın olarak kullanılan bir tekniktir. Çok 

sayıda çalışma parmak hareketleri tanımanın yüksek sınıflandırma doğruluğuna ulaşmak için farklı modeller 

oluşturmuştur. El/parmak hareketi tanıma modelinin yapısı temel olarak 4 aşamadan meydana gelir: Veri toplama, 

ön işleme, özellik çıkarma ve sınıflandırma. Veri toplama aşamasında, atalet ölçüm sistemleri, sensör eldivenleri ve 

EMG kullanılmaktadır (Benalcázar et al., 2020; Pallotti et al., 2021). Ön işleme aşaması sinyali düzenleme ve 

filtreleme gibi tekniklerden oluşmaktadır. Özellik çıkarma aşamasında yaygın olarak Ortalama mutlak değer (MAV) 

Ortalama karekök (RMS), Standart sapma (SD) gibi yöntemler (X. Chen et al., 2021)ve ayrıca Evrişimli Sinir Ağları 

(CNN) gibi otomatik özellik çıkarım yöntemleri kullanılır. Sınıflandırma aşamasında makine öğrenme 

algoritmalarından k-En yakın komşu (kNN)(Elsayed et al., 2017), Destek vektör Makineleri (SVM)(Günay & Alkan, 

2010; Miron et al., 2019), Rastgele Orman (RF)(Bargellesi et al., 2019) ve İleri beslemeli yapay sinir ağları 

(ANN)(Özerdem & Bamwenda, 2019) yaygın olarak kullanılmaktadır. 

 

El/parmak hareketi tanıma problemleri genellikle iki şekilde analiz edilmektedir. Genel modeller ve kullanıcıya özel 

(bireysel) modeller. Genel bir model birden fazla gönüllüden alınan veriler ile eğitilir ve herhangi bir kişiden alınan 

örnekleri tanıyacak şekilde model geliştirilir. Bireysel modeller ise belirli bir kişiden alınan veriler ile eğitilir ve 

yalnızca o kişiden alınan örnekler işleyebilir. Bireysel modeller için %90-95 doğruluk elde ediliyorken, genel 

modeller için %80-85 arası doğruluk elde edilmektedir (Barona López et al., 2024).  

 

Son yıllarda ileri yapay zeka teknolojisinin gelişmesiyle birlikte, derin öğrenme teknikleri ile el hareketi tanıma ilgili 

alanlarda araştırmaların odak noktası haline gelmiştir. Geleneksel makine öğrenme algoritmalarıyla 

karşılaştırıldığında, derin öğrenme yöntemlerinin büyük veri kümeleri üzerinde daha güçlü öğrenme yeteneği vardır. 

Bu da bir çok sınıflandırma algoritmalarına karşı üstünlüğünü kanıtlamıştır (H. Shi et al., 2024). Lin et al. (Lin et al., 

2022) 12 parmak hareketini 10 farklı kişi ile sınıflandırma yapmıştır. CNN yöntemi ile %74,34 başarı oranını elde 

etmiştir. Özdemir ve ark.(Ozdemir et al., 2020) El hareketlerinin sınıflandırması için ResNet mimarisini temel alan 

50 katmanlı bir CNN mimarisi kullanmışlardır. Kısa Zamanlı Fourier Dönüşümü (STFT) ile yapılan EMG 

sinyallerinin renkli spektrogramları derin öğrenme modelinde eğitmişlerdir. Karnam ve ark.(Karnam et al., 2022) 

NinnaPRO DB1 veri setini kullanarak CNN ve Bidirectional-LSTM yöntemlerini kullanarak hibrit EMGHandNet 

modelini geliştirmiştir. Farklı giriş veri uzunluğu kullanarak sınıflandırma işlemi yapmıştır. 20 ms, 250 ms ve 500 

ms giriş veri uzunluklarında en yüksek sınıflandırma başarımı olan %91.76 doğruluğu elde etmiştir. Shanmuganathan 

ve ark. (Shanmuganathan et al., 2020) EMG sinyallerini kullanarak el hareketi tanıma için R-CNN ve Dalgacık 

özelliği çıkarma yöntemi önermişlerdir. Geliştirdikleri model ile %96,48 doğruluk elde etmişlerdir. Çalışmalarında 

kullanılan veri kümesi, dört farklı el hareketini gerçekleştiren on denekten oluşmaktadır. Tuncer ve ark. (Tuncer & 

Alkan, 2022) Üst ekstremite protezlerinin işlevselliğini ve kontrol kolaylığını iyileştirmek amacıyla EMG sinyallerini 

dört farklı derin öğrenme yöntemleri ile analiz etmişlerdir. 

 

Önerilen çalışmanın önemli katkıları şunlardır: 

1. Günlük hayatta en pratik kullanılan beş parmak hareketinin sınıflandırılmasında CNN ve LSTM yöntemleri 

kullanılmıştır. 

2. EMG sinyallerinin özellik çıkarımı yerine ham EMG sinyalleri değerlendirtilmiştir. 

3. Sınıflandırma başarısının değerlendirilmesi için farklı yöntemler kullanılarak karşılaştırılmıştır. 

4. Elde edilen sonuçlar ile önerilen derin öğrenme yöntemlerinin EMG sinyallerinin sınıflandırma performansının 

başarısını göstermektedir. 
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METERYAL VE YÖNTEMLER 

Bu çalışmada, NinaPRO DB1 veri setinde günlük hayatta çok kullanılan beş parmak hareketi seçilerek el/parmak 

hareketleri sınıflandırma mimarisi geliştirildi. 500 ms uzunluğundaki veriler, kayan pencere yöntemi ile %70 

oranında (150 ms uzunluğunda) örtüştürerek özellikler elde edildi. Derin öğrenme algoritmalarından CNN ve LSTM 

modelleri kullanılarak sınıflandırma işlemi yapıldı. Geliştirilen modelin eğitim mimarisi Şekil.1’de gösterilmektedir. 

 

 
Şekil 1. Geliştirilen Model Mimarisi 

 

Veri Seti (Dataset) 

Bu çalışmada kullanılan el hareketlerinin sEMG sinyalleri, ücretsiz olarak temin edilebilen halka açık NinaPRO DB1 

veri setinden alınmıştır. Veriler 10 tane Otto Bock MyBock 13E200 sEMG elektrotları kullanarak kaydedilmiştir. 

sEMG sinyalleri, Radyohumeral eklem yüksekliğinde ön kol çevresinde eşit aralıklarla yerleştirilmiş 8 elektrot ve 

felsor ve ekstansör kaslarına yerleştirilen 2 elektrot ile kaydedilmiştir. NinaPRO DB1 veri seti 27 denek tarafından 

gerçekleştirilen 52 farklı el hareketinden oluşmaktadır. Her hareket 10 defa tekrar içermektedir (Atzori et al., 2014).  

 

NinaPRO DB1 veri setinden, günlük hayatta en pratik kullanılan beş parmak hareketini seçtik (Şekil 2). Bu 

hareketleri yapan 10 kişinin sEMG sinyallerini analiz ettik. Seçilen grup, boyları 169 cm – 187 cm, ağırlıkları 58 kg 

– 75 kg ve yaşları 23 – 32 arasında değişen 3 kadın ve 7 erkek gönüllüden oluşmaktadır. Gönüllülerin yapılması 

istenen parmak hareketleri Şekil 2’de gösterilmektedir.  

 

10 gönüllüden alınan veriler, %70 eğitim, %20 doğrulama ve %10 test oranında ayrıldı. Her bir gönüllünün verileri 

ayrı ayrı analiz edildi.  
 

     
Şekil 2. Çalışmada Kullanılan El Hareketleri 

 

Evrişimli Sinir Ağları (Convolutional Neural Network – CNN) 

Evrişimli Sinir Ağları (CNN), verilerde özellik çıkarma için etkili bir araçtır. CNN örüntü sınıflandırması, görüntü 

işleme, ses işleme ve model tanıma gibi birçok alanda yaygın olarak kullanılmaktadır (H. Wang et al., 2017). CNN 

öğrenme yoluyla kendini optimize eden nöronlardan oluşmaları bakımından geleneksel ANN benzerler. ANN 

temelinde olduğu gibi her nöron bir girdi değeri alarak işlemler gerçekleştirmektedir. CNN en büyük farklılıklarından 

biri, içindeki katmanların üç boyutta (height, width and depth) organize edilmiş nöronlardan oluşmasıdır (Gursoy, 

2024; O’Shea & Nash, 2015). Bir CNN modeli genel olarak evrişim katmanı (Convolution Layer), havuzlama 

katmanı (Pooling Layer) ve tam bağlantılı katman (Fully Connected Layer) olmak üzere üç ana katmandan meydana 
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gelmektedir. (i) Evrişim Katmanı: CNN modelinin çekirdeğini oluşturmaktadır. Ana hesaplama işlemleri bu bölümde 

gerçekleşmektedir. Evrişim katmanının temel görevi giriş verilerinden öznitelikleri belirmektir. Evrişim katmanında 

nöronlar arasında bir bağlantı yoktur. Farklı katmanlardaki nöronlar, ağırlık paylaşımı tekniği ile lokal olarak 

birbirlerine bağlanır. (ii) Havuzlama Katmanı: Model oluşturulurken genellikle evrişim katmanından sonra 

havuzlama katmanı kullanılır. Bu katmanın ana amacı hesaplama maliyetini azaltmak ve evrişim katmanının özellik 

vektörünün boyutunu azaltmaktır. (iii) Tam Bağlantılı katman: Bu katman nöronlar ile birlikte ağırlıklardan oluşur. 

Nöronları farklı iki katmana bağlamak için kullanılır. Genellikle oluşturulan modelin son katmanları Tam Bağlantılı 

katmanlardan oluşur (Y. Chen et al., 2023; Gürsoy & Alkan, 2022). 

 

Bu çalışmada NinaPRO DB1 veri seti ile CNN mimarisi geliştirilmiştir. Bu mimaride giriş verileri 500 ms (50 veri) 

boyutunda belirlenmiştir. 4 tane evrişim katmanı ve 3 tam bağlantılı katmandan oluşan bir mimari geliştirilmiştir. 

Çıkış katmanında 5 parmak hareketini sınıflandıran katman oluşturulmuştur. CNN mimarisi Şekil 3’de 

gösterilmektedir. 

 

 
 

Şekil 3. CNN Mimarisi 
 

Uzun Kısa-Dönem Hafıza (Long Short-Term Memory – LSTM) 

Uzun Kısa Süreli Hafıza (LSTM) Hochreiter ve Schmindhuber tarafından 1990 yıllarının sonunda geliştirilen sıralı 

verilerin modellenmesi için uygulanan Tekrarlayan Sinir Ağları (Recurrent Neural Network -RNN) yaklaşımının 

özel bir türüdür (Hochreiter & Schmindhuber, 1997). Genellikle uzun vadeli bağımlılık gerektiren öğrenme için 

kullanılır. LSTM modeli hemen önceki veriler ile değil aynı zamanda geçmiş verileri de dikkate alarak gelecekteki 

verileri tahmin etmeye olanak tanır. Literatürde, son zamanlarda karmaşık veri kümelerinde LSTM birimlerinin daha 

iyi performans sergilediği görülmektedir (Abdelaziz et al., 2024; Toro-Ossaba et al., 2022; L. Wang et al., 2023; 

Zhang et al., 2024). Sürekli insan hareketlerinden elde edilen verilerin işlenmesinde zamansal sıra önemlidir (Garcia-

Vellisca et al., 2021). Bu zamansal sırayı göz önünde bulundurarak veri sınıflandırma ve tahmin için LSTM çeşitli 

çalışmalarda iyi sonuçlar göstermiştir (Li et al., 2020). 

 

LSTM mimarisi ile geliştirilen model Şekil 4’de gösterilmektedir. Bu mimaride giriş katmanı 50 örnek (500 ms) 

uzunluğunda verileri 10 tekrar ile (50 x 10) şeklinde belirlendi. Modelde ilk olarak 400 nörondan oluşan tam 

bağlantılı katman belirlendi. Sonradan iki tane 1000 LSTM bloğundan oluşan LSTM – 1 ve 2 katmanları oluşturuldu. 

Çıkış katmanı ise softmax fonksiyonunu kullanarak 5 parmak hareketini sınıflandıran birimden meydana geldi.  

 

 
Şekil 4. LSTM Mimarisi 
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Performans Kriterleri 

Sınıflandırma problemlerinde geliştirilen modelin başarısı, doğru olarak belirlenen sınıf verileri ile yanlış olarak 

belirlenen sınıf verilerinin sayıları karşılaştırılarak belirlenmektedir. Karışıklık matrisi (Confusion Matrix) (Tablo-1) 

kullanılarak geliştirilen modelin doğruluk, hassasiyet, duyarlılık ve F1 skor değerleri ile hesaplanabilir. 

 

Tablo 1. Karışıklık Matrisi 
 Doğru Yanlış 

Doğru 
Doğru Pozitif 

(DP) 

Yanlış Pozitif 

(YP) 

Yanlış 
Yanlış Negatif 

(YN) 

Doğru Negatif 

(DN) 

 

Doğruluk, doğru sınıflandırılan örnek sayısının toplam örnek sayısına oranı şeklinde hesaplanmaktadır (Denklem-

1).(Icel et al., 2019) Kesinlik, doğru pozitif değerlerin, sınıflandırılan pozitif değerlere oranıdır (Denklem-2). 

Duyarlılık, geliştirilen model sonucunda elde edilen doğru sınıflandırılmış örnek sayısının, pozitif örnek sayısına 

oranıdır (Denklem -3). F-Skor, duyarlılık ve kesinlik değerlerinin harmonik ortalamasıdır (Denklem -4). Bazen 

modellerin başarımı değerlendirilirken tek başına Kesinlik veya Duyarlılık değerlendirilmesi eksik olabilmektedir. 

Bunun için F-skor parametresi literatürde sıklıkla kullanılmaktadır (Gursoy, 2024). 

 

𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =  
𝐷𝑃+𝐷𝑁

𝐷𝑃+𝐷𝑁+𝑌𝑃+𝑌𝑁
                                                                                                                                                 (1) 

 

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘 =  
𝐷𝑃

𝐷𝑃+𝑌𝑃
                                                                                                                                                                           (2) 

 

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 =  
𝐷𝑃

𝐷𝑃+𝑌𝑁
                                                                                                                                                                    (3) 

 

𝐹 − 𝑠𝑘𝑜𝑟 =  2 𝑥 
𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 𝑥 𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘+𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘
                                                                                                                                             (4) 

 

BULGULAR VE SONUÇLAR 

Bu bölümde önerilen sınıflandırma modellerinin değerlendirilmesinde elde edilen sonuçlar sunulmaktadır. Analizler 

derin öğrenme algoritmalarından CNN ve LSTM modelleri ile analiz edilmiştir. Bu çalışmada geliştirilen modeller 

Python programlama dili kullanılarak gerçekleştirilmiştir. Derin öğrenme araçları olarak TensorFlow ve Keras 

kütüphaneleri kullanılmıştır. Önerilen modeller Windows 11 işletim sistemi ile IntelCore i7 2,2 GHz mikroişlemci 

ve 32 GB RAM özellikli bilgisayarda geliştirilmiştir. 

 

Sinyal Ön İşleme  

NinaPRO DB1 veri setinde veriler kaydedilirken elektrotların amplifikasyon kazancı yaklaşık 14.000 alarak 

ayarlandı. sEMG sinyalleri bant geçiren filtre ve Kök Ortalama Kare (RMS) ile düzeltilmiş versiyonunu sağlayan 10 

tane MyoBock elektrot kullanılarak kaydedildi (Atzori et al., 2014). Veri kümesindeki kişilerin her bir hareketine 

ilişkin veriler %70 eğitim, %20 doğrulama ve %10 test olarak bölündü (Dobbin & Simon, 2011). Veri kümesinde 

her bir hareketin 10 tekrarı vardı, dolayısıyla 1.,3.,5.,6.,8.,9. ve 10. tekrarları eğitim için, 2. ve 4. tekrarları doğrulama 

için ve 7. Tekrarı ise test için kullanıldı.  

 

EMG sinyallerinin sınıflandırma algoritmasından önce, verilerin boyutlarının düzenlenmesi gerekir. Kayan pencere 

tekniği, bir veri kümesi üzerinde yineleme yapılmasına yönelik bir yöntemdir. Verileri sabit boyuttaki örtüşen 

pencerelere bölmeyi ve her pencereyi bağımsız olarak işlemeyi içerir. Bu çalışmada sEMG sinyalleri 50 veri (500 

ms) uzunluğunda pencerelere ayrıldı. Örtüşme değeri %70 (15 örnek – 150 ms) olarak seçildi (Şekil 5). 
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Şekil 5. sEMG Sinyallerinin Kayan Pencere 

 

Sınıflandırma 

NinaPRO DB1 veri seti kullanılarak 10 kişiden 5 parmak hareketi yapılması sonucunda elde edilen sEMG sinyalleri 

kullanılarak derin öğrenme algoritmalarından CNN ve LSTM yöntemleri ile sınıflandırma modeli geliştirilmiştir. 

Kişiler, her parmak hareketini 10 tekrar yaparak elde edilen sonuçlar kaydedilmiştir. Beş farklı sınıfa ait parmak 

hareketleri modellerde sınıflandırma sonucunda doğruluk, kesinlik, duyarlılık ve F-skor değerleri ile her iki modelin 

performansı belirlenmiştir. Geliştirilen CNN ve LSTM modellerinde karakteristik parametreleri Tablo 2 de 

gösterilmektedir. 
 

Tablo 2. CNN - LSTM Modellerinin Karakteristik Parametreleri 

Parametreler 
Değer 

CNN LSTM 

Input size 50 x 1 50 x 10 

Epoc 200 100 

Batch Size 72 32 

Optimizer Function Adam Adam 

Activation Function Softmax Softmax 

Class 5 5 

 

10 farklı kişinin 5 parmak hareketi ve 10 tekrardan oluşan veri seti geliştirilen CNN ve LSTM algoritmaları 

kullanılarak sınıflandırılmıştır. Sınıflandırma aşamasında, her bir algoritma 40 defa tekrar edilmiştir. CNN 

algoritması ile geliştirilen modelde giriş olarak 500 ms uzunluğunda 50 veriden oluşan vektör kullanılmıştır. 

Algoritma 200 epoc ile eğitilmiştir. CNN algoritmasının eğitim doğruluk (Accuracy) ve kayıp (Loss) fonksiyon 

grafiği Şekil 6(a)’ da gösterilmektedir. LSTM algoritması ile geliştirilen modelde 100 epoc kullanılarak model 

eğitilmiştir. Modele ait eğitim ve kayıp fonksiyonu Şekil 6(b) de gösterilmektedir. Şekil 6(a) ve (b) görüldüğü gibi 

model eğitim performansında uygun epoc değeri ile yaklaşık %100 başarı oranına ulaşılmıştır. 
 

 
Şekil 6. Eğitim Doğruluk (Accuracy) ve Kayıp ( Loss) Fonksiyonları (a) CNN Model, (b) LSTM Model 

 

CNN ve LSTM modelleri eğitim ve test işlemlerinden sonra elde edilen Doğruluk, Kesinlik, Duyarlılık ve F-skor 

istatistik parametreleri Tablo 3 de gösterilmektedir. Geliştirilen modellerde 10 kişiye ait istatistik parametreler 

kişilerin sEMG sinyal özelliklerinden dolayı bazı kişilerde CNN daha üstün sonuç verirken bazı kişilerde LSTM 

yöntemi daha üstün sonuç verdiği görülmektedir. Örneğin S7 kişisinin CNN algoritması ile Ortalama %99 doğru 
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sınıflandırma elde ediliyorken aynı kişinin LSTM ile ortalama %95 doğru sınıflandırdığı görülmektedir. S10 kişisi 

için de LSTM yöntemi ortalama %96 doğru sınıflandırırken CNN yöntemi ortalama %94 doğru sınıflandırdığı 

görülmektedir. Genel olarak ortalama başarı oranları arasında büyük fark olmadığı görülmektedir. Derin öğrenme 

mimarisinin el/parmak hareketi sınıflandırma problemlerinde yüksek başarı elde ettiği görülmektedir. 

CNN ve LSTM modelleri ile geliştirilen algoritmalarda 10 gönüllünün yaptığı 5 parmak hareketi sınıflandırmasında 

yüksek doğruluk elde edildiği görülmektedir. Her iki algoritma ile yapılan 40 tekrarlı uygulama sonucunda 

modellerin doğruluk değerleri Şekil 7’de grafikte gösterilmektedir. 

 

Tablo 3. CNN ve LSTM Modellerinin İstatistiksel Sonuçları 

Yöntem Kişi 

Doğruluk  

(Accuracy) 

Kesinlik 

(Precision) 

Duyarlılık 

(Recall) 

F- Skor 

(F – Score) 

Min Max Ort. Min Max Ort. Min Max Ort. Min Max Ort. 

CNN 

S1 0,88 0,95 0,92 0,86 0,96 0,92 0,87 0,94 0,91 0,86 0,94 0,91 

S2 0,85 0,95 0,92 0,86 0,95 0,91 0,84 0,94 0,91 0,84 0,94 0,91 

S3 0,90 0,99 0,94 0,90 0,98 0,94 0,89 0,98 0,93 0,89 0,98 0,93 

S4 0,74 0,89 0,83 0,76 0,90 0,85 0,73 0,88 0,82 0,73 0,88 0,82 

S5 0,86 0,97 0,92 0,86 0,96 0,91 0,85 0,96 0,91 0,85 0,96 0,91 

S6 0,92 0,98 0,94 0,92 0,97 0,94 0,91 0,97 0,93 0,91 0,97 0,93 

S7 0,95 1,00 0,99 0,94 1,00 0,98 0,94 1,00 0,98 0,94 1,00 0,98 

S8 0,80 0,89 0,83 0,80 0,90 0,87 0,79 0,88 0,82 0,75 0,87 0,80 

S9 0,86 0,96 0,90 0,86 0,95 0,90 0,85 0,95 0,89 0,84 0,95 0,89 

S10 0,90 0,97 0,94 0,92 0,97 0,95 0,89 0,96 0,93 0,89 0,96 0,93 

LSTM 

S1 0,88 0,96 0,94 0,90 0,96 0,94 0,87 0,95 0,93 0,87 0,95 0,93 

S2 0,93 0,98 0,95 0,92 0,98 0,95 0,92 0,97 0,94 0,92 0,97 0,94 

S3 0,81 0,96 0,91 0,84 0,95 0,91 0,80 0,95 0,90 0,80 0,95 0,89 

S4 0,80 0,91 0,86 0,81 0,91 0,87 0,79 0,90 0,85 0,79 0,90 0,86 

S5 0,79 0,97 0,91 0,80 0,96 0,91 0,78 0,96 0,90 0,78 0,96 0,90 

S6 0,91 0,97 0,94 0,90 0,96 0,94 0,90 0,96 0,93 0,89 0,96 0,93 

S7 0,91 0,97 0,95 0,97 0,98 0,98 0,97 0,98 0,98 0,97 0,98 0,98 

S8 0,76 0,85 0,81 0,76 0,88 0,83 0,74 0,83 0,79 0,72 0,81 0,77 

S9 0,76 0,88 0,83 0,77 0,88 0,83 0,75 0,87 0,82 0,73 0,87 0,82 

S10 0,93 0,99 0,96 0,94 0,98 0,96 0,92 0,98 0,95 0,92 0,98 0,95 

 

 

 
Şekil 7. Geliştirilen Modellerin Doğruluk Oranları (a) CNN Model (b) LSTM Model 

 

Geliştirilen modellerin karışıklık matrisi Şekil 8(a) ve (b)’de gösterilmektedir. CNN ve LSTM modeller ile 

geliştirilen algoritmalarda sınıflandırma başarısı en yüksek modellerin karışıklık matrisi gösterilmiştir. Bu matriste 

CNN yöntemi ile test işleminde %100 başarı elde edilirken, LSTM yöntemi ile %99 başarı elde edildiği 

görülmektedir.  
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Şekil 8. Sınıflandırma Karışıklık Matrisleri (a) CNN Model (b) LSTM Model 

 

TARTIŞMA 

İnsan – bilgisayar etkileşimi çalışmalarında el/parmak hareketi tanıma/sınıflandırma çalışmaları literatürde yoğun bir 

şekilde yapılmaktadır. Video oyunu, işaret dili tanıma gibi uygulamalarda önemli katkı sağlayacaktır. Bu çalışmada, 

halka açık NinaPRO DB1 veriseti kullanılarak beş farklı parmak hareketlerinin sınıflandırılması amaçlanmıştır. Derin 

öğrenme algoritmalarından CNN ve LSTM sinir ağı modelleri geliştirilerek performansları değerlendirilmiş ve 

karşılaştırılmıştır. Her bir kişi için ayrı ayrı sınıflandırma işlemi yapılmıştır. Geliştirilen modeller 40 defa tekrar 

ederek doğruluk sonuçları bulunmuştur. CNN modeli ile ortalama doğruluk %83 - %99 arasında elde edilmiştir. 

LSTM yönteminde ise %81 - %96 arasında ortalama doğruluk değerleri elde edilmiştir. Geliştirilen mimarilerde her 

iki derin öğrenme algoritmalında da yüksek sonuçlar elde edilmiştir. Ayrıca model geliştirilirken maksimum başarı 

oranlarında %99-100 değerine ulaşılabildiği görülmüştür. Modelin 40 defa tekrarı sonucu ortalama doğruluk oranları 

elde edilmiştir. Genel olarak ortalama doğruluk oranının yükseltilebilmesi için modelin tekrar sayısı arttırılabilir. 

 

Genel olarak elde edilen sonuçlar ile insan – bilgisayar etkileşimi sisteminin geliştirilmesine katkı sağlayacağını 

göstermektedir. Bu çalışmada kullanılan 5 parmak hareketi tanıma sistemi yeteneği daha fazla el/parmak hareketi 

tanıyabilecek modellere öncülük edeceği düşünülmektedir. Önerilen çalışma 5 parmak hareketini kapsadığı için veri 

miktarı kısıtlıdır. EMG sinyallerinin incelenmesinde genelleme yapabilmek için daha büyük verilere ihtiyaç 

duyulmaktadır. 

 

Bu çalışmada, EMG tabanlı ampute çözümlerin sağlamlığını ve güvenilirliğini belirlemek için, sınıflandırıcıların 

farklı el/parmak hareketlerinin genelleştirilmesine ilişkin daha ileri analizler geliştirilmesine omurga görevi görebilir. 

Ayrıca çözümlerin güvenilirliği açısından gerçek zamanlı sınıflandırmanın sağlanması amacıyla ayrıntılı bir çalışma 

yapılabilir.  
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