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Oz: Goriintii isleme yontemleri kullanilarak duragan gériintiilerin analizleri gergeklestirilebilir ve séz konusu goriintiilerden
anlaml bilgiler ¢ikarilabilir. Tespit ve tanima sonrasinda takip edilecek olan nesnenin degisken bir ortam iginde bulunmasi
zorlastirict unsurlardan birisidir. Bunun gibi zorlagtirici unsurlarla baga ¢ikabilmek ve nesne takibini basariyla
gerceklestirebilmek igin farkli yontemler gelistirilmistir. Askeri uygulamalarda yaygin olarak kullanilan elektro-optik algilayic
sistemleri hareketli ve sabit hedeflerin belirlenmesini saglamaktadir. Son yillarda yapay zeka tabanli bilesenlerle giiglendirilen
bu sistemler hem daha hizli hem de daha kesin hedef tespiti yapmay1 saglamaktadir. Ote yandan, derin 6grenme algoritmalar
yapay zeka alaninda bir devrim yaratmigtir. Derin 6grenme algoritmalarmin goriintii islemede kullanilmasi olduk¢a basarilt
sonuglar alinmasini ve karmagik goriintii isleme problemlerinin kolaylikla ¢6ziime kavusturulabilmesini saglamaktadir. Bu
caligmada derin d6grenme ile hareketli nesne tanima ve takibi i¢in Google’n agik kaynak kodlu makine 6grenmesi kiitiiphanesi
olan TensorFlow kullanilmistir. Nesne takibi igin Region Based Convolutional Networks kiitiiphanesinden Faster R-CNN
modeli ele alinmustir. Bu kiitiiphaneler ile duragan goriintiiler, video goriintiileri ve webcam goriintiileri izerinde nesne tanima
islemi gergeklestirilmis ve incelenen kiitiiphanelerin giiglii ve zayif yonleri ortaya konmustur.

Anahtar kelimeler: Nesne tanima, nesne takibi, Faster R-CNN, goriintii isleme, derin 6grenme.
Recognition and Tracking of Objects in Pictures and Videos Using Deep Learning

Abstract: Analysis of still images using image processing methods can be performed and meaningful information can be
extracted from the images. The presence of the object to be followed in a dynamic environment after detection and recognition
is one of the factors that make it difficult. Different methods have been developed in order to cope with such challenging factors
and to carry out object tracking successfully. Electro-optical sensor systems, which are commonly used in military applications,
enable the determination of moving and fixed targets. In recent years, these systems, which are reinforced by artificial
intelligence-based components, provide both faster and more precise target detection. On the other hand, deep learning
algorithms have revolutionized the field of artificial intelligence. The use of deep learning algorithms in image processing
provides very successful results and easy to solve complex image processing problems. In this study, TensorFlow, Google's
open source machine learning library, is used for deep learning and moving object recognition and tracking. Faster R-CNN
model from the Region Based Convolutional Networks libraries was used for object tracking. With these libraries, object
recognition was performed on still images, video images and webcam images, and the strengths and weaknesses of the libraries
examined were revealed.

Key words: Object recognition, object tracking, Faster R-CNN, image processing, deep learning, open source library.
1. Giris

Dijital goriintii isleme uygulamalarinin vazgegilmez unsurlarindan olan nesne tespiti ve nesne tanima uzun
yillardir {izerinde c¢alisilan konulardir. Nesne tespiti ve nesne tanima igin farkli algoritmalar ve yontemler
gelistirilmistir. Dijital goriintlilerdeki nesnelerin hizli tespitini etkin bigimde gergeklestiren ilk algoritma Viola
Jones [1] olmustur. Son yillarda grafik isleme birimlerindeki gelismeler ve derin Ggrenme sayesinde
daha fazla dogruluk orami ile nesne tespiti ve tanimlama yapabilen yontemler gelistirildi. Literatiirde nesne
takibinin genel olarak dort farkli asamada ele alinmaktadir. Bu asamalar 6n iglemler, nesne tespiti, nesne
siniflandirma ve nesne takibidir [2]. Bu asamalardan 6zellikle nesne tespiti daha fazla 6nem tagimaktadir ve bu
asamanin basarisi sonraki asamalarimin basarisim da etkilemektedir. Nesne tespiti genel olarak video imgelerinde
nesnenin belirginlesmesi ve islenecek olan nesnenin arka plandan ayrilmasi olarak tanimlanabilir. Nesne tespiti ve
tammada kullanilan popiiler kiitiiphaneler arasinda Single Shot Multibox Detactor (SSD), Region Based
Convolutional Networks (R-CNN), Fast R-CNN, Faster R-CNN ve Mask R-CNN bulunmaktadir [2].
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Derin 6grenme insan beyninin iglevlerini taklit eden hesaplama sistemlerine dayanir. Derin 6grenmenin tarihi,
1943 yilinda McCulloch ve Pitts tarafindan diisiince siirecini taklit etmek i¢in matematige ve sinir mantigi olarak
adlandirilan algoritmalara dayali bir hesaplama modeli gelistirmelerine dayanmaktadir [3]. 1958 yilinda
Rosenblatt iki katmanli bir bilgisayar yapay sinir agina dayali, denetimli 6gretimli bir desen tanima algoritmast
gelistirmistir [4]. 1965 yilinda Ivakhnenko ve Lapa derin 6grenme algoritmalarimi gelistirmeye yonelik olarak
karmasik denklemlerin aktivasyon fonksiyonlarina sahip modelleri kullanmuglardir [5]. 1988 yilinda Fukushima
el yazis1 tanima ve diger desen tanima sorunlari i¢in kullanilan hiyerarsik ve ¢cok katmanli yapay sinir ag1 olan
Neocognitron’t 6nermistir [6]. 1992 yilinda Weng, Cohen ve Herniou karma sahnelerden otomatik olarak ii¢
boyutlu nesne tanima iglemini gerceklestiren Cresceptron yontemini yayimlamistir [7]. 1995 yilinda Cortes ve
Vapnik tarafindan benzer verilere sahip iki grubun siniflandirilmast igin destek vektor aglari kullamilmistir [8].
1997 yilinda Hochreiter ve Schmidhuber tarafindan bilgiyi tekrarlayan geri yayilimla uzun siire boyunca saklamay1
ogrenme igin Uzun Kisa-Siireli Bellek (LTSM) adli bir model énerilmistir [9]. [10] “Derin Ogrenme” alaninin
popiilerlik kazanmasini saglayan en 6nemli ¢aligmalardan birisidir. 2012 yilinda gerceklestirilen bir ¢aligmada
Google’n aragtirma ekibi tarafindan tasarlanan ve 16000 islemciden ve bir milyardan fazla baglantidan olusan
yapay desen tamima algoritmalarinin performansi insan diizeyine ulagmistir [11]. Facebook 2014 yilinda
fotograflarda kullanicilarin1 otomatik olarak etiketlemek i¢in 120 milyon parametreyi R-CNN katarak yiiz tanima
gorevlerini gerceklestiren DeepFace adli derin 6grenme teknolojisini kullanmigtir [12].

Derin 6grenme biyolojik sinir sistemlerinin bilgi isleme yontemlerinden esinlenen yapay sinir aglari olarak
bilinen algoritmalar1 kullanir. Béylece, bilgisayarlarin her bir verinin temsil ettigi seyi tanimlamasina ve modelleri
ogrenmesine olanak tanir [13]. Derin 6grenmede en popiiler araclardan birisi olan TensorFlow, makine grenimi
ve derin sinir aglari arastirmalarini yliriitmek amaciyla Google Beyin Ekibi’nde calisan arastirmacilar ve
miihendisler tarafindan gelistirilmistir. A¢ik kaynak kodlu yapay zeka ve makine 6grenmesi kiitiiphanesi olan ve
algilama, kesfetme, siniflama, anlama ve 6ngorii uygulamalarinda kullanilan TensorFlow, modeller olusturmak
i¢in veri akis grafikleri kullanir ve yazilimeilarin ¢ok katmanli ve genis 6l¢ekli yapay sinir aglari olusturmalarina
olanak tamir [14].

TensorFlow 6zellikle derin 6grenme i¢in kullanilmakta olup [13] bu ¢alismada da uygulanmaktadir. Ancak,
literatiirde bulunan ve derin 6grenme siirecleri i¢in TensorFlow kullanan ¢alismalardan farkli olarak bu ¢alismada
nesne tanima ve takibi R-CNN kiitiiphanesinin kullanimi ele alinmigtir. Bu kiitiiphane ve TensorFlow kullanilarak
duragan goriintiiler, video gorlintiileri ve webcam goriintiileri {izerinde nesne tanima ve takibi islemi
gerceklestirilebilecek bir uygulama gelistirilmistir. Gergeklestirilen uygulama araciligryla farkli goriintiiler
iizerinde testler gergeklestirilmis ve giiclii ve zayif yonleri ortaya konmustur.

2. Kullanilan Yontemler

Nesne tespit ve tanima siiregleri veri girisi, veri On isleme ve asamalari, Oznitelik ¢ikarimi ve oz
nitelik se¢imi, tanimlama agamalar1 altinda farkli algoritmalar yardimiyla ¢6ziim bulmaktadir. Veri girisi
asamasinda hazirlanan veri giiriiltiilerinden ayristirilmak, istenilen formata getirilmek gibi amaglar sisteme girdi
olarak verilir. Bir insan, otomobil veya ev istedigimiz veriye 6rnek iken, {izerinde insan bulunan bir orman
fotografi girdi olarak tanimlanabilir. Dijital fotograf makineleri ile ¢ekilmis fotograflar, dijital olarak olusturulmus
resimler, videolar ve taranmig metinler veri tiirlerine 6rnektir. Veri formati birgok etmene bagl olmakla birlikte
kullanacagimz algoritmalar icin gecerli format matris haline getirilmis goriintii pikselleridir [2]. On Isleme
verilerin yapilacak olan islemin amacina uygun hale gelmesi i¢in hazirlamak veya engel teskil etmesinin oniine
gecmek i¢in uygulanan yontemlerdir. On islem siirecleri veri, isterler, durum, ortam gibi bircok farkli etmene gore
degisebilen genellikle 6nceden bilinemeyen ve deneme yanilma ile karar verilen yontemlerdir. Gliriiltiilii veriler
ile eksik veya tutarsiz veriler bulunmasi veri 6n islemenin nedenleri arasindadir. Veri 6n isleme icin birgok
algoritma ve yontem mevcuttur. Regresyon, esikleme, kiimeleme, filtreleme ve karar agaglari veri 6n islemede
kullanilan yontemlerden bazilaridir. Bazen tek basma bir yontemi uygulamak yeterli olmayabilir, bu durumlarda
birkag farkli yontem pes pese kullamlmalidir. Oznitelik, 6n isleme tabi tutulmus veri iizerinde daha &nceden
belirlenen nesnenin ve isterin elde edilmesidir. Bir cismin 6nceden tanimlanmis dlgiitleri ve 6zellikleri sayesinde
goriintiiler izerinden otomatik olarak tespit edilmesi ve detaylarinin elde edilmesi islemi 6znitelik ¢ikarma olarak
tanimlanabilir [15]. Tanimlanmas: gereken ¢ok fazla unsur olmakla birlikte, bu unsurlar tek tek matematiksel
olarak tanimlanabilecegi gibi bir algoritmada yardimiyla da elde edilebilir [2]. Tamimlama, tespit edilen
goriintiiden ¢ikarim yapabilmek ve bu gorlintiiniin ne oldugunu anlamak olarak tanimlanabilir. Bu noktada
smiflandirma ve kiimeleme Onem kazanmaktadir. Siniflandirma, veriyi Onceden belirlenmis siniflardan
birine dahil etmektir. Kiimeleme ise benzer verileri, benzer 6zellik gosterenleri ayn1 grupta toplamadir [2]. Belirli
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kategorileri temel alarak dijital goriintii veya video tizerinde nesne tanima yapilirken, belirli bir nesneden yan yana
veya birden c¢ok olsa bile nesnenin tanima iglemi gerceklestirilebilmelidir. Nesne tanimay1 normal siniflandirma
problemlerinden ayiran budur.

Nesne tespiti ile ilgili olarak literatiirde farkli yontemler bulunmaktadir. Bu yontemler ¢erceveler arasindaki
fark, optik akis, arka plan modeli ¢ikartma olarak gruplanabilir. Bir goriintii veya videodaki nesnenin tespiti i¢in
iki temel bilgi kullanilir. Bunlar gorsel 6znitelik (renk, doku, sekil gibi) ve hareket bilgileridir. Bu bilgileri tek
basina kullanan yontemler oldugu gibi 6zellikle nesne takibi ve tespitinin zor oldugu durumlarda farkli 6znitelikleri
ve hareket bilgilerini birlikte kullanan yontemler de bulunmaktadir [16]. Nesne tespiti i¢in kullanilan bilgilerin
cesitliligi basariyr arttirmakla beraber islem zamaninda bir artisa sebep olmaktadir. Bu durum gergek zamanl
uygulamalarda nesne takibi igin olduk¢a Onemli bir problem olusturmaktadir [17, 18]. Yaymn kullanilan
yontemlerden birisi videolarda arka arkaya gelen iki gorintiiniin arasindaki gegici degisiklikleri bulmay1 hedefler.
Bir video igerisindeki arka arkaya gelen iki video cercevesinin birbirinden ¢ikartilmasi ile bilgi elde etmeye
dayanir [19]. Bu yontem oldukga basit ve hizli olmakla beraber 151k degisimi ve giiriiltiiye kars1 oldukg¢a hassastir.
Bir goriintiide nesne tespit islemi i¢in kullanilan gegici degisiklikler yonteminin hata orani yiiksek ¢ikabilmektedir.
Bundan dolayr daha kullanmigh ve basarili olan diger yontemlerden birisi ise belirlenmis nesnenin oldugu
goriintiiden sadece arka plan goriintiisiiniin bulundugu ¢ergevenin ¢ikarilmasidir. Sonraki adimda ise elde edilen
fark goriintiisii belli bir esik degerden gegilir ve istenmeyen nesneler elenir [18, 20]. Bu yontemle elde edilen yeni
goriintiiden giiriiltiileri temizlemek i¢in morfolojik islemler yapilir ve belirli oranlarda istenen nesne ortaya
¢ikarilmis olur [2].

Nesne takibi genel olarak bir video veya sirali gelen goriintii dizisinde bulunan nesnenin takip edilmesidir.
Nesne takibi yontemleri temel olarak ii¢ kategoriye ayrilir. Bunlar sirasiyla nokta tabanli, ¢ekirdek tabanli ve siliiet
tabanli yontemlerdir. Nokta takip yonteminde takip edilecek nesne noktalar ile ifade edilir. Bu noktalarin bir
sonraki imgedeki konumlar1 ve birbirlerine olan uzakliklar1 gibi verilerin sonraki gelen video ¢ergevesinde de
birbirine paralel olmasi beklenir. Bu bilgilerden yola ¢ikilarak nesne takibi saglanir. Bu yontemde temel amag
nesnenin video ¢ercevesi iginde tespit edilmesi ve bir Onceki g¢ercevede kullanilan nokta benzerliklerin
hesaplamasidir. Bu yontem deterministik ve istatistiksel yontemler olarak kendi i¢inde alt siniflandirmalar
icermektedir [21]. Nokta takibi yontemlerinde en yaygin kullanilan yontemlerden birisi Kalman filtresidir. Bu
yontem nesnenin Gaussian dagilima sahip durum degiskenleri yardimiyla videodaki bir sonraki gelen ger¢evede
nesne konumunu tahmin etmektedir. Kalman filtresi basit ve hizli olma agisindan gergek zamanl nesne takip
uygulamalarinda kullanima uygundur [9, 10]. Durum degiskenleri Gaussian dagilimina sahip olmayan sistemlerde
kalman filtresi basarisiz olabilmektedir. Bu tiir problemlerin giderilmesi i¢in Pargacik filtresi yontemi
gelistirilmigtir. Parcacik filtresi olasiliksal yonteme dayanmaktadir. Bu yontemin en biiyiikk avantaji dogrusal
olmayan ve ¢oklu dagilima sahip sistemlerde ¢alisabilmesidir [22]. Cekirdek tabanli yontemlerde bir geometrik
sekil yardimryla takip edilecek nesne gercevelenir. Bu ¢ergeve igerisinde bulunan nesne parcasinin anlamli bilgileri
hesaplanarak baslangictaki sekil yardimiyla nesne takip edilir. Bu yontemde nesnenin seklinden ziyade kullanilan
geometrik seklin icerisinde bulunan nesne bilgilerinin ¢ikarilmasi yeterli olabilmektedir. Bu sekil i¢inde bulunan
piksellerin hesaplanan olasilik yogunluk bilgileri veya histogram o&zellikleri gibi bilgileri sonraki video
cercevelerinde takip edilebilmektedir. Siliiet tabanli yontemler genellikle takip edilen nesnenin insan ya da hayvan
gibi belli bir geometrik sekille ifade edilemedigi durumlarda kullanilir. Bu yontemin temel amaci nesneyi
tanimlayacak kenar bilgisi ya da sekil bilgisi ¢ikartilarak sonraki imgelerde bu bilgiyi aramaktir. Bu yontem sekil
degisikligine karsi olduk¢a hassas olmaktadir. Cekirdek ve siluet tabanli yontemler kiyaslandiginda, ¢ekirdek
tabanli yontemlerin daha diisiik islem zamanina ve daha yiiksek basar1 oranlarina sahip olduklari goriilmektedir.
Bu sebepten dolay1 ¢aligmalarda g¢ekirdek tabanmi yontemler genis bir kullanim alanina sahiptir. Nokta tabanli
yontemler diger yontemlere oranla daha diisiik islem zamanina sahip olmakla birlikte daha diisiik basar1 oranina
sahiptirler [2].

Goriintii islemede siniflandirma, bir veri kiimesindeki belirli nesnelerin dzelliklerine gore gruplara ayrilmasi
seklinde agiklanabilmektedir. Bu ayristirma yapilirken nesnenin kendine has O6znitelikleri kullanilmaktadir.
Kullanilan 6znitelik nesnenin tanimlanmasi igin kullanilan sayisal degerlerden olugmaktadir. Bu degerler bir
pikselin degeri veya bir goriintiideki ortalama yogunluk degeri gibi anlamli ifadeler olabilmektedir. Nesne takibi
veya siniflandirmasi yontemlerinde 6znitelik se¢imi ve kullanimi performansi dogrudan etkileyen islemlerdir. Bir
siiflandirma veya takip algoritmasinda kullanilan 6znitelikler segilirken basariy1 artirmasinin yani sira getirdigi
islem yiikiine de bakilmasi gerekmektedir. Ger¢ek zamanl uygulamalarda daha basit 6znitelikler kullanilirken
zaman problemi olmayan uygulamalarda ise ¢ok daha farkli ve zor Oznitelikler kullanilmaktadir [22].
Smiflandirma algoritmalar nesne takip yontemlerinde 6nemli bir yere sahiptir. Ozelikle ¢oklu nesne takip
yontemlerinde takip edilen her bir nesnenin diger nesneler ile karistirllmamast icin dogru bir sekilde
smiflandirilmast olduk¢a 6nemli olmaktadir. Ayrica bazi nesne takip yontemlerinde siniflandirma algoritmalari
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kullanilarak arka plan ve hedef nesne iki sinifta tanimlanarak nesne takibi yapilmaktadir [16, 23]. Hareket tabanl
smiflandirma yonteminde, nesne hareket bilgileri kullanilarak simiflandirma yapilmaktadir. Nesne takip
calismalarinda hareket 6znitelikleri kullanilarak, bir sonraki gelecek video ¢ergevesinde nesnenin potansiyel olarak
varacagl konum tahmin edilmektedir. Bu 6n tahmin nesnenin konumunu bulmak i¢in aranacak alani da
azaltmaktadir. Bu yontemlerde genellikle nesnenin belli bir ortalama hizla hareket edildigi varsayilmaktadir [24].
Belli bir sekli olmayan nesnelerin takibinde kenar, sekil ve renk bilgileri segici olmadigindan, hareket tabanli
simiflandiricilarin basari oranlari yiiksek olabilmektedir. Optik akis 6zniteligi bu baslik altinda ayr1 bir Sneme sahip
olmaktadir. Bu yontem 6n egitim yapilmadan nesne takibi iizerinde yapilan galigmalarda 6nemlidir [17]. Optik
akis yontemi hareket tabanli siniflandirmada c¢oklu nesne takibi yapilan caligmalarda nesne tespitini
kolaylagtirmaktadir [24]. Renk ve doku tabanli siniflandirmalar ¢ok farkli alanlarda kullanilabilmektedir. Doku
tabanli siniflandirma yardimiyla nesne siniflandirma iglemlerinde nesnenin yapisina ait Oznitelikler
kullanilmaktadir. Ozniteliklerin ¢ikartilmasi ve kullanilmasi islem maliyetini yiikseltir. Bununla birlikte yiiksek
basarilar elde edilmektedir. Renk tabanli simiflandirma yontemleri en yaygin kullanilan yontemlerdir. Renk
Ozniteligi kullanimi iglem zamanin azaltir. Bununla birlikte giiriiltii ve 151k degisimi igermeyen videolarda basart
oranini yiikseltir [24].

2.1. Nesne bulma ve tammmada kullanilan yaklasimlar

Son yillarda nesne tanima ve tespiti icin R-CNN, Fast R-CNN, Faster R-CNN, Mask R-CNN ve SSD
kiitiphaneleri yaygin olarak kullanilmaktadir. R-CNN ilgili kiitiiphanenin bélge onerisi yaklagimini kullanan en
temel modelidir. Ote yandan, R-CNN kiitiiphanesinin Fast R-CNN, Faster R-CNN ve Mask R-CNN gibi
gelistirilmis modelleri de bulunmaktadir. Bu modeller igerisinde genel bagarimu itibariyle en iyi model Faster R-
CNN’dir. Farkli boyutlarda bolge 6nerisi yapan modelde ilgili pencereler konvansiyonel sinir aglarindan
gecirilerek pencerelerin boyutlari esitlenmektedir. Sinir aginin sonucunda o bdlgede smiflandirma yapmak igin
Destek Vektor Makineleri (SVM) smiflandiricist kullanilmaktadir. Bu gozetimli 6grenmede kullanilan bir makine
6gretimi yontemidir. R-CNN bolgede bir nesne arar ve nesneyi buldugunda bu nesnenin smifini dondiiriir. Ayn1
zamanda nesnenin resimdeki yerini gosteren 4 tane deger verir. Bu degerler dikdortgenin sol iist kosesinin X ve y
koordinatlar1 genislik ve uzunluk degerleridir [25]. Faster R-CNN’de SVM kullanilmamaktadir. Bagimsiz
degiskenler ile bir bagimli degisken arasindaki baglantiyr modellemek i¢in kullanilan dogrusal regresyon ile
nesnenin simirlart belirlenmektedir. Bu sekilde etrafina dikdortgen ¢izebilmektedir. Dogrusal regresyon ile
nesnenin bulundugu yeri tam olarak tespit ederek nesnenin etrafinda cizilecek olan dikdortgenin tam oturacak
sekilde ayarlanmalidir. Ilgi bolgesi ile belirlenen bélgelerde nesne bulunursa ve bu nesnenin bir pargasi alanin
disinda ise sonug olarak ¢izilen dikdortgen ilgi bolgesinin disina ¢ikabilmektedir.

Fast R-CNN, R-CNN modelinin bir tirevi olup R-CNN modelinin yavagliginin giderilmesi igin
gelistirilmigtir. R-CNN olduk¢a yavas ¢alisan bir modeldir ve gergek zamanl nesne tanima uygulamalarinda
kullanilmas1 miimkiin degildir. Fast R-CNN, R-CNN’e benzemekle birlikte hizlandirma i¢in farkli teknikler
kullanmaktadir. Resimlere bolge 6nerisi yapmak yerine goriintiileri dogrudan konvonsiyonel sinir agindan gegirir
ve daha sonra orjinal resime uyan yiiksek ¢oziiniirliiklii bir 6zellik haritas ¢ikartir. Ozellik haritasinda segici arama
ile bolge onerisi ¢ikartilarak, birgok bolge Onerisi olusturmak yerine aynisit 6zellik haritasinda yapilmaktadir.
Bdylece her bolgeyi ayri ayri konvansiyonel sinir agindan gegirmek zorunda kalinmamaktadir ve ilgili goriintii
sadece bir defa konvansiyonel sinir agindan gegirilmektedir. Sonra 6nerilen bdlgeler alinip boyut esitleme islemi
yapilmaktadir. Fast R-CNN ile smiflandirma yapmak igin softmax layer kullamilmaktadir. Siiflandirma
yapabilmesi i¢in yeni bir model olusturmak yerine sinir agmi genisletip sinir agi igerisinde siniflandirma
yapilmaktadir. Fast R-CNN tek bir zayif yonii vardir. Zamanin ¢ogunu test asamasinda bolge dnerisi yapmak icin
harcamaktadir. Bolge onerilerinin daha hizli bir sekilde gergeklestirebilme olasiliginin bu modele ciddi kazang
saglayacagi fikrinden yola ¢ikilarak Faster R-CNN gelistirilmistir.

Faster R-CNN RCNN’de goriilen yavaslik problemini tam olarak ¢6zmektedir. Segici arama ile bolge Onerisi
almak yerine bu Onerileri ag icerisinde yaparak hiz kazanabilmektedir. Faster R-CNN’de giris goriintiisii
konvansiyonel sinir aglarindan gecirip bir 6zellik haritas1 ¢ikartilmaktadir. Daha sonra bolge Onerisi agi
olugturulup ag bolgeleri belirlendikten sonra Fast R-CNN ile aym islemler gerceklestirilmektedir. Belirlenen
bdlgeler alinip yeniden sekillendirdikten sonra siniflandirma yapilmaktadir. Egitilmesi gereken 4 farkli parametre
vardir. Hem bolge onerisi veren ag egitilecek hem de normal konvansiyonel islemlerin yapildig: ag egitilecektir.
Bu egitimlerin dengesini tutturmak biraz zor olabilmektedir [25]. Bolge Onerisi aginin iki tane gorevi vardir; her
bir 6neri igin nesne var mi1 yok mu karar verilmesi ve onerilerin pencere biiyiikliigiiniin belirlenmesi. Daha sonra
asil sinir ag1 siniflandirma islemi gergeklestirilerek bakilan bolge igerisinde nesne var mi yok mu tespit edilecektir.
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En sonuda bulunan nesnenin sinirlart belirlenecektir [25]. Sekil 1’de Faster R-CNN’in akis diyagrami
gosterilmektedir.

Resimadeki
Resim oy | belirlenen ilgili Regrasyon
ekle d i b lgelerin
biriktirilmesi

v Smiflandirict C X
Y

Resimdeki o
onerilen Onerilen
RPN bolge bolgeler
katmani

A

\ 4

NMS

Standartlastirma

Sekil 1. Faster R-CNN modelinin akis diyagrami.

Mask R-CNN modelinde hem nesnenin bulundugu yere dikdortgen ¢izilip hem de bu nesnenin resimde
kapladigi tiim pikseller tespit edilmektedir. Resimde nesnenin oldugu tiim pikselleri belirleyerek gorsellestirmek
icin o kisimda maskeleme islemi yapilmaktadir. Nesne tanimak i¢in Faster R-CNN kullanilirak bulunan nesneler
maskelenebilmektedir. Mask R-CNN temel olarak Faster R-CNN kullanmaktadir. Farkli olarak Mask R-CNN’de
maskeleme yapmak i¢in eklenen kisim ikilik sayr sisteminde olacaktir. Belirlenen pikselde maske olacak mi
olmayacak mi kararini veren bir mekanizma kullanilmaktadir. Maskeleme yapilacak bu agda girdi olarak Faster
R-CNN’den gelen &zellik haritasin1 alinmaktadir. Ciktir olarak ise 1’ler ve 0’lardan olusan bir matris elde
edilmektedir. Bu matriste maskeleme olmasi gereken yerlerde 1, maskeleme olmamasi gereken yerlerde 0 vardir.

Faster R-CNN’den daha hizli ¢alisan bir model olan SSD tek seferde nesne tanima iglemi yapmaktadir. R-
CNN ile bolge onerisini iki farkli asamada yapilmakta iken ilk 6nce resimde nesne olmasi beklenen bolgeler
belirlenmektedir. Daha sonra tam bagh katman ile simiflandirma yapilmaktadir. SSD bu ikisini tek seferde
gergeklestirmektedir. Diger modellerde oldugu gibi her zamanki gibi ilk oncelikle girdi olarak bir resim
almmmaktadir. Resim konvansiyonel sinir agindan gegirilmektedir. Boylece farkli boyutlarda 6zellik haritalart
cikmaktadir. Tiim 6zellik haritalarinda 3x3 konvansiyonel filtre yardimiyla az miktarda simirlayict dikdortgenler
elde edilmektedir. Her dikdortgen i¢in ayni zamanda hem sinirlar hem siiflandirmalar belirlenmektedir. Bu
dikdortgenler her aktivasyon haritasinda oldugu i¢in hem kiigiik nesneleri hem biiyiik nesneleri taniyabilmektedir.

3. Gelistirilen Nesne Tammma Uygulamasi

Gelistirilen uygulama Python programlama dili platformunda gelistirilmistir. Bu bélimde gelistirilen
uygulamanin ve yapilan testlerin gelistirilme asamalar1 adim adim asagida verilmektedir.

Adim 1: Resim toplama ve etiketleme: Belirli nesnelerde egitebilmek i¢in oncelikle bir dataset olusturulmalidir.
Dataset biinyesinde birkag yiiz adet resim bulunmasi ve bu resimlerin farkli ortamlarda ve farkli agilardan ¢ekilmis
olmas1 modelin daha iyi egitilmesini saglayabilecektir. Nesnenin bazi yerleri kapatilmis sekilde ve farkli
1isiklandirmalarda fotograflar ¢ekilmelidir [14]. Cok biiyiik resimlerin egitimi uzun siirecegi i¢in resimlerin boyutu
kiigiiltiilmelidir. Resimler topladiktan sonra train ve test klasorlerine paylastirilmalidir. Resimler uygun klasorlere
atildiktan sonra hepsinin tek tek etiketlenmesi gerekmektedir. Labellmg ile tiim resimlerdeki tanitilmak istenilen
nesneler tek tek segerek etiketleme islemi yapilmalidir [14]. Her etiketlenen resim igin .xml dosyasi
olusturulacaktir. Bu .xml dosyalari tfrecords’a ¢evirilerek egitim yapilacaktir. Test ve train klasorleri igerisindeki
her bir resim i¢in bir tane .xml dosyasi olmas1 gerekmektedir. Sekil 2‘de gosterildigi gibi Labellmg programiyla
xml dosyalar1 ¢ikarilan resimler tek tek isaretlenip isimleri atanmalidir.
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Sekil 2. Resimlerin Labellmg ile etiketlenmesi.

Adim 2: Egitim verisi olusturma: Her resim etiketlendikten sonra TFRecord olusturmak gerekmektedir. Oncelikle
etiket bilgisini barindiran .xml dosyalarini .csv dosyasina cevirilmelidir. .csv dosyalart olusturulduktan sonra
generate tfrecord.py dosyast herhangi bir metin editorii ile agilip sinif bilgilerinin girilmesi gerekmektedir. Kag

CEINNT3 2

tane sinif varsa o kadar id bilgisi girilmelidir [13]. Gelistirilen uygulama igin “kedi”, “kopek”, “dokuz”, “on”,

LR INT

“uc”, “as” ve “resuldas” etiketleri olusturuldu.

Adim 3: Label map olusturma: Label map modele hangi ID’de hangi sinif var onu belirtir. Object detection training
klasorii igiresinde yeni bir dosya olusturulmalidir. Olusturulan dosyaya "labelmap.pbtxt" ismi verilmeli ve dosya
bir metin editorii agilip i¢ine agagidaki sekilde simif ve ID bilgileri girilmelidir [13]. Adim 2’de belirlenen her
etiket icin bir ID numarasi verilmistir.

Adim 3: Egitim ayarlaruun yapilmast: Bu asamada, programlama platformu tizerinde hangi model ve hangi
parametrelerin  kullanilacag: belirlenmelidir. Once, calismak istenilen modelin yolu verilmelidir. Sonra,
olusturulan record ve labelmap dosyasinin yolu verilmelidir. Daha sonra, kag tane test i¢in resim varsa sayisinin
yazilmasi gerekmektedir. Son asamada ise olusturulan test record ve label map dosya yollarinin belirtilmelidir.

Advm 4: Egitimin gerceklestirilmesi: Konsoldan TensorFlow aktif edildikten sonra Phyton path ayari
gerekmektedir. Islem sonrasinda her adimda ekrana loss degeri yazdirilacaktir. Loss degeri tahmin edilen degerin
gergek degerden ne kadar uzak oldugunu belirtmektedir. Egitim esnasinda zamanla sifir yaklagsmasi beklenir [13].

Adim 5: Nesne tespiti: Bu adimda resim, video ve webcam verileri iizerinde nesne tanima uygulamasi
gerceklestirilmektedir. Bu asamada asagidaki islem adimlari tek tek uygulanmistir.

- Resim tanima igleminde, Oncelikle os, cv2, numpy, sys ve tensorflow paketleri program igine
aktarilmalidir.

- Bulunan dizine gore goreceli olarak tistte bulunan dizin igin bir yol tanimi (path) olusturulmalidir.

- Dabha sonra ihtiya¢ duyulan yardimc1 programlar ige aktarilmalidir. Kullanilan nesne algilama modiiliinii
iceren dizinin ad1 girilmelidir.

- Gegerli ¢alisma dizinine giden yol tutulmalidir.

- Nesne tespiti i¢in kullanilan modeli iceren donmus algilama grafigi .pb dosyasinin yolu belirtilmelidir.

- Harita dosyasini etiketleme yolu belirtilmelidir.

- Resmin yolu belirtilmelidir.

- Nesne algilayicisinin tanimlayabilecegi simif sayist belirtilmelidir. Etiket haritas1 yiiklenmelidir. Label
harita indekslerini kategori isimlerine gore eslestirir.

- TensorFlow modeli bellege yiiklenmelidir.

- Nesne algilama simiflandiricist i¢in giris ve ¢ikis tensorleri (veri) tanimlanmaldir. Giris tensori
gorintiidiir. Cikt1 tensorleri tespit kutulari, skorlar ve siniflardir. Her kutu, goriintiiniin belirli bir nesnenin
algilandig1 boliimiint gosterir.

- Skor, nesnelerin her biri i¢in giiven diizeyini temsil eder. Skor, sonug etiketinde, sinif etiketiyle birlikte
gosterilir.

- Algilanan nesne sayisi tespit edilmelidir. OpenCV kullanilarak goriintiiyii yiiklenir ve sekli olacak sekilde
resim boyutlarini genigletilir. Siitundaki her bir 6genin piksel RGB degerine sahip oldugu tek bir siitun
dizisi ifade edilmektedir.
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Giris olarak model goriintiiyle calistirilarak gercek algilama iglemini gerceklestirilir.
Tiim sonuglar gorsel olarak elde edilir ve goriintiiyii gdster komutu girilir. Resmi kapatmak i¢in herhangi
bir tusa basilir.

Resim tanima isleminde oldugu gibi video verisinde nesne tanima isleminde de Oncelikle paketler ice
aktarilmalidir. Video verisinde nesne algilamasi ger¢eklestirmek i¢in bir TensorFlow tarafindan egitilmis
siniflandirict kullanir. Simiflandirict videoda nesne algilamak igin kullamir ve her karedeki ilgi nesnelerinin
¢evresine kutular ¢izer ve skorlar1 belirtir.

Video verisinden nesne tanima iglemi i¢in agagidaki islem adimlar1 izlenmistir.

Bulunan dizine gore goreceli olarak {istte bulunan dizin i¢in bir path olusturulmalidir.

Yardime1 programlar ice aktarilmalidir.

Kullanilan nesne algilama modiiliinii igeren dizinin ad1 girilmelidir.

Gegerli ¢calisma dizinine giden yol tutulmalidir.

Nesne tespiti igin kullanilan modeli igeren donmus algilama grafigi .pb dosyasinin yolu belirtilmelidir.
Harita dosyasini etiketleme yolu belirtilmelidir.

Videonun yolu belirtilmelidir.

Nesne algilayicisinin tanimlayabilecegi sinif sayisi belirtilmelidir.

Etiket haritas1 yiiklenmelidir. Label harita indekslerini kategori isimlerine gore eslestirir.

TensorFlow modeli bellege yiiklenmelidir.

Nesne algilama simiflandiricist igin giris ve ¢ikis tensorleri (veri) tanimlanmalidir. Girig tensorii
goriintiidiir.

Cikt1 tensorleri tespit kutulari, skorlar ve siiflardir. Her kutu, goriintiiniin belirli bir nesnenin algilandig:
boliimiinii gosterir.

Skor, nesnelerin her biri i¢in giiven diizeyini temsil eder. Skor, sonug etiketinde, sinif etiketiyle birlikte
gosterilir.

Algilanan nesne sayisi tespit edilmelidir.

Video dosyasi a¢ilmalidir.

Cergeve alinir ve sekillendirilmek i¢in boyutlart genisletilir. Siitundaki her bir 6genin piksel RGB
degerine sahip oldugu tek bir siitun dizisidir.

Giris olarak model goriintiiyle calistirilarak gercek algilama islemini gergeklestirilir.

Tiim sonuglar gorsel olarak elde edilir ve gorlintiiyii goster komutu girilir.

Video tanima isleminde oldugu gibi webcam verisinde nesne tanima igleminde de oncelikle paketler ige
aktarilmalidir. Webcam verisinde nesne algilamasi gerceklestirmek igin bir TensorFlow tarafindan egitilmis
smiflandirict kullanir. Smiflandirict webcam verisionde nesne algilamak icin kullanir ve her karedeki ilgi
nesnelerinin ¢evresine kutular ¢izer ve skorlar1 belirtir.

Bulunan dizine gore goreceli olarak iistte bulunan dizin i¢in bir path olusturulmalidir.

Yardimei programlar ige aktarilmalidir.

Kullanilan nesne algilama modiiliinii igeren dizinin ad1 girilmelidir. Gegerli ¢alisma dizinine giden yol
tutulmalidir.

Nesne tespiti igin kullanilan modeli igeren donmus algilama grafigi .pb dosyasinin yolu belirtilmelidir.
Harita dosyasimi etiketleme yolu belirtilmelidir.

Videonun yolu belirtilmelidir.

Nesne algilayicisinin tanimlayabilecegi sinif sayisi belirtilmelidir.

Etiket haritasi yiiklenmelidir. Label harita indekslerini kategori isimlerine gore eslestirir.

TensorFlow modeli bellege yiiklenmelidir.

Nesne algilama smiflandiricist igin giris ve ¢ikis tensorleri (veri) tanimlanmalidir. Giris tensori
gorintiidiir.

Cikt1 tensorleri tespit kutulari, skorlar ve siniflardir. Her kutu, gdriintiiniin belirli bir nesnenin algilandig1
bolimiinii gosterir.

Skor, nesnelerin her biri i¢in giiven diizeyini temsil eder. Skor, sonug etiketinde, simif etiketiyle birlikte
gosterilir.

Algilanan nesne sayist tespit edilmelidir.

Webcam iizerinden yayin baslatilir. Cergeve alinir ve sekillendirilmek igin boyutlart genisletilir.
Stitundaki her bir 6genin piksel RGB degerine sahip oldugu tek bir siitun dizisidir.
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- Giris olarak model goriintiiyle ¢aligtirilarak gergek algilama islemini gergeklestirilir.
- Tim sonuglar gorsel olarak elde edilir ve goriintiiyli goster komutu girilir.
Sekil 3’de resim ya da video igerisinde nesne tanima islemlerinin akis diyagrami verilmistir.

Resim ekle
Video ekle

v

Giris ve ¢ikig tensorleri

(veri) tammlama

v

Algilanan nesnelerin
sayisiin tespiti

video webcam
1 resim
4

OpenCV kullanilarak goriintiiyii Webcam zerinden
yikle yayin baslat

v

sekli olacak sekilde resim
boyutlarini genislet

v

Gergek algilama
islemini gergeklestirilir.

v

Tum sonuclar gorsel
olarak elde edilir

Sekil 3. Nesne tamima iglemlerinin akig diyagramu.

Video dosyasi a¢

4. Uygulama Sonuclari ve Degerlendirilmesi

Resim veya goriintii izerinden nesne tanima veya yiiz tanima iizerine birgok farkli yaklagimlar ve uygulamalar
mevcuttur. Gelistirilen bu yaklagimlarda izlenilen metotlar farkli oldugu gibi, literalirdeki son yaklasimlara gore
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basarim oranlar diisiiktiir [26]. Ancak derin 6grenme ile gelistirmis oldugumuz bu yaklasimin basarim orani ¢ok
daha yiiksek olmustur.

3. boliimde detaylari agiklanan uygulama Faster R-CNN modeliyle resim, video, webcam verileri tizerinde
kullanilarak nesne tanima islemi yapilmustir. Oncelikle object detection hazir egitilmis kiitiiphanesi kullanilarak
video, resim ve webcam verileri i¢in nesne algilama yapilmistir. Sekil 5’de video goriintiisii {izerinden ve Sekil
6’da ise webcam video verileri {izerinde nesne tespiti ve tamma islemi gosterilmektedir. Sekil 7°de iskambil
kartlar1 iizerinde gergeklestirilen nesne tanima islemi gosterilmektedir. Kartlarin her yénden birgok fotografi
¢ekilmis olup test ve train adinda ik farkli dosyada kaydedilmistir. Bu resimlerin test kisminda olanlari egitim igin
kullanilmugtir. Resimler tek tek Labellmg ile etiketlenip xml dosyalar1 olugturulmustur. Olugturulan simnif kadar her
resime id atanmustir. Bu id lere sinif isimleri atanmustir. Yeterli diizeyde egitim gerceklestikten sonra gelistirilen
model iskambil kartlarini tanimay1 6grenmistir. Sekil 8°de insan i¢in nesne tanima islemi yapilmistir. Bunun igin
her ortamda ¢ekilen farkli 131k tonlarinda fotograflar1 toplanip test ve train klasorii i¢inde toplanmistir. Bunlarin
xml ve csv dosyalar1 olusturulmustur. Egitim gergeklestikten sonra Faster R-CNN modelinde %98 basar1 orani
yakalanmuigtir.

Sekil 7. Kartlarla gelistirilen nesne modeli.
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AN
Sekil 8. Resim iizerinden kisi tanima.

Gelistirilen uygulamada yapilan testlerde gortildiigii izere, nesne tespiti ve tanima isleminde basari oraninin
daha yiiksek olmasi i¢in Faster R-CNN kullanilmalidir. Ancak, Faster R-CNN benzerlerine kiyasla daha giiclii bir
donanima ihtiya¢ duymaktadir ve Single Shot Multibox Detactor (SSD)’ye gore daha yavastir. Ayrica, SSD sadece
tek ileri gidis yaptig1 igin diisiik donaniml cihazlarda bile hizli bir sekilde nesne tamima yapabilmektedir. Ancak
SSD ile ¢ok isabetli modeller olusturulamamaktadir. Bu nedenle, sadece hiz 6nemli ise ve ger¢ek zamanli nesne
tespiti ve tanima islemi gerceklestirilecekse SSD tercih edilmelidir.

5. Sonug

Derin 6grenme, makine dgreniminin birgok pratik uygulamasini ve yapay zeka alaninin genisletilmesini
saglamigtir. Gorevlere 6zgili algoritmalarin aksine, 6grenme verilerini temsil etmeye dayanan derin dgrenme,
goriintii isleme alaninda oldukga basarili sonuglar alinmasini ve karmasik goriintii isleme problemlerinin kolaylikla
¢oziime kavusturulabilmesini saglamaktadir. Derin 6grenme yontemlerinin egitim siireleri uzun olmasina ragmen
test asamasinda elde edilen basar1 oranlar1 derin 6grenme ydntemlerine olan giiveni arttirmistir.

Bu c¢aligmada derin 6grenme ile hareketli nesne tanima ve takibi i¢in Google’in acik kaynak kodlu
kiitiphanesi olan TensorFlow kullanilmistir. Nesne takibi i¢in Region Based Convolutional Networks
kiitiiphanelerinden Faster R-CNN modeli ele alinmigtir. Bu kiitiiphaneler ile duragan goriintiiler, video gériintiileri
ve webcam goriintiileri {izerinde nesne tanima islemi gergeklestirilmis ve incelenen kiitiiphanelerin giiglii ve zayif
yonleri ortaya konmustur. Calismada elde edilen sonuglar, basit goriintii isleme problemlerinde igslem zamani ve
hesaplama karmagiklig1 az olan algoritmalarin kullanilmasimin daha uygun olabilecegini gdstermistir. Ayrica,
literatiir taramasi sonuglar1 Kalman Filtresi ve Pargacik Filtresi gibi yontemlerinin nesne takibinde oldukga basarilt
sonuglar elde edilmesini sagladigini gostermistir.
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