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Sign language is an important communication tool for deaf-and-dumb people. There is a need to make
provision for effective communication in the emergency departments of a hospital. Therefore, firstly, the 25
words needed in emergency services were identified, and subsequently used to create a new dataset, named
Erciyes University Sign Language Recognition (ERUSLR) dataset. To classify the ERUSLR dataset, a
GoogLeNet-based CNN model with global/heuristic search support is proposed as shown in Figure A. The
GoogLeNet pre-trained model was used for transfer learning. A GoogLeNet-based CNN was created by
replacing the last 3 layers with suitable layers that are stem from the related problem. Grid search (GS), random
search (RS), and genetic algorithm (GA) were used as the parameter search method. These search methods
were used to optimize the training options of the CNN including the initial learning rate, (> regularization, and
momentum parameters. The experimental results show that the GA supported model displayed a better
performance.
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Purpose: The first aim of the study is to create a new sign language recognition dataset that can be used in the
hospital. The other aim involves the development of a global/heuristic search and GoogLeNet based method.

Theory and Methods:

In this study, instead of developing a CNN model from scratch, the transfer learning method, an easier and
more effective approach, is selected. Consequently, a GoogLeNet based-CNN model was created by transfer
learning from the GoogLeNet pre-trained model. The initial experiments with the ERUSLR dataset created in
this study was performed using the GoogLeNet-based CNN model with the default parameter values. Search
methods are typically used in parameter optimization to save time. In this study, GS, RS, and GA methods are
used to optimize the training parameters of the GoogLeNet-based CNN model.

Results:

In the experimental studies, the GoogLeNet-based CNN model with the default parameter values recorded an
accuracy rate of 88.62%. On the other hand, an accuracy rate of 93.63% was obtained with GS supported
GoogLeNet-based CNN model while an accuracy rate of 89.81% was achieved with the RS supported
GoogLeNet-based CNN. Finally, an accuracy rate of 93.93% was achieved with the GA supported
GoogLeNet-based CNN.

Conclusion:
Transfer learning operation is an easy and effective way of building a new CNN model. Global/heuristic
search-based parameter optimization is an important factor that improves classification performance.
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Isaret dili, dilsel ve isitsel yetilerini kaybeden konusma ve duyma engelli bireylerin iletisimini saglayan en énemli
aractir. Sagir ve dilsiz bireylerin anlasilmasi i¢in gerekli olan isaret dilinin bilinmedigi ortamlarda ciddi sorunlar
ortaya c¢ikabilir. Hastanelerin acil servislerine bagvuran engelli bireylerin anlagilamamasi ise kritik sonuglar
dogurabilir. Bu ¢alismada, 6ncelikle, hastanelerin acil servisinde siklikla kullanilan kelimelerle yeni bir veri seti
olusturulmugstur. 25 kelime, 49 engelli birey tarafindan birden fazla tekrarlanmis ve farkli agilardan videolar
kaydedilmistir. Erciyes University Sign Language Recognition (ERUSLR) adindaki bu veri seti 13186 6rnek
igermektedir. ERUSLR veri seti kullamlarak bir smiflandirma modeli olusturmak istenmistir. Isaret dilinin
taninmasi, son Yyillarda siniflandirma problemlerinde siklikla kullanilan evrisimli sinir ag1 (CNN) ile
gerceklesebilmektedir. Yeni bir CNN modelinin gelistirilmesinden daha etkili olan yontem, transfer 6grenme ile
CNN modeli olusturmaktir. Dolayisiyla, GoogLeNet 6n egitimli modelinden transfer 6grenme gergeklestirilerek
GoogLeNet tabanli bir CNN modeli olugturulmustur. CNN modelinin performansini artiran bir baska etken egitim
parametrelerinin optimize edilmesidir. Global ve sezgisel arama yontemleri, parametre optimizasyonunda
kullanilan ve zamansal kazang saglayan metotlardir. Bu ¢aligmada grid arama (GS), rastgele arama (RS) ve genetik
algoritma (GA) yontemleri, GoogLeNet tabanli CNN modelinin egitim parametrelerini optimize etmek igin
kullanilmigtir. Deneysel sonuglara gore, GA destekli GoogLeNet tabanli CNN modeli (%93,93 ile) diger
yontemlerden daha basarili sonu¢ vermistir.

ERUSLR: A new Turkish sign language dataset and its recognition using hyperparameter
optimization aided convolutional neural network

HIGHLIGHTS

e A new sign language recognition data set called ERUSLR
e A classification model based on global / heuristic search method and GoogLeNet supported CNN
e 93.93% accuracy rate obtained by genetic algorithm based classification model
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Sign language is one of the most important tools of communication for deaf-and-dumb individuals who have lost
their linguistic and auditory abilities. Significant problems may arise in situations where the sign language required
to clearly understand deaf-and-dumb individuals is not known. More importantly, the failure to understand the
disabled individuals who try to access emergency health services at a health institution may have fatal
consequences. In this study, firstly, a new dataset was created with the frequently used words in the emergency
department of hospitals. 25 words were repeated multiple times by 49 handicapped individuals where the videos
were recorded from different angles. This dataset, named Erciyes University Sign Language Recognition
(ERUSLR), contains 13186 samples. Classification experiments were performed by using the ERUSLR dataset.
Sign language recognition can be realized by a convolutional neural network (CNN), which is frequently used for
classification problems. Rather than developing a new CNN model, transfer learning, a more effective method, is
preferred. Therefore, a GoogLeNet-based CNN model was created by transfer learning from the GoogLeNet pre-
trained model. Another factor that increases the performance of a CNN model is the optimization of its training
parameters. Global and heuristic search methods are typically used in parameter optimization to save time. In this
study, both grid search (GS), random search (RS), and genetic algorithm (GA) methods were used to optimize the
training parameters of the GoogLeNet-based CNN model. According to the experimental results, the GA supported
GoogLeNet-based CNN model is more successful (with a success rate of 93.93%) than the other methods.
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1. GIRiS (INTRODUCTION)

Insanlar arasinda iletisimin kurulabilmesi igin birbirlerini
anlayacaklar1 ortak bir iletisim diline ihtiyag¢ vardir. Bu
iletisimin saglanmasi dil, viicut dili veya hissel etkilesimle
gerceklestirilebilir. Sagir ve dilsiz bireyler dilsel ve isitsel
yetilerini kaybeden kisilerdir. El hareketleri, mimik veya
dudak hareketlerini kullanarak aralarinda iletisim kuran bu
bireylerin kullandig1 dil, isaret dilidir. Isaret dili kullanmak
zorunda kalan bireylerin aralarinda iletisim kurmasindan ¢ok
daha zor olan durum, isaret dilini bilmeyen kisilerle iletigim
kurmak zorunda kalmalaridir. Bu durum isaret dili
kullanmak zorunda olanlar igin biiyliik bir sorundur. Bu
problemin ¢oziimii ve isaret dilinin anlagilmasi igin
literatiirde veri seti olusturma ve siiflandirma calismalari
gerceklestirilmektedir. Kelime diizeyinde hazirlanmig
literatiirde sik¢a kullanilan veri setleri ve o veri setlerine ait
ozellikler Tablo 1 ile sunulmustur.

Tablo 1. Literatiirde siklikla kullanilan kelime diizeyinde
isaret dili tanima veri setleri

(Word level sign language recognition datasets which are frequently used
in literature)

Veri seti Ulke Sinif Katilime1 Ornek
DGS Kinect 40 Almanya 40 15 3000
GSL 20 Yunanistan 20 6 840
Boston ASL LVD  ABD 3300 6 9800
PSL Kinect 30 Polonya 30 1 300
PSL ToF 84 Polonya 84 1 1680
LSA64 Arjantin 64 10 3200
DEVISIGN-D Cin 500 8 6000

German Sign Language (DGS) Kinect 40 veri seti [1] Cooper
vd. tarafindan Kinect kamera kullanilarak hazirlanmig
Almanca kelimeler igeren kelime diizeyinde bir veri setidir.
Bu veri seti 40 smf igermekte olup 15 goniilliiniin
katilimiyla olusturulmustur. Her bir 6rnek her katilimci
tarafindan S'er kez tekrar edilmistir. Toplamda 3000 6rnek
igeren DGS Kinect 40 veri seti [ 1, 2] calismalarinda, 6nerilen
yontemlerin test edilmesinde kullanilmistir. Cooper vd. [1]
caligmasinda gelistirilen bir diger veri seti Greek Sign
Language (GSL) veri setidir. GSL veri seti, 6 goniilliiniin
katilimiyla 20 simif iizerinden toplamda 840 oOrnekle
olusturulmustur. [1, 2] ¢calismalarinda, DGS Kinect 40 veri
setiyle birlikte GSL 20 veri seti de kullanilmigtir.

American Sign Language Lexicon Video Dataset
(ASLLVD) veri seti [3] Athitsos vd. tarafindan gelistirilen
bir diger kelime diizeyinde veri setidir. 3300'den fazla sinif
iceren bu veri setinde toplamda 6 goniilli ve 9800 6rnek
bulunmaktadir. Bu veri seti kullanilarak yapilan ¢aligmalarin
bazilar1 [4-6] olarak siralanabilir. Neidle vd. [4] ASLLVD’yi
daha on plana ¢ikaran bir bilgisayar gorii uygulamasi
sunmuslardir. Burada, dilbilim sdzciiklere ait isaretlerde
baslangi¢ ve bitis el igaretleri arasindaki gegis olasiliklarini
modelleyen sistem kullanmiglardir. Bir diger ¢alismada, Kim
vd. [5] gelistirmis olduklari sistemle el takibi ve el poz
tahmini  gerceklestirmislerdir. ~ Onerdikleri  yontemi

ASLLVD veri seti ile test etmiglerdir. Metaxas vd. [6],
gelismis 6grenme yontemlerini 6zelliklerle birlestiren karma
bir yap1 kullanarak isaretleri tanima iizerine c¢aligma
yapmustir. Polish Sign Language (PSL) Kinect 30 veri seti
[7] Oszust ve Wysocki tarafindan olusturulmustur. 30
kelime, 1 katilimer tarafindan 10'ar kez tekrarlanarak 300
ornekli bir veri seti gelistirilmistir. Oszust ve Wysocki 2014
yilinda gergeklestirdikleri ¢aligmalarinda [8] tam kelime
modeli ve veri odakli alt dizi modelini kullanarak
siiflandirma yapmis ve c¢alismalarin1 PSL Kinect 30 veri
seti ile test etmiglerdir. Bir diger calismada [9], dinamik
zaman atlamasi ile en yakin komsu teknigi ile sakli Markov
modelleri bu veri setinin siniflandirilmasinda kullanilmustir.

Argentinian Sign Language veri seti (LSA64) [10] 10
katilmct ile olusturulmus toplamda 3200 ornek igeren
kelime diizeyinde bir veri setidir. Veri seti olusturulurken 64
simif i¢in her katilimci S'er kez tekrar yapmistir. [11-13]
calismalarinda LSA64 veri seti farkli metotlarin
performanslarini analiz etmek i¢in kullanilmstir.

DEVISIGN-G veri seti [14] 36 smif igin 8 goniilliiden
kaydedilen 432 ornekten olusmaktadir. El segmentasyonu
iizerine caligmasii gelistiren Zheng ve Liang [15, 14]
caligmasindaki bagar1 oranlarmi geride birakmistir.

Literatiirde son yillarda farkli problemler [16-21] i¢in derin
O0grenme metotlar1 yaygin olarak kullanilmistir. Derin
0grenme yontemlerinin basarili sonuglar vermesi isaret dili
tanima lizerine caligma gerceklestirecek arastirmacilarin
dikkatini ¢ekmis ve bu alanda c¢aligmalar [22-24]
gerceklestirilmistir. Bir derin 6grenme yontemi olan
evrisimli sinir ag1 (CNN) [25], siniflandirma problemlerinde
siklikla kullamilan bir yontemdir. On egitimli CNN modeli
kullanilarak siniflandirma, o6zellik ¢ikarma ve transfer
ogrenme gergeklestirilebilir. CNN i¢in yeni bir model
gelistirmekten daha kolay ve etkili yontemlerden birisi
transfer 6grenme ile model olusturmaktir. [26] ¢aligmasinda
transfer 6grenme ile model gelistirilmis ve basarili sonuglar
elde edilmistir. CNN gibi bir derin 6grenme modelinin
basarisin1 etkileyen en Onemli etkenlerden bir bagkasi
hiperparametrelerinin optimize edilmesidir. Bu
parametrelerin optimizasyonunda sezgisel algoritmalarin
kullanildigr [27-32] gibi global arama yontemleri de
kullanilabilir. Grid arama (GS) ve rastgele arama (RS)
yontemleri siklikla kullanilan global arama yontemleridir ve
parametre optimizasyonunda siklikla kullanilmaktadir [27,
33-35]. Bu c¢alismada oOncelikle hastane ortaminda
kullanilmak {izere kelime diizeyinde yeni bir veri seti
geligtirilmistir.  Erciyes  University Sign Language
Recognition (ERUSLR) adindaki bu yeni veri seti, 25 kelime
(sinif) icin 49 goniilliiniin katilimiyla toplamda 13186
ornekten olugsmaktadir. Goniillillerin tamamu  engelli
bireylerden  segilerek, Ornekler anlasilir  diizeyde
kaydedilmistir. Calismanin devaminda, 6rnekler 6n isleme
tabi tutulmustur. Burada, video formatindaki &rnekler
oncelikle ¢ercevelere ayrilmis daha sonra bu gergeveler siralt
sekilde birlestirilerek sirali tekil imge haline getirilmistir.
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Siniflandirmalarda renklerin etkisi olmayip sadece hareket
odakl1 oldugu i¢in 6n isleme asamasinin son kisminda RGB
formatindaki  tekil imgeler gri tonlama  haline
doniistiiriilmiistir. Daha sonraki asamada egitim setinden
tiiretilen gelistirme seti ve GooglLeNet tabanli CNN
kullanilarak parametre ayarlama iglemi gergeklestirilmistir.
Parametre ayarlamasi i¢in GS ve RS global arama
yontemleri olarak, genetik algoritma (GA) sezgisel arama
algoritmasi olarak kullanilmistir. GS ve RS yontemlerinin
yerel minimuma takilma riski olsa da derin &grenme
modelinin parametre optimizasyonunda zamansal maliyeti
diisiirmek i¢in siklikla kullanmilmaktadir. GS, RS ve GA
yontemleri kullanilarak elde edilen optimale yakin parametre
seti ile egitim verisi kullanilarak GoogLeNet destekli CNN
modeli egitilip ve ¢ikt1 olarak elde edilen egitim modeli test
verisi ile test edilerek sistemin performans analizi
gergeklestirilmistir.  Yapilan deneysel c¢aligmalarda GA
destekli GoogLeNet tabanli CNN modeli ile %93,93
dogruluk orani elde edilirken GS destekli GoogLeNet tabanlt
CNN modeli ile %93,63 dogruluk orani elde edilmistir.
Diger taraftan, RS destekli GoogLeNet tabanli CNN ile
%89,81 ve sadece varsayilan parametrelerin kullanildig:
GoogLeNet destekli CNN ile %88,62 basar1 oranlar1 elde
edilmistir.

Bu ¢aligmanin ana katkilari su sekilde siralanabilir:

e ERUSLR adinda hastane ortaminda kullanilan genel
kullanima agik isaret dili tanima veri seti olusturulmustur.

e Global ve sezgisel arama yontemi destekli, GoogleNet
tabanli CNN kullanan bir sistem gelistirilmistir.

e GA destekli GoogLeNet tabanlt CNN ile %93,93 dogruluk
orant ile en basarili sonug elde edilmistir.

Bu galigmanin ilerleyen boliimleri su sekilde diizenlenmistir.
Boliim 2'de yeni gelistirilen ERUSLR veri seti hakkinda
detayli bilgi verilecektir. Boliim 3’te Onerilen ydntem
aciklanacak olup Bolim 4’te yontemin uygulanmasi ile
yapilan deneysel ¢alismalar ve elde edilen sonuglar
sunulacaktir. Boliim 5 ile bu ¢alismanin degerlendirilmesi
yapilacak ve gelecek calismalardan bahsedilecektir.

2. ERUSLR VERI SETI (ERUSLR DATASET)

Isaret dilinin anlasilmasmin en énemli oldugu durumlardan
bir tanesi hastane ortamlaridir. Bu caligmada, hastanin
sikayetini anlatabilmesi i¢in zaman kavramimin Onemli
oldugu hastane ortaminda, konusma engelli bireylerin
siklikla ihtiya¢ duyabilecegi 25 kelime belirlenmis ve sadece
engelli bireylerden alinan farkli sayida 6rneklerle ERUSLR
veri seti olusturulmustur. 25 smif iizerinden 49 katilimciyla
olusturulan veri seti, toplamda 13186 ornek igermektedir.
ERUSLR veri seti olusturulurken aliman ornekler 3 farkh
acidan (karsidan (F), sagdan (R), ve soldan (L))
kaydedilmistir (Sekil 1 ile gosterildigi gibi). ERUSLR veri
setindeki 49 goniilliiniin yer aldig1 bazi 6rnek cergeveler
Sekil 2 ile sunulmustur.

Veri setinde bulunan siniflar ve bu siniflara ait Ingilizce
karsilig1 ile 6rnek sayilar1 Tablo 2 ile gosterildigi gibidir.
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Tablodan goriilecegi iizere her bir smif i¢in 6rnek sayisi
farklidir. Ornek sayisinda dengeli dagilima sahip olmayan bu
veri seti i¢in farkli tipte egitim-test verisi ayirma
teknikleriyle performans analizleri gergeklestirilebilir.

N -

Sekil 1. Ug farkli agidan alinan 6rnekle

(Samples from three different angles)
3. METODOLOJI (METHODOLOGY)

Bu ¢aligmada, yeni gelistirilen ERUSLR veri seti, GS, RS ve
GA yontemleri ile transfer O6grenme destekli CNN
kullanilarak smiflandirilmigtir. Deneysel ¢aligmalar igin
kullanilan bu yontem Sekil 3 ile gosterildigi gibidir.

Onerilen yontemde 6ncelikli olarak ERUSLR veri seti 6n
islemden gecirilmektedir. Bu asamada, video formatinda
olan 6rnekler dncelikle ¢ercevelere ayrilmakta ve daha sonra
cergeveler sirali bir sekilde tekil imgeyi olusturmaktadir. Bu
asamada gerceklestirilen son iglem, RGB formatindaki tekil
imgeyi gri formata déniistiirmektir. On islem asamasina ait
ornek bir caligma Sekil 4 ile gosterildigi gibidir.

Daha sonraki agamada, 6n islemden gegirilmis ERUSLR veri
seti %70'1 egitim %30'u test verisi olacak sekilde rastgele
ayrilir. Sonra, egitim setinin %50'si kullanilarak gelistirme
seti elde edilir. Parametre ayarlama, ozellik ¢ikarma gibi
islemler i¢in kullanilan gelistirme seti [36], bu g¢alismada
CNN egitim ayarlarinda yer alan ilk 6grenme orani, £,
diizenlilestirme ve momentum parametrelerinin ayarlanmasi
icin kullanilmistir. Bir sonraki agamada, gelistirme seti %70'i
alt egitim %30'u dogrulama verisi olacak sekilde ayrilir.
Parametre ayarlama asamasinda calistirilan yonteme gore
GS i¢in olusturulan parametre setinden gelen veya rastgele
olusturulan veya GA ile iiretilen olasi ilk 6grenme orani, £»
diizenlilestirme ve momentum degerleri ile alt egitim verisi
GoogLeNet destekli CNN'e girdi olarak verilir. Egitim
sonucunda olusan egitilmis model, dogrulama verisi ile test
edilir ve Es. 1 ile hesaplanan dogrulama hatasi ¢ikt1 olarak
saklanir. Parametre setinden gelen tiim olast ilk &grenme
orani, £, diizenlilestirme ve momentum degerleri igin bu
islem tekrarlanir. En diisiik dogrulama hatasin1 veren
parametre degerleri ve egitim seti GoogLeNet destekli
CNN'e girdi olarak verilir ve nihai egitilmis model elde
edilir. Nihai egitilmis model, test seti ile test edilir ve Es. 2
kullanilarak sistemin performansit dogruluk kriteri tizerinden
sonug olarak sunulur.
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Sekil 2. ERUSLR veri setinde yer alan katilimcilar (Subjects in the ERUSLR dataset)
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Tablo 2. ERUSLR veri setinde yer alan simiflar ve drnek

say11ar1 (Classes and sample counts of the ERUSLR dataset)

No Smif Sinif (Ingilizce)  Ornek Sayisi
1 Agiz Mouth 621
2 Agn Pain 393
3 Alerji Allergy 564
4  Astim Asthma 555
5 Ates Fever 416
6 Bas Agrisi Headache 607
7 Bag Donmesi Dizziness 373
8 Beyin Brain 549
9 Bobrek Kidney 616
10 Bogaz Throat 571
11 Bulanti Nausea 617
12 Grip Flu 573
13 Halsizlik Weakness 520
14 ilag Medicine 549
15 Kalp Heart 445
16 Kan Blood 526
17 Karin Abdomen 554
18 Kemik Bone 542
19 Kusmak Spew 623
20 Nabiz Pulse 522
21 Nefes Breath 361
22 Seker Hastaligi ~ Diabetes 634
23 Tansiyon Blood pressure 426
24 Terlemek Exude 530
25 Yara Wound 499

ERUSLR ‘ ‘
Veriseti

On islemden
Gegirilmis i
ERUSLR
Veriseti

Egitim
Seti

Dogrulama seti dogru tahmin sayist
Hata =1 — (== e 22 )]
Dogrulama seti tim érnek sayist
o Test seti dogru tahmin sayist
Dogruluk =1 — ( - ALy 2)

Test seti tim 6rnek sayist

Onerilen yoéntemde kullanilan  hiperparametre  arama
yontemleri alt boliim 3.1 ile, transfer 6grenme destekli
evrigimli sinir ag1 alt boliim 3.2 ile sunulmustur.

3.1. Hiperparametre Ayarlama Yéontemleri
(Hyperparameter Tuning Methods)

3.1.1. Grid arama yontemi (Grid search method (GS))

GS, bir modelin parametrelerini optimize etmek icin
kullanilan global bir arama yontemidir. Bu ydntemle,
modelin tiim parametrelerini optimize etmeye calismak
oldukca zaman alan bir siire¢ olabilir. Bunun yerine, sonuca
dogrudan etki edip performansi ciddi bir sekilde etkileyecek
o6nemli parametreler iizerinde arama yapilabilir. Her bir
parametre i¢in olas1 farkli degerler belirlenir ve bu degerlerin
tiim kombinasyonlar1 (Sekil 5 érneginde oldugu gibi) ilgili
model i¢in caligtirtlir. Performans kriterine gore en iyi
sonucu veren parametre seti belirlenmis olur. GS yontemi,
optimizasyon siirecinde zamansal fayda saglamakla birlikte
biitiin arama uzaymin esit araliklarla aranmasini saglar. Bu
avantajlarin yaninda, sadece yerel en iyiyi bulma riski
GS’nin dezavantajidir.

GS, RS veya GA ile Parametre Ayarlama

Degerler

Parametreler

Olasi Parametre
Degerleri

— GoogleNet |
A:teél'flm Destekli CNN
i Gelistirme g —
Seti

Dogrulama
Seti

| GoogleNet |
Destekli CNN

Sekil 3. ERUSLR veri setini siniflandirmak i¢in dnerilen yontem (Proposed method for classifying the ERUSLR data set)
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Sekil 4. Bir 6rnek tlizerinde 6n isleme galigsmasi (Pre-processing on a sample)
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Parametre 2

Parameire 1

Sekil S. GS i¢in arama uzayindaki parametre setleri
(Parameter sets in the search space for grid search)

3.1.2. Rastgele arama ydntemi (Random search method (RS))

RS, GS yonteminde oldugu gibi bir modelin parametrelerini
optimize etmede kullanilan global bir arama yo&ntemidir.
Optimize edilecek parametrelerin alt ve ist smirlari
belirlenir. Daha sonra her bir kogma ig¢in rastgele belirlenmis
parametre seti ile model egitilip performans ¢iktist alinir.
Arama uzayinda rastgele belirlenmis parametre setleriyle
(Sekil 6 orneginde oldugu gibi) yapilan RS yontemi ile
zamansal kazang saglanabilir. Ayrica global en iyiyi bulma
ihtimali diisiik de olsa vardir. Buna karsilik olarak parametre
setleri rastgele secildiginden dolayr aramalar belirli
noktalara sikisip arama uzaymin her bolgesinde arama
gerceklestirilemeyebilir.

Parametre 2

Parametre 1

Sekil 6. RS i¢cin arama uzayindaki parametre setleri
(Parameter sets in the search space for random search)

3.1.3. Genetik algoritma (Genetic algorithm (GA))

GA, 1975’te John Holland ve arkadaslar tarafindan 6nerilen
sezgisel bir arama algoritmasidir [37]. Kromozomlar genel
¢ozlimleri ifade ederken, GA’nin temel amaci en iyi
uygunluk degerini veren gen dizilisinin bulunmasidir.
Durdurma kriteri saglanana kadar algoritma olasi ¢6ziimleri
test etmeye ve en uygun sonucu veren gen dizilisini aramaya
devam eder. GA’ya ait temel adimlar Algoritma 1 ile
sunulmustur.

Algoritma 1:

Adim 1: Baslangi¢ popiilasyonu ve kontrol parametrelerinin
belirlenmesi

Adim 2: Uygunluk degeri hesaplama

Tekrarla

Adim 3: Seleksiyon

Adim 4: Caprazlama

Adim 5: Mutasyon

Durdurma kriteri saglanana kadar

Algoritmanm ilk adiminda, GA’nin mutasyon orani,
caprazlama orani, jenerasyon sayist ve popiilasyon
biiyiikliigli olan kontrol parametreleri ile baslangig
popiilasyonu  olusturulur.  Bir  sonraki  asamada
popiilasyondaki her bir olasi ¢oziim i¢in uygunluk degeri
hesaplanmaktadir. Daha sonra durdurma kriteri saglanana
kadar Adim 3, 4, 5 swrastyla tekrarlanir. Adim 3 ile
popiilasyonda  Kkaliteli ¢oziimlerin  artmasi, kalitesiz
¢ozlimlerin  azalmasini  saglayan seleksiyon islemi
gerceklestirilir. Rulet tekeri, siralama ve turnuva en temel
seleksiyon operatorleri arasinda yer almaktadir. Adim 4’te
caprazlama islemi ile yiiksek kaliteye sahip bireylerden daha
iyi bireylerin elde edilmesi amaglanmaktadir. Son adim olan
Adim 5 ile genetik ¢esitliligin saglandigi mutasyon iglemi
gerceklestirilmektedir.

3.2. Transfer Ogrenme Destekli Evrisimli Sinir Agt
(Transfer Learning Aided Convolutional Neural Network)

3.2.1. Evrigimli sinir agi (Convolutional neural network (CNN))

Evrisimli sinir ag1 (CNN), bir goriintiiyli girdi olarak alip,
kendi mimarisiyle ¢ikardigi 6zellikleri kullanarak goriintiiyii
anlamlandiran derin 6grenme metodudur [25]. Nesne
tanima, siniflandirma gibi temel iglevleri olan CNN yapis1
son yillarda popiiler kullanima sahiptir. CNN, genellikle
evrisim, ortaklama, diizlestirme ve tam baglanti
katmanlarma sahiptir. Ornek bir CNN mimarisi Sekil 7 ile
sunulmustur.

Evrisim katmani, evrisim isleminin gergeklestirildigi
katmandir. Burada, girdi filtreden gegirilir ve elde edilen
¢ikt, oOzellik haritas1 veya aktivasyon haritas1 olarak
adlandirlir [25]. Ornek bir evrisim islemi Sekil 8 ile
gosterilmigtir. Burada 2 boyutlu imge, evrisim g¢ekirdegi
olarak adlandirilan filtre ile ¢arpim islemine ugradiktan
sonra evrigsmis imge ortaya ¢ikmaktadir. Genellikle evrigim
katmanindan sonra kullanilan ortaklama katmani ile mevcut
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Ortaklama

Evrigim, Relu,
Ortaklama

© Agiz
© Agri
@ Tansiyon
@ Terlemek
6 Yara
Tam Bagh Tam Bagh
Katman Katman

Sekil 7. Ornek bir CNN mimarisi (A sample architecture of CNN)

girdinin 6zelliklerini koruyarak daha kiiciik bir matris elde
etmek amac¢lanmaktadir. Maksimum ve ortalama ortaklama
siklikla kullanilan ortaklama tipleridir [38]. Maksimuma
ortaklama i¢in islem siireci Sekil 9 ile sunuldugu gibidir.
Burada, 2x2’lik bloklar halinde imge ayrilir ve her bir
bloktaki en biiyiikk sayr almmarak ortaklama islemi
gergeklestirilmis olur.

o[1]1]0]0{1]0’ _
10| l_l_i!io IEREE 1113|381
0[0[O[L[TIL[0] . fofite] = [2[2[4]3]3
0[0[0[TIHO[0 Rl [1[2[3[4]1
0[0j1]1j0j0jO === |1]3]3]1]1
O[1] 10'0'0_0 4(3(1(1](0
1/1]1]0]0]0)0
Sekil 8. Ornek bir evrisim islemi
(An example for convolution process)
3 12 11| 8
' 2x2

716 B o |12

Ortaklama '
7 |12 | 20| 15 16 20
16 | 13|11 | 14

Sekil 9.0rnek bir maksimuma ortaklama islemi
(An example for max pooling process)

Diizlestirme katmani kendinden 6nceki matris formatindaki
verileri tam baglant1 katmanina beslemek i¢in hazirlar. CNN
mimarisinin sonlarina dogru kullanilan tam baglant1 katmani
tiim noronlarin 6nceki tiim girise bagl oldugu katmandir.
Diizlestirme katmanindan alinan veriler sinir agi yoluyla
egitilir ve 6grenme islemi gerceklestirilir.

3.2.2. Transfer ogrenme (Transfer learning)

Bir siniflandirma probleminin ¢6ziimii i¢in yeni bir CNN
mimarisi olugturmak zahmetli ve zaman isteyen bir siiregtir.
Bunun yerine 6n egitimli modellerden faydalanmak, yeni bir
mimari kurmaya nazaran daha etkili bir yontemdir. AlexNet
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[25], GoogLeNet [39], ResNet50 [40], vb. modeller 6n
egitimli model olarak adlandirilmaktadir. On egitimli
modeller kullanilarak siniflandirma, 6zellik ¢ikarma veya
transfer 6grenme gergeklestirilebilir.

Transfer 6grenme, 6n egitimli modelin mimarisinden belirli
bir katmana kadar olan kismunin atilarak, atilan katmanlarin
yerine probleme uygun olan katmanlarin eklenmesiyle
olusmaktadir. Boylelikle 6n egitimli modelin diisiik ve orta
seviyeli 6zellik ¢ikarma katmanlar1 transfer edilmis olup,
yiiksek seviyeli 6zellik ¢ikarimi mimariye sonradan eklenen
ve ilgili smiflandirma problemine uygun olarak segilen
katmanlarla gergeklestirilir [41]. Ornek bir transfer 6grenme
sireci adimlar1 Sekil 10 ile gosterildigi gibidir. Bu
caligmada, 22 katman derinlige sahip ve kullanimi popiiler
olan GoogLeNet 6n egitimli model kullanilarak transfer
ogrenme gergeklestirilmistir.

4. DENEYSEL CALISMALAR
(EXPERIMENTAL STUDIES)

GS, RS ve GA yontemleri kullanilarak parametre ayarlamasi
ile transfer 6grenme destekli CNN kullanilarak siniflandirma
caligmasinin gergeklestirildigi bu ¢alismada ERUSLR veri
seti lizerinde deneysel calismalar gergeklestirilmis ve
sonuglar detayl bir sekilde sunulmustur.

4.1. Deneysel Kurulum (Experimental Setup)

Deneysel kurulum, donanimsal kurulum ve parametre
kurulumu olmak iizere iki alt baglikta ele alinmistir.

4.1.1. Donanimsal kurulum (Hardware setup)

Hem gorsel veri iizerinde gergeklestirildigi hem de veri
setindeki biiylik 6rnek sayisindan dolay: biitiin deneysel
caligmalar i¢in 11 GB Ram destekli NVIDIA GTX 1080 Ti
Turbo donanimi kullanilmugtir. Onerilen y&ntem, Matlab
2019b platformunda kosulmustur.

4.1.2. Parametre kurulumu (Parameter setup)
Onerilen yontemde, parametre ayarlamasi igin GS, RS ve

GA yontemleri kullanilmigtir. GS ig¢in kullanilacak ilk
6grenme orani (ILR), £, diizenlilestirme (£2R) ve momentum
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3 Katmanin
Eklenmesi
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Sekil 10. Ornek bir transfer grenme siireci adimlar1 [38] (An example for main steps of transfer learning process)

(M) parametre degerleri Tablo 3 ile gdsterilmistir. RS
yonteminde segilecek ilk 6grenme orant, £, diizenlilestirme
ve momentum degerlerinin alt sinirt sirastyla 0,001, 0,00001
ve 0,75 iken iist sinirt sirastyla 0,01, 0,001 ve 0,95'tir. RS igin
kullanilan alt ve st sinirlar GA i¢in de kullanilmistir. GA’da
mutasyon orant 0,20, caprazlama orani 0,80, popiilasyon
sayis1 5 ve iterasyon sayisi 25 olarak ayarlanmistir. CNN
modelinin egitim parametreleri ayarinda ilk 6grenme orani,
{, diizenlilestirme ve momentum parametrelerinin diginda
var olan minibatch boyutu degeri 32 ve maksimum epok
degeri 100 olarak segilmigtir. CNN'in egitiminde
momentumlu stokastik gradyan inisi yontemi kullanilmustir.

Tablo 3. GS i¢in kullanilan parametre degerleri
(Parameter values used in grid search)

Parametre  Degerler

ILR 0,001 0,003 0,005 0,007 0,01
0GR 0,00001  0,0005 0,0001 0,005 0,001
M 0,75 0,80 0,85 0,90 0,95

4.2. Deneysel Sonuglar (Experimental Results)

Bu c¢aligmada onerilen yontem ERUSLR veri seti ile test
edilmistir. Onerilen yéntemde GS, RS ve GA ydntemleri
sistemdeki CNN modelinin egitim parametrelerini optimize
etmek icin kullanilmistir. Tablo 4 incelendiginde GS igin
olusabilecek tiim parametre seti kombinasyonlart ve bu
parametre setlerine ait dogrulama hatalar1 sunulmustur.
0,3201 dogrulama hatasini veren parametre degerleri GS
sonucunda hafizada tutulan en iyi parametre degerleridir. RS
icin olusan rastgele parametre setleri ve bu parametre
setlerine ait dogrulama hatalar1 Tablo 5 ile sunulmustur.
Tablo 5 incelendiginde 0,3208 dogrulama hatasini veren
parametre degerleri RS sonucunda hafizada tutulan en iyi

parametre degerleridir. arametre optimizasyonu i¢in GA
kosturuldugunda 0,3237 dogrulama hatasini veren parametre
seti ¢ikt1 olarak verilmistir. Bu parametre degerleri sirastyla
ILR = 0,0019, £2R = 0,00097 ve M = 0,85 olarak elde
edilmistir.

GS yontemiyle elde edilen en iyi parametre seti ile egitim
verisi kullanilarak egitilen GoogLeNet tabanli CNN modeli
ile test verisi lizerinde %93,63 dogruluk orani elde edilmistir.
I1gili modelin test verisi iizerindeki karmasiklik matrisi Sekil
11 ile gosterilmistir.

RS yontemiyle elde edilen en iyi parametre seti ile egitim
verisi kullanilarak egitilen GoogLeNet tabanli CNN modeli
ile test verisi lizerinde %89,81 dogruluk oran1 elde edilmistir.
Ilgili modelin test verisi iizerindeki karmasiklik matrisi Sekil
12 ile gosterilmistir.

GA yontemiyle elde edilen en iyi parametre seti ile egitim
verisi kullanilarak egitilen GoogLeNet tabanli CNN modeli
ile test verisi lizerinde %93,93 dogruluk orani elde edilmistir.
I1gili modelin test verisi iizerindeki karmasiklik matrisi Sekil
13 ile gosterilmistir.

Herhangi bir global arama yontemi kullanilmadan sadece
varsayilan egitim parametre degerlerini kullanarak egitilen
GoogLeNet tabanli CNN modeli ile test verisi {izerinde
%88,62 dogruluk oram elde edilmistir. lgili modelin test
verisi Uzerindeki karmagsiklik matrisi  Sekil 14 ile
gosterilmisgtir.

GoogLeNet tabanlt CNN modeli ile GS, RS ve GA destekli
GoogLeNet tabanli CNN modelleri i¢in kullanilan egitim
parametreleri degeri ve bu parametreler sonucunda elde
edilen dogruluk oranlar1 Tablo 6 ile gosterildigi gibidir.
Tabloya gore GA destekli GoogLeNet tabanli CNN en
basarili sonucu vermistir.
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Tablo 4. GS yonteminde belirlenen parametre degerleri ve hesaplanan dogrulama hatalar:
(Parameter values and validation errors determined in grid search method)

No ILR &R M H No ILR &R M H No ILR R M H

1 0,001 0,00001 0,75 03691 43 0,003 0,00500 0,85 0,3576 85 0,007 0,00050 0,95 0,9517
2 0,001 0,00001 0,80 04232 44 0,003 0,00500 0,90 03518 86 0,007 0,00010 0,75 0,3497
3 0,001 0,00001 0,85 0,3857 45 0,003 0,00500 0,95 04845 87 0,007 0,00010 0,80 0,3439
4 0,001 0,00001 090 0,4009 46 0,003 0,00100 0,75 03684 88 0,007 0,00010 0,85 0,3771
5 0,001 0,00001 0,95 03035 47 0,003 0,00100 0,80 0,3605 89 0,007 0,00010 0,90 0,4247
6 0,001 0,00050 0,75 0,3958 48 0,003 0,00100 0,85 0,3583 90 0,007 0,00010 0,95 0,5083
7 0,001 0,00050 0,80 0,4110 49 0,003 0,00100 0,90 0,3360 91 0,007 0,00500 0,75 0,4196
& 0,001 0,00050 0,85 0,3850 50 0,003 0,00100 0,95 0,3800 92 0,007 0,00500 0,80 0,4420
9 0,001 0,00050 0,90 03619 51 0,005 0,00001 0,75 03785 93 0,007 0,00500 0,85 0,4470
10 0,001 0,00050 0,95 0,3331 52 0,005 0,00001 0,80 0,3901 94 0,007 0,00500 0,90 0,5811
11 0,001 0,00010 0,75 0,3973 53 0,005 0,00001 0,85 03720 95 0,007 0,00500 0,95 0,7931
12 0,001 0,00010 0,80 0,3915 54 0,005 0,00001 0,90 03951 96 0,007 0,00100 0,75 0,3922
13 0,001 0,00010 0,85 0,3821 55 0,005 0,00001 0,95 04650 97 0,007 0,00100 0,80 0,3828
14 0,001 0,00010 0,90 0,3720 56 0,005 0,00050 0,75 0,3857 98 0,007 0,00100 0,85 0,3634
15 0,001 0,00010 0,95 0,3273 57 0,005 0,00050 0,80 0,3518 99 0,007 0,00100 0,90 0,4146
16 0,001 0,00500 0,75 04146 58 0,005 0,00050 0,85 0,3821 100 0,007 0,00100 0,95 0,9517
17 0,001 0,00500 0,80 0,3836 59 0,005 0,00050 0,90 04124 101 0,010 0,00001 0,75 0,3886
18 0,001 0,00500 0,85 03764 60 0,005 0,00050 0,95 04463 102 0,010 0,00001 0,80 0,3598
19 0,001 0,00500 0,90 0,3670 61 0,005 0,00010 0,75 0,3634 103 0,010 0,00001 0,85 0,3879
20 0,001 0,00500 0,95 0,3944 62 0,005 0,00010 0,80 03381 104 0,010 0,00001 0,90 0,4470
21 0,001 0,00100 0,75 0,3893 63 0,005 0,00010 0,85 0,3691 105 0,010 0,00001 0,95 0,9531
22 0,001 0,00100 0,80 0,3468 64 0,005 0,00010 0,90 03526 106 0,010 0,00050 0,75 0,3518
23 0,001 0,00100 0,85 03641 65 0,005 0,00010 0,95 0,4585 107 0,010 0,00050 0,80 0,3446
24 0,001 0,00100 0,90 03706 66 0,005 0,00500 0,75 0,4456 108 0,010 0,00050 0,85 0,4167
25 0,001 0,00100 0,95 03360 67 0,005 0,00500 0,80 0,3547 109 0,010 0,00050 0,90 0,4996
26 0,003 0,00001 0,75 03619 68 0,005 0,00500 0,85 0,3792 110 0,010 0,00050 0,95 0,9517
27 0,003 0,00001 0,80 0,3720 69 0,005 0,00500 0,90 05213 111 0,010 0,00010 0,75 0,3655
28 0,003 0,00001 0,85 0,3338 70 0,005 0,00500 0,95 0,6301 112 0,010 0,00010 0,80 0,3778
29 0,003 0,00001 090 0,3684 71 0,005 0,00100 0,75 03800 113 0,010 0,00010 0,85 0,3843
30 0,003 0,00001 095 03742 72 0,005 0,00100 0,80 0,3259 114 0,010 0,00010 0,90 0,5501
31 0,003 0,00050 0,75 0,3627 73 0,005 0,00100 0,85 0,3439 115 0,010 0,00010 0,95 0,9531
32 0,003 0,00050 0,80 0,3670 74 0,005 0,00100 0,90 0,4348 116 0,010 0,00500 0,75 0,4859
33 0,003 0,00050 0,85 0,4182 75 0,005 0,00100 0,95 04535 117 0,010 0,00500 0,80 0,4492
34 0,003 0,00050 0,90 0320/ 76 0,007 0,00001 0,75 03785 118 0,010 0,00500 0,85 0,5032
35 0,003 0,00050 0,95 0,3396 77 0,007 0,00001 0,80 03526 119 0,010 0,00500 0,90 0,6128
36 0,003 0,00010 0,75 0,3879 78 0,007 0,00001 0,85 03410 120 0,010 0,00500 0,95 1,0000
37 0,003 0,00010 0,80 0,3699 79 0,007 0,00001 0,90 04218 121 0,010 0,00100 0,75 0,3396
38 0,003 0,00010 0,85 0,3627 80 0,007 0,00001 0,95 09517 122 0,010 0,00100 0,80 0,4037
39 0,003 0,00010 090 0,3713 81 0,007 0,00050 0,75 03915 123 0,010 0,00100 0,85 0,3915
40 0,003 0,00010 0,95 0,3901 82 0,007 0,00050 0,80 04117 124 0,010 0,00100 0,90 0,5912
41 0,003 0,00500 0,75 0,3699 &3 0,007 0,00050 0,85 0,3987 125 0,010 0,00100 0,95 0,9517
42 0,003 0,00500 0,80 0,3482 &4 0,007 0,00050 0,90 0,3605
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Tablo 5. RS yonteminde belirlenen parametre degerleri ve hesaplanan dogrulama hatalar:
(Parameter values and validation errors determined in random search method)
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0,0045
0,0055
0,0018
0,0100
0,0092
0,0022
0,0040
0,0069
0,0080
0,0022
0,0099
0,0029
0,0035
0,0057
0,0066
0,0070
0,0049
0,0046
0,0041
0,0049
0,0045
0,0067
0,0071
0,0095
0,0079
0,0055
0,0030
0,0040
0,0083
0,0023
0,0061
0,0079
0,0092
0,0086
0,0050
0,0056
0,0051
0,0049
0,0028
0,0046
0,0083
0,0078

0,00047
0,00083
0,00070
0,00033
0,00004
0,00019
0,00056
0,00039
0,00012
0,00079
0,00068
0,00089
0,00086
0,00091
0,00077
0,00054
0,00066
0,00056
0,00068
0,00049
0,00026
0,00004
0,00011
0,00009
0,00029
0,00059
0,00002
0,00055
0,00011
0,00060
0,00050
0,00005
0,00071
0,00088
0,00050
0,00056
0,00070
0,00002
0,00085
0,00009
0,00052
0,00084

0,76
0,85
0,93
0,86
0,76
0,77
0,89
0,86
0,77
0,89
0,93
0,93
0,85
0,80
0,89
0,77
0,86
0,95
0,93
0,84
0,76
0,82
0,81
0,86
0,76
0,87
0,94
0,91
0,87
0,85
0,92
0,76
0,93
0,90
0,92
0,95
0,92
0,90
0,81
0,83
0,87
0,92

0,3764
0,3612
0,3345
0,3720
0,3590
0,3706
0,3973
0,3893
0,3720
0,3778
0,5263
0,3785
0,3345
0,3482
0,3518
0,3886
0,3994
0,4376
0,4297
0,3901
0,3432
0,3619
0,3526
0,3807
0,3482
0,3583
0,3663
0,3417
0,3987
0,3879
0,3893
0,3273
0,9517
0,4131
0,3583
0,4333
0,4124
0,3720
0,3706
0,3259
0,4174
0,4268

43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62
63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78
79
80
81
82
83
84

0,0094
0,0036
0,0036
0,0093
0,0080
0,0081
0,0011
0,0059
0,0018
0,0057
0,0077
0,0084
0,0019
0,0047
0,0060
0,0088
0,0051
0,0058
0,0061
0,0025
0,0088
0,0064
0,0047
0,0046
0,0094
0,0092
0,0035
0,0033
0,0056
0,0065
0,0061
0,0070
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Sekil 12. RS destekli modelin karmasgiklik matrisi (Confusion matrix of random search supported model)
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Sekil 13. GA destekli modelin karmagiklik matrisi (Confusion matrix of GA supported model)
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Sekil 14. Global arama desteksiz modelin karmasiklik matrisi (Confusion matrix of global search unsupported model)

Tablo 6. Arama yontemi destekli / desteksiz parametre segimi ve dogruluk oranlar
(Search method supported / unsupported parameter selection and accuracy rates)

Metot ILR 0GR M Dogruluk (%)
GS + GoogLeNet destekli CNN 0,0030 0,00050 0,90 93,63
RS + GoogLeNet destekli CNN 0,0057 0,00074 0,77 89,81
GA + GoogLeNet destekli CNN 0,0019 0,00097 0,85 93,93
GoogLeNet destekli CNN 0,0100 0,00010 0,90 88.62
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5. SONUCLAR (CONCLUSIONS)

Bu c¢alismada, oncelikle, hastane ortaminda kullanilan
kelimeleri iceren ERUSLR adinda yeni bir veri seti
olusturulmustur. Bu veri setinin siniflandirilmasi igin
literatiirde siklikla kullanilan ve bir derin 6grenme metodu
olan CNN kullanilmas1 amaglanmistir. Yeni bir CNN
modelinin gelistirilmesi zorlu bir siire¢ gerektirdiginden
GoogLeNet 6n egitimli model kullanilarak transfer 6grenme
destekli bir CNN modeli olusturulmustur. GoogLeNet
tabanli CNN modelinin basarimini artirmak igin egitim
parametrelerini optimize etmek bu caligmanin bir diger
amac1 olmustur. Global arama algoritmalarindan en yaygin
kullanilan GS ve RS yontemleri ile yaygin kullanilan
sezgisel arama yontemlerinden GA, GoogLeNet tabanli
CNN modelinin egitim parametrelerini optimize etmek i¢in
kullanilmistir. Egitim parametreleri arama yontemleriyle
optimize edilmis CNN modelinin basarimlari dogruluk orani
kriterine gore incelenmistir. Elde edilen deneysel sonuglar
incelendiginde, GA yontemi destekli GoogLeNet tabanli
CNN modelinin basarimi diger arama yontemi destekli
GoogLeNet tabanli CNN modellerine gore daha yiiksektir.
Arama yontemleri kullanilmadan sadece varsayilan egitim
parametreleri  kullanilarak  gergeklestirilen  ¢aligmanin
basarimi, arama yontemi destekli modellere gore daha diisiik
kalmustir.

Gelecek ¢aligmalar igin parametre optimizasyonunda farkli
global ve sezgisel arama yontemlerinin kullanilmasi ve
performans kiyaslamasi amaglanmaktadir. Bunun yaninda,
GoogLeNet disinda farkli 6n egitimli modeller kullanilarak
transfer Ogrenme  gergeklestirip performans analizi
yapilabilir. Ayrica, 6nerilen metodun farkli veri setleriyle
test edilmesi bir diger gelecek ¢alisma planidir.
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