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0Oz: SMS, mobil cihaz kullanicilarinin iletisimlerinde kullandiklar1 énemli
araglardan biridir. Giinimiizde kullanicilarin almis oldugu c¢ogu bilginin
kaynagi cep telefonlaridir. Teknolojideki gelismelerle birlikte cep
telefonlarina gelen mesajlarin icerigi genis bir alana yayilmakla beraber
istenilen kaynaktan gelip gelmedigi 6nemli bir konu tegkil etmektedir. Metin
siniflandirma ¢alismalarinda Tiirkge ¢alismalarin azlig1 dikkat gekicidir. Bu
calismada ¢ok sayida kullanicinin telefonlarina gelen mesajlar incelenmis ve
veri 6n isleme gibi cesitli iyilestirme asamalarindan gegirilerek bir araya
getirilmistir. Bu asamalardan sonra mevcut mesaj icerikleri makine
o6grenmesi teknikleri araciligiyla metin smiflandirma uygulanarak
incelenmistir. Elde edilen veriler normal, reklam ve spam olacak sekilde 3
farkli kategoriye ayrilmistir. Ayrica dengesiz olan veri setini dengeli hale
getirmek icin Synthetic Minority Oversampling Technique (SMOTE),
Condensed Nearest Neighbour (CNN), Undersampling Technique ve
Random Undersampling Technique (RUS) uygulanarak siniflandirma
performanslari incelenmistir. 4203 adet SMS’in yer aldig1 veri seti lizerinde
yapilan ¢alisma sonucunda en iyi sonucu veren (OACC degerine gore)
siiflandirmalar SMOTE'ta yaklasik % 80.1 ile Lojistik Regresyon, CNN’de
yaklasik %62.1 ile XGBoost ve RUS’ta yaklasik %73.8 ile Lojistik Regresyon
olmustur.
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Abstract: SMS is one of the important tools that mobile devices users use in
their communication. Today, most of the information received by users is
the source of mobile phones. With the advances in technology, the content
of the messages coming to mobile phones is spread over a wide area and
whether or not they come from the desired source is an important issue.
The lack of Turkish studies in text classification studies is noteworthy. In
this study, the messages received from a large number of users' phones
were examined and brought together through various improvement stages
such as data preprocessing. After that, the existing message contents were
examined by applying text classification by machine learning techniques.
The data obtained are divided into 3 different categories as normal,
advertising and spam. In order to stabilize the unbalanced data set,
classification performances were examined by applying Synthetic Minority
Oversampling Technique (SMOTE), Condensed Nearest Neighbor (CNN)
Undersampling Technique and Random Undersampling Technique (RUS).
As a result of the study performed on the data set containing 4203 SMS, the
best classifications (according to OACC value) were Logistic Regression with
80.1% in SMOTE, XGBoost with 62.1% in CNN and Logistic Regression with
73.8% in RUS.
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1. Giris

Metin simiflandirmanin bir¢ok farkli uygulama alan vardir. Ornegin, kiitiiphanede yeni bir kitabin konusunun
belirlenmesi ve benzer temali kitaplar arasinda uygun yerin belirlenmesi bir metin siniflandirma problemidir.
Bu, insan emegi yerine bilgisayar tarafindan yapilirsa, isleme bilgisayarli metin siniflandirma denir. Spam
filtreleme, bir metnin yazar1 veya dilini belirleme, belge indeksleme, kelime anlamini belirleme gibi bir¢ok
uygulama metin siiflandirma uygulamalarina érnektir. Ote yandan, diger siniflandirma uygulamalar1 metin
siniflandirma ¢6ziim yontemleri ile gergeklestirilebilir. Konusmalarin siniflandirilmasinin uygulanmasinda,
konusma tanima isleminden sonra metin siniflandirmasi yapilarak konusmanin uygun sinifa atanmasi
saglanabilir. Video gibi ¢oklu ortamlarin smiflandirma sorunu, belgedeki ¢oklu ortamlarla ilgili metinlerin
siniflandirma problemini azaltarak ¢oziilmiistiir [1]. Teknolojideki ilerlemelerle birlikte, e-posta, forum ve
sohbet odalar gibi bilgisayar destekli iletisim araglariyla metin siniflandirmasi giderek daha énemli hale geldi.
Her ne kadar stirekli giincellenen blog alanlari gibi uygulamalar milyonlarca insan tarafindan kullanilsa da takibi
¢ok zordur. Ge¢cmiste icerik analizine odaklanan ¢alismalar olmasina ragmen, igeriklerin siniflandirilmasina
odaklananlarin sayisi sinirlidir. Bunun nedeni, bir metnin havasini siniflandirmanin zor olmasidir. Yapay zeka
calismalarindaki gelismeler ile dogal dil isleme kullanilarak bu zorluk ortadan kaldirilmistir. Dogal dil isleme
modelleri, metni siniflandirmak icin énceki bilgilerin kullanilmasinmi gerektirir. Makine 6grenmesi yaklasimlari,
aciklamali modeller olusturmak icin denetimli 6grenme algoritmalar1 kullanir. Metin siiflandirma i¢in, makine
o0grenme teknikleri, farkli dillere ve kosullara daha iyi uyum saglayabileceklerinden, dogal dil isleme
tekniklerinden daha iyi sonuglar elde etme egilimindedir [2].

Diger dillerin aksine, literatiir arastirildiginda, Tiirk¢ce metin siniflandirma g¢alismalarinin sayisinin az olmasi
dikkat cekicidir. Tufek¢i ve ark., Tiirk dil bilgisi 6zelliklerini kullanarak web tabanli haber metinlerini
siniflandirmak icin azaltilmis o6zellik vektoriinii kullandi. Naive Bayes, SVM, C4.5 ve RF siniflandirma
yontemlerinden elde edilen sonuglar genellikle daha yiiksekti, ancak en yiiksek basar1 %92.73 ile Naive'den elde
edildi [3]. Amasyal1 ve dig. metin siniflandirma igin bir sistem gelistirdi ve %76'lik bir basar1 orani elde etti [4].
Amasya ve Diri, N-gram karakterini kulland1 ve metnin yazarini, metnin tiriini ve yazarin cinsiyetini belirlemek
icin bazi siniflandirma algoritmalarini inceledi. Bu problemlerde basari sirasiyla %83, %93 ve %96 olarak
olciilldi [5]. Yildiz ve dig. Metin smiflandirma i¢in yeni bir 6zellik ¢ikarma yontemi 6nererek Naive Bayes
algoritmasi ile %96.25 basar1 orani elde etti [6]. Giiven ve ark. N-gram kelime belgelerinde Uygulamali Latent
Semantik Analiz yontemi kullandi [7]. Gliran ve dig. unigram, bigram ve trigram kelimelerinin temsil edildigi ve
genellikle yiliksek siniflandirma oranlarina ulasildigr bir Tirk veri setine cesitli siiflandirma yontemleri
uyguladilar. En iyi sonuglar sirasiyla %95.83, %93.17 ve %52.83 olarak elde edildi [8].

2. Materyal ve Metot

Bu arastirmada, ¢ok sayida kullanicinin telefonlarina gelen 4203 adet SMS’e (Reklam SMS: 2374, Normal SMS:
1277, Spam SMS: 552) cesitli makine 6grenme teknikleri ile metin siniflandirmasi yapildi. Bu veri halka agik
olarak internet iizerinden Curl yontemi ile indirilmistir. SMS’lerin reklam, normal veya spam olmalar ile
tahminleme c¢alismas1 yapilmistir. Ayrica, asir1 Orneklemenin ve alt orneklemenin metin smiflandirma
performansina etkisi incelenmistir. Bu siniflandirma isleminden once, veri seti énceden islenmis ve gerekli
Olgeklendirme yapilmistir. Bu asamadan sonra, c¢esitli makine 6grenme teknikleri ile SMS’ler i¢in tahmin
modelleri kurulmus ve farkli durumlarda hangi istatistiksel siniflamanin daha iyi sonug verdigi tespit edilmistir.
Arastirmada kullanilan veri setine uygulanan makine o6grenme teknikleri i¢in Python(versiyon: 3.7.1)
programlama dili kullanilmistir.

2.1. Makine 6grenmesi teknikleri

Makine 6greniminin amaci, bilgisayarlardaki karmasik sorunlar: tespit etmek ve onlara rasyonel ¢oziimler
sunmaktir. Bu, makine 6greniminin istatistik, veri madenciligi, 6riintii tanima, yapay zeka ve teorik bilgisayar
bilimi gibi alanlarla yakindan ilgili oldugunu ve ¢ok disiplinli bir calisma gerektirdigini gostermektedir.
Regresyon yontemleri, bir veya daha fazla agiklayic1 degisken ile bir sonu¢ degiskeni arasindaki iliskiyi
aciklamak icin veri analizinin ayrilmaz bilesenleridir. Makine 6grenimi teknikleriyle yapilan ilk ¢alismalardan
biri Vapnik tarafindan yapilmistir [9]. Bu ¢alismada Vapnik, regresyon problemlerinin ¢6ziimii i¢cin Destek
Vektori Makinesi kullandi. Bu g¢alismada kullanilan ydntem bir¢ok regresyon ve zaman serisi tahmin
probleminde yiiksek basar1 oranlar1 gdstermistir [10]. Giinlimiizde, teknolojideki gelismeler ile birlikte makine
6grenme tekniklerinin kullanimi artmaktadir. Asagidaki bolim, bu c¢alismada kullanilan makine 6grenme
teknikleri ile ilgilidir.
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iki veya cok seviyeli kategorik verilerden olusan ¢ok sayida sosyo-ekonomik ve tibbi arastirma sonucunun,
bagimlh degisken ile bagimsiz degiskenleri arasindaki sebep-sonug iliskisini arastirmak icin Lojistik Regresyon
(LR) Analizi tercih edilir.

K-En Yakin Komsu (KNN) siniflandirma ydnteminde, veriler drnekteki en yakin veriler arasinda en sik temsil
edilen sinifa atamir. En yakin veri Oklid uzaklik fonksiyonu hesaplanarak belirlenir. K, bu smiflandirmada,
dikkate alinmasi gereken en yakin veri sayisidir [11].

Destek Vektor Makinesi (SVM), ¢esitli metin siniflandirma problemlerinde kullanilan bir makine 6grenme
teknigidir. SVM'ler yapisal risk minimizasyonu ilkesini takip ederler [12].

Naive Bayes (NB), metin iizerinde iyi ¢alisan basit bir modeldir. Genel olarak siniflandirma i¢in kullanilan bu
yontem, temel bir olasilik teoremi olan Bayes teoremine dayanmaktadir. Bayes formiilii asagidaki gibidir.

P(A|B)P(A)

PAIB) =55 (1)

Bir karar agaci (DT), bir veri setini agacin her bir diiglimiinde tanimlanan bir dizi teste gore tekrar tekrar kiigtik
alt boliimlere ayiran bir siniflandirma olarak tanimlanir [13].

Rastgele Orman (RF), hem regresyon hem de siniflandirma gorevleri icin genis bir karar agaci seti kullanan
istatistiksel bir 6grenme algoritmasidir. Yiikksek dogrulugu, saglamlig: ve 6zelliklerinin sirasina gore bilgi sunma
kabiliyeti nedeniyle RF, biyoinformatik ve tibbi goriintileme dahil olmak iizere ¢esitli makine 6grenme
uygulamalarina etkili bir sekilde uygulanir [14].

Adaboost (ADB) siniflandirmasinin temel amaci, bir dizi zayif 6grenicinin ¢iktilarini birlestirmektir. Her zayif
Ogrenici bir karar agaci ve yapay bir ag1 temsil eder. Her turda, yanlis siniflandirilmis 6grenicilerin agirliklari
arttirilir ve dogru siniflandirilmis 68renicilerin agirliklar: azaltilir. Bu islem, agirliklardaki degisiklikler 6nemsiz
hale gelinceye kadar devam eder [15].

Gradyan Artirma (GB) karar agaglari temelli bir yontemdir ve 6nyiikleme y1gina dayal rastgele ormandan farkl
olan bir gradyan artisina dayanir. Bu yaklasim genellikle karar agaclar1 sabit biiytikliikte temel bir 6grenici
olarak kullanilir ve bu baglamda gradyan agaci giliclendirmesi olarak adlandirilir [16]. Bu makine 6grenme
yontemi, bazi zorlu veri setlerinde en gelismis sonuglar1 saglamak i¢in yaygin olarak kullanilmaktadir. Bu
modelin ana fikri, istenen son kombinasyonu elde etmek i¢in ¢oklu yineleme yoluyla zayif simiflandiricilari
gelistirerek gliclii bir siniflandirici olusturmaktir. Her yineleme, 6nceki modelin kalintilarini azaltir. Kalan yonde
yeni bir kombinasyon modeli olusturarak 6nceki sonucu iyilestirmek i¢cin tasarlanmistir [17].

Extreme Gradient Boost (XGBoost), daha basit ve daha zayif bir modelin tahminlerini birlestirerek sonucun
tahmin edilmesine yardimci olan denetimli bir 6grenme algoritmasidir. Gradyan artirma algoritmasindan daha
hizlidir. Daha 6nce olusturulmus zayif modellerden tekrarlayip 6grenerek hatayr minimize etmeye ¢alisir [18].

Yapay sinir aglar1 (ANN), insan beyninin biyolojik sinir aglarina dayanarak gelistirilmistir ve bu aglarin
fonksiyonlarini yerine getirmek icin tasarlanmis bir bilgi islem sistemidir [19].

2.2.Veri O6n isleme
Makine 6grenim teknikleri uygulanmadan dnce, asagidaki adimlar kullanilarak veri kiimesi analiz edilmistir.

1. Metin Siniflandirmasi yapilacagi i¢in egitime Kullanici Adi, Cinsiyet ve PlayStore puanlama bélimleri
dahil edilmedi. Yalnizca SMS metinleri alind1.
2. Tiurk alfabesine gore filtreleme uygulanarak, noktalama isaretleri, sayilar vb. Alfabe dis1 karakterler
silindi.
3. Her climleyi bir climlede belirterek:
e Tim biiylik harfler kii¢lik harfe doniistiirildii.
e Tirkce dilinde duygu belirtmeyen duraklama kelimeleri stopwords filtresi uygulanarak silindi.
o Her kelimenin kokii TurkishStemmer kullanilarak belirlendi ve ciimleler kok formuyla yeniden
olusturuldu.
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Islenen matris icin en ¢ok kullanilan 1000 kelime CountVectorizer Max Features ydéntemi ile belirlendi
ve 4203x1000 boyutlu matris olusturuldu (Reklam SMS: 2374, Normal SMS: 1277, Spam SMS: 552).
Veri setindeki SMS metinleri sirasiyla reklam, normal ve spam olacak sekilde tlice boliinmiis ve ilk
asamada dengesiz bir veri seti elde edildi. Bu problemden kurtulmak i¢in veri seti yeniden érneklendi.
Dengesiz veri seti, karar agaci endiiksiyon sistemleri veya her sinifin goreceli dagilimini hesaba
katmadan genel dogrulugu optimize etmek icin tasarlanmis c¢cok katmanli sensérler gibi tipik
siiflandiricilar igin zorluklar ortaya cikarir [20]. Ornekleme yéntemleri, sinif dengesizligi problemiyle
basa ¢ikmak i¢in yaygin olarak kullanilir. Bu yaklasimlar1 uygulamak ¢ok kolay olmakla birlikte, onlar:
en etkili sekilde belirlemek bircok zorlugu icerir. Ozellikle, asir1 érneklemenin yetersiz érneklemeden
daha etkili olup olmadig1 ve hangi 6rnekleme oraninin kullanilmasi gerektigi iyi belirlenmelidir [21].
Veri setinde kullanilan test ve egitim kiimeleri sirasiyla 0.3 ve 0.7 olarak belirlendi.
SMOTE teknigi ile veri setine asir1 6rnekleme (SMOTE) yapild1.

e  ONCE: Reklam SMS: 2374, Normal SMS: 1277, Spam SMS: 552

e SONRA: Reklam SMS: 2374, Normal SMS: 2374, Spam SMS: 2374

e CountVectorizer (Max Features parametresi ile 1000 feature secildi.)
Undersampling (CNN) yapuldi.

e  ONCE: Reklam SMS: 2374, Normal SMS: 1277, Spam SMS: 552

e SONRA: Reklam SMS: 757, Normal SMS: 340, Spam SMS: 552
Random Undersampling (RUS) yapildL.

e  ONCE: Reklam SMS: 2374, Normal SMS: 1277, Spam SMS: 552

e  SONRA: Reklam SMS: 552, Normal SMS: 552, Spam SMS: 552
Ug teknigin sonuglarinin karsilastirmasi yapildi.

Veri 6rnekleme algoritmalari i¢in imblearn kiitiiphanesinin varsayilan parametreleri, ML algoritmalari i¢in scikit
learn kiitiiphanesinin varsayilan parametreleri kullanilmistir.

Tablo 1. Kullanilan algoritmalarin parametreleri

SMOTE

LogisticRegression(C=1.0, class_weight=None, dual=False, fit_intercept=True,
intercept_scaling=1, 11_ratio=None, max_iter=100, multi_class='warn’, n_jobs=None,
penalty="12', random_state=0, solver='warn', tol=0.0001, verbose=0, warm_start=False)

CNN

XGBClassifier(base_score=0.5, booster="gbtree’, colsample_bylevel=1, colsample_bytree=1,
gamma=0, learning rate=0.1, max_ delta_step=0, max_depth=3, min_child_weight=1,
missing=None, n_estimators=100, n_jobs=1, nthread=None, objective="multi:softprob’,
random_state=0, reg_alpha=0, reg lambda=1, scale_pos_weight=1, seed=None, silent=True,
subsample=1)

RUS

LogisticRegression(C=1.0, class_weight=None, dual=False, fit_intercept=True,
intercept_scaling=1, 11_ratio=None, max_iter=100, multi_class='warn’, n_jobs=None,
penalty="12', random_state=0, solver='warn’, tol=0.0001, verbose=0, warm_start=False)

2.3. Istatistiksel analiz

Arastirmada kullanilan veri setine makine 6grenme teknikleri uygulandiktan sonra dogruluk oranlari confusion

matrisi kullanilarak hesaplanmistir. Confusion matrisi, bir veri kiimesinde dogru ve yanlis siniflandirilmis veri
gruplarinin sayisini veren matristir.

Calismamizda ¢ok sinifli verilerde yaygin olarak kullanilan bir basar1 degerlendirme yontemi olan Genel
Dogruluk Orani (OACC) kullanilmistir [22].

Tablo 2. Confusion matris

Gercek Durum
Data Set Sinif 1|Sinif 2[Simif 3Toplam
Siif 1] a b c j
TahminSiif 2| d e f k
Smif3] g h i 1
Toplam m n 0 N

Basar skorlari, confusion matrisi yardimiyla hesaplanmaktadir (Tablo 2). Calismamizda kullanilan ve confusion

matris yardimiyla hesaplanan basari 6lciileri ve formiilleri (2) numarali ifadede belirtilmektedir;

N=(a+b+c+d+e+f+g+h+i)
j=a+b+c (2)

k=d+

e+f
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l =g + h +i

m=a+d+g

n=b+e+h

o=c+f+i

OACC=(a+e+i)/N

Precision; =a/j

Precision; =e / k

Precisionz =i /1

Recalli=a/m

Recall; =e/n

Recalls; =i/ o

Specificity; = (e + f+h+1i) / (k+1)
Specificity, = (a+c+g+i) / (j+1)
Specificityz = (a+b+d +e) / (j+ k)

confusion matrisi yardimiyla hesaplanan birka¢ dogruluk puani daha vardir. Ayrica ¢alismanin giici, tip II hata,
tip | hata sirasiyla TP degeri, FN degeri ve FP degeri ile hesaplanir.

Tiim analiz ve islemlerde, Windows 10 64bit isletim sistemine, dort ¢ekirdekli Intel Skylake Core i5-6500 CPU
3.2 GHz 6 MB cahce ve 8 GB 2400 MHz DDR4 Ram bellege sahip bir bilgisayar kullanilmistir.

2.4. Ornekleme teknikleri

Dengesizlik, bir sinifin 6érneklem biiytkliglnin diger sinif veya siniflardan ¢ok daha ytliksek olmasidir. Bu
nedenle, kii¢tik siniflara ait veri 6rnekleri ortak siniflara ait olanlardan daha sik yanlis siiflandirilmaktadir.
Dengesiz veri setini dengelemek icin bazi teknikler gelistirilmistir [23]. Veri analizinde asir1 6rnekleme ve 6rnek
alma, bir veri kiimesinin sinif dagilimini ayarlamak i¢in kullanilan tekniklerdir (yani, temsil edilen farkl
siniflar/kategoriler arasindaki oran). Bu terimler hem istatistiksel 6rneklemede hem anket tasarim
metodolojisinde hem de makine 6greniminde kullanilir [24].

2.4.1. Sentetik azinlik 6rnekleme teknigi (Synthetic Minority Oversampling Technique, Smote)

SMOTE, veri kiimenizdeki eleman sayisin1 dengeli bir sekilde artirmak i¢in kullanilan istatistiksel bir tekniktir.
Modiil, girdi olarak verdiginiz mevcut azinlik elemanlarindan yeni drnekler olusturarak ¢alisir. SMOTE’un bu
uygulamasi ¢ogunluk elemanlarinin sayisini degistirmez.

Yeni 6rnekler sadece mevcut azinlik elemanlarinin bir kopyasi degil; bunun yerine, algoritma her hedef sinif ve
en yakin komsulari icin 6zellik alanindan 6rnekler alir ve hedef durumun 6zelliklerini komsularinin 6zellikleriyle
birlestiren yeni 6rnekler olusturur. Bu yaklasim, her sinifa uygun o6zellikleri arttirir ve 6rnekleri daha genel
yapar. SMOTE, veri kiimesinin tamamini girdi olarak alir, ancak yalnmizca azinlik elemanlarinin sayisini arttirir
[25].

Sentetik drnekler, simiflandiricinin daha kiigiik ve daha spesifik bolgeler yerine daha biiyiik ve daha az spesifik
karar bolgeleri olusturmasina neden olur. Azinlik sinifi 6rnekleri icin, etraflarindaki ¢ogunluk sinifi 6érnekleri
tarafindan kabul edilenler yerine daha genel bolgeler 6grenilmektedir. Bunun etkisi karar agaglarinin daha iyi
genellesmesidir. Azinlik sinifi, asil biyiikliigiiniin %100, %200, %300, %400 ve %500'inde 6rneklenmistir.
SMOTE algoritmasi su sekilde ¢alisir [26]:

Algorithm SMOTE(T, N, k)
Input: Azinlik siniflarinin sayisi T; ytizdesel SMOTE miktar1 N; en yakin komsu sayisi k
Output: (N/100 )*T sentetik azinlik 6rnek sayisi
1. (xEger N, 100’den kiiciikse, SMOTE edilecek 6rnek sayisi rastgele segilir.*)
if N<100
then Rastgele secilen T azinlik 6rnek sayisi
T=(N/100)*T
N=100
End if
N=(int)(N/100)(*SMOTE edilecek veri 100’iin kat1 olarak varsayilir.*)
k= En yakin komsu say1s1
9. numattrs= Nitelik sayisi
10. Sample[ ][ ]: Orjinal azinlik simif érneklerinin dizisi
11. newindex: ilk degeri sifir olup sentetik 6rneklerin sayisinli tutar.
12.  Synthetic[][]: sentetik 6rneklerin dizisi (*Yalnizca her azinlik sinifi 6rnegi icin en yakin komsu
hesaplanir.*)
13. fori<1toT

PN AW
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14. i'yve en yakin komsulari hesaplar ve dizileri nnarray'de saklar.
15. Populate(N,i,nnarray)
16. End for

Populate(N, i, nnarray)(*Sentetik 6rnek tiretmek i¢in fonksiyon.*)
17.  while N20

18. 1 ile k arasinda bir rastgele sayi secilip, nn olarak adlandirilir. Bu adim i'nin en yakin
komsularindan birini seger.
19. for attr<1 to numattrs
20. Compute: dif=Sample[nnarray[nn]][attr]-
Sample[i][attr]
21. Compute: gap= 0 ile 1 arasinda rastgele say1.
22. Synthetic[newindex][attr]=Sample[i][attr]+gap*dif
23. endfor
24, newindex++
25. N=N-1

26. End while
27. return(* Populate fonksiyonunun sonucu *)
Pseudo-Code’un sonu.

2.4.2. Yogun en yakin komsu érnekleme teknigi (Condensed Nearest Neighbour, CNN)

Yogunlastirilmis En Yakin Komsu, bir numunenin kaldirilip kaldirilmayacagina karar vermek i¢in en yakin 1
komsu kuralini kullanir [27]. Algoritma asagidaki gibi calisiyor:

- Btiin azinlik 6rneklerini bir C setine alin.

- C'ye hedeflenmis siniftan(6rneklenecek sinif) ve bu smifin diger tiim 6rneklerinden bir set S'de bir 6rnek
ekleyin.

- S setine ge¢in, numuneye goére numune alin ve en yakin bir komsu kuralini kullanarak her numuneyi
siniflandirin.

- Ornek yanhs simflandirilmissa, C'ye ekleyin, bagka bir sey yapmayin.

- Eklenecek 6rnek bulunmayana kadar S iizerinde yeniden diizenleyin.

2.4.3. Rastgele 6rnekleme teknigi (Random Undersampling Technique, RUS)

Teknik, numuneleri rastgele bir sekilde simiftan g¢ikarir, yerine koyar ya da koymaz. Bu, veri setindeki
dengesizligi hafifletmek icin kullanilan en eski tekniklerden biridir, ancak siniflandiricinin varyansini artirabilir
ve potansiyel olarak yararli veya 6nemli 6rnekleri atabilir [28].

3. Bulgular

4203 adet SMS’in yer aldig1 veri seti iizerinde yapilan ¢alismanin sonuglar1 Tablo 2’de verilmistir. OACC
degerlerine gore yapilan smiflandirmalar sonucunda SMOTE tekniginde en iyi sonucu veren siniflandirma %80.1
ile lojistik regresyon olurken, bu siniflandirmayr %79.2 ile ANN izlemistir. RUS teknigi kullanilarak yapilan
siniflandirma sonucunda en iyi sonucu %73.8 ile Lojistik Regresyon verirken, bu siniflandirmay1 %73.6 ile Rassal
Orman izlemistir. CNN tekniginde ise en iyi siniflandirma %62.1 ile XGBoost siniflandirma olmustur. Bu
siniflandirmay1 %61.5 ile Rassal Orman izlemistir. Yeniden érnekleme tekniklerinin diger Makine Ogrenmesi
teknikleri ile verdikleri dogru siniflandirma oranlar1 Tablo 2’de detayli olarak goésterilmistir. Burada Recall, o
teknik ile dogru olarak tahmin edilenlerinin, tiim o teknikteki dogrulara oranini ifade eder. Specificity, o teknik
ile yanlis olarak tahmin edilenlerinin, tiim o teknikteki yanlislara oranini ifade eder. Precision ise dogru oldugu
bilinen gozlemlerin dogru tahmin edilenlerinin dogru oldugu bilinenlere oramidir. SMOTE, RUS ve CNN
tekniklerinin her bir Makine Ogrenmesi teknigi ile ayr1 ayr1 vermis olduklar1 Recall, Specificity ve Precision
sonuclari detayli olarak Tablo 3’de verilmistir.
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Tablo 3. Calismanin sonucu

(%) LR | KNN [SYM | BNB | GNB | DT RF | ADB | GB | XGB |ANN

- RUS | 8359 | 97.54 | 98.77 | 94.15 | 8554 | 87.38 | 88.62 | 87.38 | 92.31 | 92.62 |87.38
mﬂmwmﬂwﬁ CNN | 83.59 | 9040 |99.69 | 87.31 | 7245 | 78.02 | 8576 | 84.83 | 86.69 | 88.54 |79.88
SMOTE | 93.44 | 79.64 | 9455 | 9496 | 69.70 | 81.71 | 81.57 | 91.44 | 9496 | 93.44 |82.82

o RUS | 83.71 | 49.85 | 5251 | 7699 | 81.12 | 8732 | 86.73 | 78.17 | 79.35 | 75.81 |88.20
mﬁﬂwﬂﬂw_% CNN | 83.71 | 44.86 |100.00| 7494 | 7569 | 8647 | 8772 | 77.69 | 85.46 | 85.21 |84.46
SMOTE | 84.53 | 79.04 | 6557 | 7477 | 8860 | 9366 | 9380 | 7249 | 76.76 | 75.41 |94.08

o RUS | 70.08 | 93.64 |93.03| 87.88 | 89.70 | 83.03 | 85.15 | 88.79 | 85.76 | 86.97 |83.64
ﬂﬂwﬂ_ﬁﬂw CNN | 70.08 | 84.85 | 7.95 | 7841 | 7689 | 6591 | 64.02 | 70.08 | 65.15 | 65.53 |69.70
SMOTE | 91.98 | 96.62 |91.49 | 9121 | 9501 | 91.28 | 92.69 | 89.87 | 89.80 | 90.58 |92.12

RUS | 66.46 | 90.70 | 9535 | 86.03 | 7251 | 75.15 | 77.71 | 74.69 | 8227 | 82.61 |76.44

MMHH CNN | 66.46 | 68.69 |9545| 7153 | 51.89 | 57.99 | 68.06 | 65.73 | 69.29 | 72.18 |62.43
SMOTE | 84.03 | 63.17 |81.46 | 8501 | 59.50 | 70.02 | 7040 | 75.10 | 85.10 | 81.30 |71.58

RUS | 4538 | 4620 |47.73 | 63.72 | 68.00 | 74.40 | 7256 | 63.73 | 65.17 | 62.04 |75.00

ﬁzﬂwﬂm: CNN | 4538 | 2466 | - | 4083 | 3490 | 4653 | 4896 | 4027 | 46.79 | 48.70 [39.81
SMOTE | 74.11 | 68.15 |57.44 | 6428 | 7032 | 84.28 | 84.79 | 62.30 | 66.11 | 64.83 |85.34

RUS | 6343 | 77.89 | 77.67 | 7260 | 73.02 | 6585 | 70.66 | 71.76 | 69.68 | 69.93 |66.87

E_Mﬂw_.wu CNN | 6343 | 6078 | 4841 | 6833 | 61.64 | 59.64 | 6245 | 60.70 | 6230 | 62.86 |63.13
SMOTE | 83.81 | 8838 | 7899 | 81.03 | 86.19 | 81.95 | 8431 | 76.59 | 78.83 | 79.32 [83.88

o RUS | 61.76 | 4535 |47.67 | 68.02 | 72.09 | 72.09 | 75.00 | 7035 | 67.44 | 66.28 |77.33
wm%h“%: CNN | 61.76 | 4000 | 1235| 6059 | 5647 | 57.65 | 57.65 | 55.29 | 57.06 | 56.47 |63.53
SMOTE | 72.67 | 73.55 |50.44 | 60.17 | 93.75 | 89.97 | 9230 | 5436 | 60.61 | 60.03 |91.13

N RUS | 57.45 | 9241 [93.04 | 8671 | 86.08 | 79.11 | 7532 | 8228 | 8291 | 84.81 [75.95
M“MM_HM_M CNN | 57.45 | 76.60 | 0.00 | 73.40 | 5532 | 50.00 | 50.00 | 63.83 | 54.26 | 59.57 [43.62
SMOTE | 84.60 | 85.69 |88.83 | 86.78 | 51.63 | 64.99 | 66.08 | 86.92 | 86.65 | 86.65 |65.80

N RUS | 59.83 | 44.31 | 47.90 | 6347 | 5509 | 64.67 | 70.66 | 56.29 | 64.67 | 59.88 |65.27
MMMM_M_% CNN | 59.83 | 27.07 | 9956 | 53.71 | 42.79 | 58.08 | 69.00 | 53.28 | 66.38 | 67.25 |59.83
SMOTE | 82.52 | 51.05 | 63.64 | 7469 | 6196 | 7874 | 78.18 | 65.87 | 7552 | 71.89 |81.54

RUS | 73.84 | 5996 |62.17 | 7243 | 7082 | 71.83 | 73.64 | 69.42 | 71.43 | 70.02 |72.84

0ACC CNN | 60.04 | 4097 |50.51| 59.84 | 49.90 | 5639 | 61.46 | 5598 | 60.85 |62.07 |58.01
SMOTE | 80.07 | 70.19 | 68.04 | 74.17 | 68.65 | 77.63 | 7857 | 69.40 | 7454 | 73.14 |79.22
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Some extension of Receiver operating characteristic to multi-class

Receiver Operating Characteristic
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Sekil 1. Genel ve SMOTE, CNN, RUS tekniklerinin ROC grafikleri

Tablo 4. SMOTE tekniginin en basarili algoritmasinin confusion matrisi

Gercek . o
SMOTE ReklamNormalSpamDOgnlluk (%)
Reklam| 590 63 62 82.52
TahminNormal| 80 621 | 33 84.60
Spam | 34 154 | 500 72.67
80.07
Tablo 5. CNN tekniginin en basarili algoritmasinin confusion matrisi
Gergek . o
CNN Reklam NormalSpamDogrumk (%)
Reklam| 154 42 33 67.25
TahminNormal| 34 56 4 59.57
Spam | 57 17 96 56.47
62.07
Tablo 6. RUS tekniginin en basarili algoritmasinin confusion matrisi
Gergek . o
RUS Reklam NormalSpamDogrumk (%)
Reklam| 105 39 23 62.87
TahminNormal| 21 132 5 83.54
Spam | 25 17 | 130 75.58
73.84

4. Tartisma ve Sonug¢
Arastirma sonucunda, CNN ve RUS teknikleriyle yeniden 6rnekleme yapilan veri setlerindeki birim sayilarinin
SMOTE teknigine gore daha az olmasi basar1 oranina yansidifl diislinilmektedir. Bu calisma sonucunda
ornekleme tekniklerinden SMOTE tekniginin 6rnekleme tekniklerinden daha iyi metin siniflandirmasi yaptigi
goriilmektedir. Ek olarak, bazi algoritmalarin 6rnekleme ve rastgele drnekleme teknikleri uygulanirken
ezberleme (overfitting) yaptig1 goriilmiistiir. Bu ¢alismada yeniden 6rnekleme teknikleri detayli incelenmis ve
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hangi teknigin ne gibi artis1 veya eksisi oldugu gorilmiistiir. Gelecekte ise sosyal medyaya veya forumlara
yapilan kullanici yorumlarinin siniflandirmasinda verinin normallestirme asamasi lizerinde detayli ¢alisma
yapilmasi planlanmaktadir. Ciinki; gliniimiizde sosyal medyay1 yogun olarak kullanan genc¢ niifusun kullandig:
kisaltmalar ve dil itibariyle analiz yapilirken ciddi zorluklar gekildigi goriilmiis ve o alanda ¢alisma yapilmasi
diistinilmektedir.
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