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Özet: Bu çalışmada kas liflerinin kasılması neticesinde deri yüzeyinden algılanan elektromiyografi (EMG) işaretleri 
sınıflandırılmıştır. Çalışılan EMG işareti dört farklı harekete ait toplam 400 farklı örüntüden oluşmaktadır. Her bir 
örüntü bir harekete ait iki farklı kastan eş zamanlı olarak kaydedilen EMG işaretinin art arda eklenmesiyle elde 
edilmiştir. Bu örüntülerin sınıflandırılması için danışmanlı bir yöntem olan Destek Vektör Makinesi (DVM) 
sınıflandırıcı kullanılmıştır. Fakat DVM sınıflandırıcı kullanılmadan önce işaretin bir ön işlemeden geçmesi 
gerekmektedir. Bu amaçla da spektral yöntemlere başvurulmuştur. Böylece işlenmemiş veriden daha anlamlı ve 
katsayılardan oluşan özellik vektörleri elde edilmiştir. Ön işleme için dört farklı yöntem kullanılmış, elde edilen 
özellik vektörleri de DVM sınıflandırıcı ile sınıflara ayrılmıştır. Kullanılan veri seti için DVM sınıflandırıcının 
başarısı ölçülmüş ve ön işleme metotlarının performansı kıyaslanmıştır. En yüksek başarı oranı %94,25’tir. 
Anahtar Sözcükler: EMG; Spektral Yöntemler; Özbağlanım (AR); DVM Sınıflandırıcı 
 

Classification of EMG Signals by Spectral Methods and SVM Classifier 
 
Abstract: In this study, EMG signals taken from the skin surface as a result of muscles' contraction are classified. 
Studied EMG signals include 400 different patterns relating to four different movements. Each pattern is obtained 
by  adding EMG signals one after another, which are recorded synchronously from two different muscles relating to 
one movement. Support Vector Machine (SVM) classifier, a supervised method, is used to classify these pattterns. 
But signals need to be preprocessed before being used in SVM classifier. To this end, spectral methods are 
consulted. In this way, feature vectors which are more significant than raw data and are composed of coefficients are 
achieved. Four different methods are used for preprocessing and feature vectors obtained are classified by SVM. 
Success of SVM classifier is tested and performances of preprocessing methods are compared. Best achievement is 
94.25%. 
Keywords: EMG; Spectral Methods; Autoregressive (AR); SVM Classifier 
 
1. GİRİŞ 

EMG işaretleri kasların kasılması sonucu 
oluşan elektrokimyasal olayların sonucunda, iğne veya 
yüzey elektrotlarıyla elde edilen bir biyoelektrik 
işarettir. Bu işaretlerin doğru sınıflandırılması protezler, 
klinik teşhis ve tanı açısından büyük önem arz 
etmektedir. Bu amaçla EMG işaretlerinin gruplanması 
için sezgisel yaklaşım, belirgin yaklaşım, istatistiksel 
yaklaşım, yapay sinir ağları yaklaşımı ve bulanık 
yaklaşım [18] gibi birçok hesaplama yöntemi 
kullanılmış, bu algoritmaların başarısını artırmak için 
yardımcı ön işleme yöntemleri uygulanmıştır. Zaman 
domeni öznitelikleri [10,13], özbağlanım (AR) 
katsayıları [5,8,11,15,16], cepstral katsayılar [14] 
bunlardan bazılarıdır. 

 
Subasi ve ark. (2006), “Dalgacık sinir ağı 

kullanarak EMG işaretlerinin sınıflandırılması” adlı 
çalışmalarında, EMG işaretinin sınıflandırılması için 
ileri beslemeli hata geri yayılımlı yapay sinir ağları 
(FEBANN) ve dalgacık sinir ağları (WNN) temelli 
sınıflandırıcılar geliştirmiş ve karşılaştırmışlardır. 
Nörolojik hastalığa sahip 13 denek, miyopati hastası 7 
denek ve sağlıklı 7 denekten elde edilen 1200 MUP 
(motor unit potential) analiz edilmiş, WNN tekniğinden 
en başarılı %90,7, FEBANN tekniğinden en başarılı 
%88 sonuç elde edilmiştir ve WNN temelli 

sınıflandırıcıların FEBANN temelli sınıflandırıcılara 
karşı daha iyi sınıflandırma yaptığı gösterilmiştir [24]. 

Lucas ve ark. (2008), “SVM ve işaret temelli 
dalgacık optimizasyonu kullanarak çok kanallı EMG 
sınıflandırması” adlı çalışmalarında, miyoelektrik 
protezleri kontrol amacı ile çok kanallı EMG 
işaretlerinin danışmanlı sınıflandırılması için bir yöntem 
önermektedir. Çözüm kümesi, ana dalgacığın serbest 
parametrelendirilmesi kullanılarak her bir kaydedilen 
EMG işaretinin ayrık dalgacık dönüşümünün üzerine 
temellendirilmiştir.  Çok kanallı çözüm kümesinde 
SVM yaklaşımıyla sınıflandırma gerçekleşir. Kolun 
üzerindeki 8 bölgeden kaydedilen EMG ile 6 el 
hareketinin sınıflandırılmasında bu metot uygulanmıştır 
[19]. 

Huang ve ark. (2003), “Sinir Ağları ve 
SOM’un kademelendirilmiş mimarisini kullanarak 
kavrama durumları için EMG sınıflandırması” adlı 
çalışmalarında sekiz ayrı ön kol kavrama hareketinin 
sınıflandırılmasında yüksek sınıflandırma oranını ve 
kısa öğrenim zamanı için sınıflandırıcı geliştirilmi ştir. 
Bu amaç için Özellik haritalı sinir ağının basamaklı 
mimarisi (CANFM - Cascaded Architecture of Neural 
Networks with Feature Map) ele alınmış ve bu 
mimarinin iki öğesi olan, danışmansız öğrenmeye sahip 
SOM ve danışmanlı öğrenmeye sahip 'çok katmanlı ileri 
beslemeli sinir ağı' ayrıntılı olarak açıklanmıştır. Bu 
mimarinin k-en yakın komşu, bulanık k-en yakın komşu 



KSÜ Mühendislik Bilimleri Dergisi, 13(2), 2010                                     64                              KSU Journal of Engineering Sciences, 13(2), 2010 

 

 

ve geri yayılımlı sinir ağından daha iyi bir sınıflandırma 
yaptığından bahsetmektedir [12]. 

Chan ve ark. (2000), “Protez kontrolü için 
bulanık EMG sınıflandırması” adlı çalışmalarında 
protez kontrolü için EMG sinyallerinin sınıflandırılması 
amaçlanmıştır. Sınıflandırmanın kontrolü konusunun 
önemine vurgu yapılmıştır. Bahsedilen sistemde; EMG 
işaretleri, kabul edilebilir bir hız ve gerçekçi bulanık 
sistem yapısı elde etmek için çalıştırma safhasının 
başında denetleme olmadan Basic Iso-Data 
algoritmasını kullanarak kümelenir ve kümeleme 
sonuçları bulanık sistem parametrelerini başlatmak için 
kullanılır. Daha sonra, sistemdeki bulanık kurallar geri 
yayılım algoritması ile çalıştırılır. Bulanık yaklaşım 
Yapay Sinir Ağları ile dört örnekte karşılaştırılır ve çok 
benzer sınıflandırma sonuçları elde edilir. Öncekilere 
göre en az üç noktada üstündür: yüksek doğrulama 
oranı; aşırı çalıştırmaya duyarsızlık ve daha tutarlı 
çıktılar, böylece daha yüksek güvenilirlik sağlar. 
Bulanık yaklaşımın YSA (Yapay Sinir Ağları) 
yaklaşımına göre potansiyel avantajları da tartışılmıştır 
[7]. 

Ahmad ve Chappell (2007), “Değişen yaklaşık 
entropi kullanılarak yüzey EMG sınıflandırması” adlı 
çalışmalarında, 20 denek bilek hareketleri yaparken 
izometrik kasılma ve karşı kasılma EMG sinyalleri 
yüzey elektrotlarla kaydedilmiş ve bu datalar 
sınıflandırılmıştır [1].  

Oskoei ve Hu (2007), “Miyoelektrik kontrol 
sistemleri” adlı çalışmalarında örüntü tanıma temelli ve 
örüntü tanıma temelli olmayan miyoelektrik kontrol 
üzerinde son zamanlarda yapılan araştırma ve 
geliştirmeleri gözden geçirerek tiplerine, yapılarına ve 
mevcut uygulamalara bağlı en son başarıları 
sunmaktadır [20]. 

Oskoei ve Hu (2008), “Support Vector 
Machine-Based Classification Scheme for Myoelectric 
Control Applied to Upper Limb” adlı çalışmalarında 
miyoelektrik işaretler kullanarak üst bacak hareketlerine 
DVM uygulanmasını önermiş ve değerlendirmişlerdir. 
Data bölümleme tekniği, özellik kümesi, DVM için 
model seçim yaklaşımı ve son işleme metotlarının 
avantajları sunularak DVM temelli miyoelektrik 
kontrolün en iyi şeklini incelemişlerdir. Bu çalışma 

kontrolör performansını artırmak için kullanılan, çakışık 
bölümleme ve çoğunlukla seçim gibi iki tekniği ve 
sınıflandırmadan önce DVM parametrelerinin 
ayarlanması konularını sunar. Myoelektrik kontrolün 
sınıflandırılmasında temel olan DVM,  çok katmanlı 
perseptron sinir ağları ve lineer diskriminant analiz 
karşılaştırılmıştır. Bu karşılaştırma DVM’nin olağan 
üstü doğruluğunu, güçlü performansını ve düşük 
hesaplama yükünü göstermiştir [21]. 

Khezri ve ark. (2007), “Çok fonksiyonlu el 
protezi kontrolü için nöro-bulanık yüzey EMG örüntü 
tanıma” adlı çalışmalarında el protezinin hareketlerinin 
modelini tanımlamak için yüzeysel EMG sinyallerinden 
yararlanılmıştır. Protez bir elin kontrolü için de hareket 
komutlarını belirlemeyi amaçlayan uyarlanabilir bir 
bulanık mantık çıkarım sisteminin (ANFIS) 
kullanılması önerilmiştir. Sınıflandırmada yararlanılan 
miyoelektrik sinyaller, altı el hareketinden 
oluşmaktadır. Bu çalışmada tasarlanan ve kullanılan 
bulanık-mantık sistemleri, bağımsız olarak ve hem 
zaman hem de zaman-frekans özellikleri için karma bir 
biçimde test edilmiştir. Bu birleşik yaklaşım için 
sistemin ortalama hassasiyetinin %96 olduğu 
bildirilmi ştir [17]. 

Kocyigit ve Korurek (2005), “EMG işaretlerini 
dalgacık dönüşümü ve bulanık mantık sınıflayıcı 
kullanarak sınıflama” adlı çalışmalarında öznitelik 
çıkartma yöntemi olarak zaman-frekans domeni analiz 
yöntemlerini kullanarak protez koluna ait dört farklı 
hareket için EMG işaretlerini daha iyi sınıflandırılması 
hedef olarak belirlenmiştir. Bunun için boyut azaltma ve 
bulanık sınıflama yöntemleri de incelenmiştir. Sınıflama 
problemi öznitelik çıkartma, boyut azaltma ve örüntü 
sınıflama aşamalarına ayrılmıştır. Dalgacık dönüşümü 
öznitelik çıkartma yöntemi olarak büyük üstünlük 
sağladığı bildirilmi ştir. Özniteliklerin çıkartma 
aşamasında yüksek boyuta sahip olmalarından dolayı 
sınıflama başarısı, Ana Bileşenler Analizi (ABA) ve 
Bağımsız Bileşenler Analizi (BBA) gibi uygun boyut 
azaltma yöntemleriyle gerçekleştirilmi ştir [18]. 

Bu çalışmada dört farklı kol hareketini 
sınıflandırmak için Destek Vektör Makinesi, ön işleme 
için de özbağlanım katsayıları kullanılmıştır. 
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2. MATERYAL VE METOT 
2.1. Kullanılan Veri 
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Şekil 1. Ham EMG İşareti (a) Dirsek açma (b)  Dirsek kapama (c) Ön kolu içe döndürme   (d) Ön kolu dışa 
döndürme. 

 
Çalışmada 400 adet örüntü kullanılmıştır. 

Dirsek açma, dirsek kapama, ön kolu içe döndürme, ön 
kolu dışa döndürme olmak üzere dört farklı harekete ait 
100’er adet veri mevcuttur. Her bir örüntü 512 örnekten 

oluşmuştur. Bunlardan ilk 256 adedi biceps, kalan 256 
ededi ise triceps kaslarından iki kanallı olarak elde 
edilmiştir. Her iki kanal için de örnekleme frekansı 
1000 Hz’dir [9,18]. 

 

 
Şekil 2. Örnek EMG İşaretin Toplanması. 
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2.2. Yöntem 
2.2.1. Ön İşleme Yöntemleri 
2.2.1.1. Burg Yöntemi 

Burg tarafından 1975 yılında öne sürülen bu 
metot,  AR model parametrelerinin kestiriminde ileri-
geri yöndeki tahmin hatalarının en aza indirilmesi ve 
yansıma katsayısı kestirimini kullanır. Diğer AR 
metotlarının aksine özilişki fonksiyonu hesaplaması 
yapılmaz. Bunun yerine doğrudan yansıma katsayısı 
kestirimi yapılır. Burg metodu parametrelerin 
kestiriminde işlemsel olarak verimli bir metottur. 
Yaygın kullanıma sahip Burg yöntemi ile ilgili ayrıntılar 
literatürde incelenebilir [4,22]. 
 
2.2.1.2. Yule-Walker Yöntemi 

Bir p dizisinin AR modelinde var olan çıkışı, 
önceki p çıkışlarıyla beyaz gürültü girişinin toplamının 
lineer kombinasyonudur. Önceki p çıkışları üzerindeki 
ağırlık, özbağlanımın karelerinin ortalamasının kestirim 
hatasını minimize eder. Eğer x[n] ve y[n] çıkışının 
varolan değeri de sıfır ortalamalı bir beyaz gürültü girişi 
ise, AR(p) modeli şöyle olacaktır: [22] 

∑
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2.2.1.3. Kovaryans Yönteni 
 

Bu metotta bütün veri noktalarının hata tahmin 
güç kestiriminin hesaplanması şarttır. Özbağlanımlı 
parametre kestirimleri kullanılarak güç spektral 
yoğunluğu(PSD) aşağıdaki gibi hesaplanır [3, 6, 22, 26]. 
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2.2.1.4. Değiştirilmi ş Kovaryans Yöntemi 

 
Değiştirilmi ş kovaryans da diğerleri gibi AR 

parametrelerinin hesabında kullanılan bir yöntemdir. 
Giriş bilgilerini AR modeline uydurmak için kullanılır. 
[25] Kovaryans yöntemi sadece önemsiz sonraki 
kestirim hatalarını en aza indirmede kullanılırken 
değiştirilmi ş kovaryans yöntemi önemsiz önceki ve 
sonraki tahmin hatalarını en aza indirmede kullanılır. 
 
2.2.2. DVM Sınıflandırıcı 
 

Vapnik, yeni bir hesaplama metodu olarak 
destek vektör makinesini ileri sürmüştür [27]. Teorisi, 
1995’ten 1998’e kadar geliştirilmi ştir [23]. 

DVM, girilen veriyi (n) boyutlu bir özellik 
uzayı olarak kabul eder. (n-1) boyutlu bir hiper düzlem 
oluşturur ve bu düzlem özellik uzayını ikiye ayırır. n-
boyutlu giriş dizisi xi (i=1,2,…,l)  ikiye ayırmak 
istendiğinde sınıf etiketlerinin tutulduğu yi matrisi 
tarafından ilk sınıf için yi =1 ve ikinci sınıf  için yi =-1 
olarak işaretlenir. Lineer olarak ayrılabilen veri setleri 
için hiper düzlem şöyle tanımlanır: 

∑
=

=+=+⋅=
n

i
ii bxbxxf

1

0)( ωω
   (2) 

Burada ω,  n-boyutlu bir vektör, b skaler bir 
değerdir. ω ve b hiper düzlemin konumu belirler. Hiper 
düzlem ayırma işlemini yaparken bazı sınırlara uymak 
zorundadır. 
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Eğer hiper düzlem maksimum sınırları 
oluşturuyorsa buna optimal hiper düzlem denir. Aşağıda 
ξi bağımsız değişkeni ve C hata cezasını gösterir. 
Sadeleştirilmi ş optimal hiper düzlemin çözümü 
şöyledir: 
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   (4) 
Şu koşula bağlı olarak: 
 

libxy iii ,...,2,1,1])[( =−≥+⋅ ξω    (5) 
ξi sınır ile sınırın diğer tarafındaki xi arasındaki 

uzaklığı hesaplar. Bu hesaplama şu şekilde minimize 
edilebilir. 
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Şu koşula bağlı olarak: 
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αα
  (7) 

K(xi.xj) fonksiyonu kernel fonksiyonu olarak 
adlandırılır ve asıl veri noktalarının özellik uzayı 
haritalarının bire bir çarpımını verir. Bu sebepten dolayı 
veri kümesinin bütün elemanları eğitim için 
kullanılmalıdır. Böylece elle seçimlere göre daha doğru 
hata oranı elde edilir. Ama rastgele seçimden dolayı 
hata oranları arasında çok küçük farklılıklar 
oluşabilir[2]. Çalışmada MATLAB’in ilgili araç 
kutularına ait rutinler kullanılmıştır. 
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Şekil 3. Sınıflandırma için İzlenen Yol 

 
3. BULGULAR VE TARTI ŞMA 

Birçok biyolojik işarette olduğu gibi EMG 
işaretlerinin ham olarak kullanımı sınırlıdır. Bu 
işaretleri sınıflandırmaya uygun hale getirmek için 
birçok ön işleme yöntemi kullanılabilir. Bu çalışmada 
ön işleme yöntemi olarak özbağlanım (AR) metotları 
kullanılmıştır. AR metotlarının uygulanmasında 
parametre seçimi sınıflandırma başarısı açısından önem 
taşımaktadır. Çalışmalar neticesinde veri setine ve 
DVM sınıflandırıcıya en uygun parametreler 
belirlenmiş, dört AR yöntemi için de aynı parametreler 

kullanılmıştır. Örnek olarak dört AR yönteminden elde 
edilen özellik vektörlerinin 16 katsayıdan oluşması 
istenmiştir. Şekil 4’te bu özellik vektörleri 
gösterilmektedir. Böylece aynı parametreler için dört 
AR metodunun başarıları karşılaştırılmıştır. 

Ön işleme sonucu elde edilen özellik 
vektörlerini sınıflandırmak için kullanılan DVM 
danışmanlı bir yöntemdir. Veri setinin yarısı öğrenme 
kalan yarısı da test için iki alt kümeye ayrılmıştır. Bu iki 
alt kümenin elemanları veri setinden rastgele seçilerek 
daha gerçekçi bir başarı hedeflenmiştir. 

 

Dirsek Açma 
Dirsek Kapama 

Ön Kolu İçe Döndürme 
Ön Kolu Dışa Döndürme 

Sınıflandırma 

Ön İşleme 

EMG 
Veri 
Seti 
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Şekil 4. Burg Özbağlanım uygulanmış EMG İşareti (a) Dirsek açma (b)  Dirsek kapama (c) Ön kolu içe döndürme   

(d) Ön kolu dışa döndürme. 
 

4. SONUÇ 
DVM sınıflandırıcıdan elde edilen sonuç 

kümesi (her bir işaretin hesaplanarak hangi kümeye ait 
olduğu gösteren küme) ile referans küme (işaretlerin 
hangi kümeye ait olmasını gerektiğini gösteren küme) 

karşılaştırılarak başarı oranları hesaplanmıştır. Tablo 
1’den de anlaşılacağı gibi AR yöntemleri çeşitlerinin 
sınıflandırıcının başarısında küçük etkileri olmuştur. 
Bununla beraber AR yöntemleri ve DVM sınıflandırıcı 
ikilisi %94 gibi bir sınıflandırma başarısı elde etmiştir. 

 
Çizelge 1. Sınıflandırma Sonuçları 

 

 
DVM 
Sınıflandırıcı 

Ö
n 
İş

le
m

e 

Burg Özbağlanım %94,13 

Yule-Walker Özbağlanım %92,88 

Kovaryans Özbağlanım %94,25 

Değiştirilmi ş Kovaryans Özbağlanım %92,63 
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