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OZET

Dijital doniisiimiin hizla yayginlagmasi ile iglenen verilerin boyutlar1 ve hacimleri de artmistir. Biiylik verileri
islemek, dogrulugu yiiksek analizleri kisa siirede ve daha az kaynak kullanarak yapmak igin yeni yontem ve
algoritmalar gelistirilmistir. Bu ¢alismada makine 6grenmesi ve derin 6grenme tekniklerinden ARIMA (Otoregresif
Entegre Hareketli Ortalama), SARIMA (Mevsimsel ARIMA), Prophet (Facebook), XGBoost (En Biiyiik Egim
Artirma), LSTM (Uzun-Kisa Siireli Bellek), RNN (Yinelemeli Sinir Ag1) ve GRU (Gegitli Tekrarlayan Birim)
algoritmalar kullanilarak tiiketicilerin kontor tiiketimleri zaman serileri yardimiyla tahmin edilmeye c¢aligilmustir.
Modelleri karsilastirmak i¢in MAE (Ortalama Mutlak Hata), MAPE (Ortalama Mutlak Yiizde Hata), RMSE (Ko6k
Ortalama Karesel Hata) ve Determinasyon Katsayisi (R*2) kullanilmigtir. Elde edilen 6l¢iim sonuglarina gére zaman
serileri tahminlemesinde derin 6grenme tekniklerinin makine 6grenmesi yontemlerine gore daha iyi sonuglar verdigi
gozlemlenmistir. Calismada zaman serileri tahminlemesi {izerine dokuz farklt makine ve derin 6grenme yontemi
kullanilarak kapsamli bir inceleme yapilmistir. Literatiirdeki benzer ¢alismalar ile kiyaslandiginda bu ¢aligmada konu
oldukga genis bir perspektiften incelenmistir.

Anahtar Kelimeler: Derin 6grenme, gru, Istm, makine dgrenmesi, zaman serileri tahminleme
ABSTRACT

With the rapid spread of digital transformation, the sizes and volumes of the processed data have also increased. New
methods and algorithms have been developed to process big data and perform high-accuracy analyzes in a short time
and using less resources. In this study, by using machine learning and deep learning techniques such as ARIMA
(Autoregressive Integrated Moving Average), SARIMA (Seasonal ARIMA), Prophet (Facebook), XGBoost (Extreme
Gradient Boosting), LSTM (Long-Short Term Memory), RNN (Recurrent Neural Network) and GRU (Gated
Recurrent Unit), it has been tried to estimate the credit consumption of consumers with the help of time series. Also,
three hybrid models were implemented by using RNN, LSTM and GRU. MAE (Mean Absolute Error), MAPE (Mean
Absolute Percentage Error), RMSE (Root Mean Squared Error) and Coefficient of Determination (R"2) were used
to compare the model performances. According to the results, it has been observed that deep learning gives better
results than machine learning. This study is a comprehensive review of time series forecasting using nine different
machine and deep learning methods. Compared to similar studies in the literature, this study examined the subject
from a very broad perspective.
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GIRIS

Veri bilimcileri biiylik ve karmagik veri kiimelerini analiz etmek, videolardan, seslerden, metinlerden veya resim
verilerinden yararlanarak genellikle insanlardan daha hizli ¢ikt1 liretmek igin ¢esitli yapay zeka yontemlerini ayr1 ayri
veya birlikte kullanabilirler. Bu yontemler arasinda makine 6grenmesi ve derin 6grenme teknikleri 6nemli yer
tutmaktadir. Verilerin boyutu ve hacmi arttik¢a, giiniimiizdeki bilgisayarlarin maliyetleri ucuzladik¢a ve veri isleme
kapasiteleri arttikca sirketler de perakende, saglik, finans, tiretim, lojistik gibi tiim sektdrlerde yeni firsatlar elde
etmek, veriden deger iireterek rakiplerinin karsisinda bir adim 6ne ge¢mek icin yapay zeka tekniklerini daha fazla
kullanmakta ve bu alana yapilan yatirimlar giin gectik¢e artmaktadir. Makine 6grenmesi ve derin 6grenme, veri
isleme ve analiz algoritmalarini kapsayan yapay zekanin alt calisma alanlarindandir.

Zaman serileri verileri, makine 6grenmesi ve derin 6grenme algoritmalarinin kullanildigi ve tahminleme calismalari
icin uygun olan veri tiirlerindendir. Zamana gore belirli bir diizende siralanan, periyodik zaman araliklari boyunca
dagilmis, esit araliklarla siralanmis (saat, giin vb.) verilere zaman serileri verisi denir. Zaman serilerinde bilinmesi
gereken bazi kavramlar vardir. Bunlar trend, mevsimsellik, dongiisel bilesen, duraganlik, fark alma, bagimlilik ve
giiriiltiidiir. Trend, serinin zaman igerisindeki artan veya azalan davranisini (egilimini) gosterir. Trend egilimi, artan,
azalan veya duragan olabilir. Mevsimsellik, bir yillik zaman araliginda tekrarlayan bir egilim gosteren zaman
serilerinde bulunur. Mevsimsellige 6rnek olarak 1sinma maliyetlerinin yazin diiserken kisin artmasi gosterilebilir.
Hisse senedi fiyatlarindaki degisimler, artis ve diisiisler, ya da giinliik yayimlanan déviz kuru oranlar1 6rnek olarak
verilebilir. Dongiisel bilesenler ise mevsimsel bilesenler gibi belirli bir donemde olusurlar, ancak dongiisel
bilesenlerin gergeklestikleri donemler sabit olmayan periyotlar seklindedir. Duraganlik, serinin periyot boyunca
artmadigini ve ortalama degerin sabit kaldigin1 gosterir. Kisaca zaman icinde belirli bir degere dogru yaklasan sabit
ortalamaya, sabit otokorelasyon yapisina ve sabit varyansa sahip olan seriler duragan serilerdir. Zaman serileri
genellikle duragan degildir ve bu nedenle duragan hale getirmek icin veriler iizerinden fark alma islemine ihtiyag
duyulabilir. Ciinkii duragan olmayan bir seri, zamanla farkli oriintiiler sergileyebilir. Bu durumda serinin davranist
diger donemlere genellenemez ve tahminleme basarisini olumsuz etkiler.

Bu calismada gegmis yillara ait miisteri kontor tiiketim verileri iizerinde makine 6grenmesi ve derin 6grenme
algoritmalar1 calistirilarak kontor tiketim tahminlemesi yapilmisti. ARIMA (Otoregresif Entegre Hareketli
Ortalama), SARIMA (Mevsimsel ARIMA), Prophet (Facebook), XGBoost (En Biiyiik Egim Artirma), LSTM (Uzun-
Kisa Siireli Bellek), RNN (Yinelemeli Sinir Ag1) ve GRU (Gegitli Tekrarlayan Birim) algoritmalar1 kullanilarak
tahminleme yapilmis, makine 6grenmesi ile derin 6grenme algoritmalari kiyaslanarak performans karsilastirmasinin
yapilmas1 amaglanmustir.

Calismanin devami soyle tasarlanmistir: Derin 6grenme ile ilgili genel bilgi verildikten sonra zaman serileri
tahminleme ile ilgili mevcut literatiir ¢aligmalarindan 6rnekler anlatilmaktadir. Yontem boliimiinde bu caligma
igerisinde kullanilan algoritmalar, veri seti, yazilim ve donanim bilgileri yer almaktadir. Bulgular béliimiinde galigsma
sonuglart ve elde edilen karsilastirmali grafikler gosterilmistir. Son olarak Sonug¢ boliimiinde ise ¢aligmanin
sonuglarmin etkileri analiz edilmektedir.

Kapsam ve Literatiir Incelemesi

Veri bilimi, teknik analiz yontemlerini ve veri algoritmalarini kullanan birden fazla disiplini iceren bir alandir (Al-
Asadi, 2019). Depolama sistemlerinin hacmi arttikca, fiyatlar diistiikce ve bilgisayarlar kapasite olarak daha giiclii
ve fiyat olarak daha ucuz oldukga, biiyiik hacimli veriler de daha kolay saklanabilir hale gelmistir (Amazon, 2023).
Endiistriyel sektorler, finans, iiretim, perakende, saglik, tasima, teknoloji sektorlerindeki gibi sirketler yenilik
yapmak, yeni firsatlar1 yakalamak ve rakiplerini gegmek i¢in derin 6grenmeye ihtiya¢ duymaya basladilar ve
yatirimlarini bu alana da kaydirmaya bagladilar. Bu nedenlerden dolay1 derin 6grenmenin hem popiilerligi arttt hem
de kullanim alanlar1 genisledi (Dingoglu, 2022). Derin 6grenme temelde kendi i¢inde katmanlari olan insan beynine
benzer calisan Yapay Sinir Ag1 (YSA) ve makine 6grenme ile ilgili algoritmalarn kapsar. YSA kullanilarak akill
sistemlerin mevcut verilerden farkli veriler elde etmesi saglanir (Giidelek, 2019).

Tahminleme, ge¢mise dayali verilerin analiz edilerek gelecek hakkindaki egilimlerini ve degisim olasiliklarini
belirleyen ngorii teknigidir. Isletmeler, teknoloji sirketleri, bankalar, reklam sirketleri, finansal kuruluslar ve e-
ticaret platformlari gibi kurumlar satig hacimlerini arttirmak igin satig tahminlemesi yaparlar. Satis disinda, miisteri
artislarini, tiretim hacimlerini, biitgelerini planlamak i¢in tahminleme yontemlerini kullanirlar (Microsoft, 2023).
Tahminleme metodu, yoneticilerin iglerinde dogru kararlar almasina ve tiim planlamalarini dogru verilere dayanarak
yapmasina olanak saglar. Tahminler, analitik veriler tizerinden kararlar almalarina yardimei olur. Yontemler ve
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veriler, ¢ok degiskendir (Yasar, 2019). Tahminleme siiregleri sirketlerin gelecek planlamasini etkilemesi agisindan
cok kritik dneme sahiptir.

Zaman serileri bircok alanda goriilebilen verilerdir. Sinyal islemeden ekonometriye ve istatistikten matematiksel
finansa kadar birgok alandaki periyodik veriler zaman serileri formatindadir. Zaman serileri zamana gore degisen
verileri igerir ve belirli bir formatta ve diizendedir. Zaman serisi lizerinde yapilan tahminleme ise ge¢miste bilinen
veriler ve olaylar lizerinde analizler yaparak gelecekteki olaylar1 ve verileri tahmin etmek demektir (Kaya vd., 2020;
Bas, 2019).

Bu boliimde son birkag yilda yapilmig literatiir uygulamalar1 incelenmistir. Calismalar kronolojik siraya gore ele
almmustir. 2017 yilinda yapilan bu ¢alismada (Yang vd., 2017) duragan olmayan zaman serileri iizerinde ARIMA
modeli kullanilarak ugak motoru yaglama yaginin metal igerik tahmini yapilmistir. ARIMA ve iistel yumusatma
modelleri kullanilmis ve ARIMA modelinin daha basarili tahminlemeler yaptigi gozlemlenmistir.

Zaman serilerini kullanarak doviz kurlarmi derin 6grenme yontemi ile tahmin etmeye yonelik yapilan ¢alismada
RNN, LSTM, CNN (Evrisimsel Sinir Agi-Convolutional Neural Network) ve ARIMA yontemleri kullanilarak saat
bazinda ve giinliik bazda veri igceren veri setlerindeki li¢ adet doviz ciftinin (USD/TRY, EUR/TRY ve EUR/USD)
kapanis oranlar1 tahmin edilmeye calisiimistir (Al-Asadi, 2019). Modelin performans degerleri ise Ortalama Mutlak
Yiizde Hata (MAPE) ile olgiilerek degerlendirilmistir. Calisma sonuglarina bakildiginda CNN tabanli modellerin
diger modellere gore daha iyi sonuglar verdigi gozlemlenmistir.

Endiistri 4.0 i¢in derin 6grenme yaklagimlarinin incelendigi bir ¢aligmada (Gilidelek, 2019) ise endiistriyel zaman
serileri kullanilarak siireclerin iyilestirilmesinin miimkiin olup olmadig1 arastirilmistir. Derin 6grenme modellerinden
LSTM kullanilmistir. Modelin performanst ise Ortalama Mutlak Hata (MAE) hesaplanarak oOlgiilmiistiir. Diger
calismalara kiyasla bu c¢aligmadaki modelin ortalama ve standart sapma degerlerinin daha yiiksek c¢iktig1
gozlemlenmis ve modelin katmanlarinda iyilestirme ihtiyaci oldugu belirtilmistir (Giidelek, 2019).

Bir bagka ¢aligmada LSTM modeli kullanilarak Corum iline ait 1983 ile 2018 yillar1 arasindaki giines 1s1n1m1 verileri
tizerinde tahminleme yapilmistir. Veriler zaman serileri formatindadir. Bu ¢aligmada gelecek 1sinim orani
tahminlemesi yapilmaya calisilmustir (Kara, 2019). Onerilen model Gradyan Giiclendirme, Karar Agaclari, K-En
Yakin Komsu Algoritmas1 ve Rastgele Orman Regresyonu gibi makine 6grenme algoritmalar ile kiyaslanmustir.
Sonuglara bakildiginda LSTM modeli daha basarilidir. Optimizasyon algoritmasi olarak Adam, epoch (egitim tur)
sayist 150, veri isleme batch size (y1gin boyutu) 32 olarak tercih edilmistir. Performans karsilastirmasi ise MAE, Kok
Ortalama Karesel Hata (RMSE) ve MAPE, Determinasyon Katsayisi (Coefficient of Determination, R*2) degerleri
ile dl¢iilmiistiir. LSTM tiim bu metrikler bazinda daha iyi sonuglar iiretmistir.

Derin 6grenme yontemleri ile zaman serisi tahminlemesini i¢eren farkli bir doktora tezi ¢alismasinda ise finansal
zaman verisi iizerinde tahminleme yapilmistir (Giindiiz, 2019). Calismada Borsa Istanbul verileri kullanilmistir.
Dolar, altin ve birlesiminden olusan ilk yiiz endeks i¢inde bulunan hisse fiyatlarindan yararlanilmigtir. LSTM ve CNN
modelleri klasik finansal tahminleme teknikleri ile kiyaslanmistir. Bu ¢aligmada derin 6grenme modelleri borsa
tahmininde iyi sonucglar vermis ve diger 6grenme modellerine gore iyi bir alternatif olmustur. LSTM ve CNN
modelleri lineer regresyon ve Destek Vektor Makineleri’ne (SVM) gore iistiinliik saglamistir.

Endiistri 4.0 ¢alismalar1 kapsaminda yapilan bagka bir ¢alismada ise derin 6grenme modellerinin zaman serileri
tizerinde uygulanmasi gosterilmistir. Calismada LSTM modeli igin en uygun parametrelerin bulunmasi
hedeflenmistir (Basg, 2019).

Yine benzer olarak 2019 yilinda yapilan farkli bir ¢alismada ise zaman serileri analizi ve derin 6grenme modelleri
kullanilarak doviz kuru tahminlemesi i¢in hibrit bir model Onerilmistir (Yasar, 2019). Calisma kapsaminda CNN,
RNN ve LSTM gibi popiiler derin 6grenme modelleri kullanilarak hem Twitter iizerinde duygu analizi hem de
istatistiksel metotlar kullanilarak tarihsel veriler iizerinde tahminleme yapilmistir. Tahminleme algoritmalar1 olarak
Basit Ustel Yumusatma, Holt-Winters ve ARIMA modelleri kullanilmistir. Performans sonuclarina gére duygu
analizinde LSTM ve GloVe modeli ile hibrit olarak insa edilen model en basarili sonuglara sahiptir. Kur
tahminlemesinde ise Holt-Winters modeli en iyi sonucu vermistir.
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Zhejiang Universitesi tarafindan yapilan bir ¢alismada yine LSTM modeline stokastik baglant1 6zelligi eklenerek
LSTM’nin 6nemli hesaplama maliyetini azaltmay1 hedefleyen hibrit bir model ortaya konmustur. Degerlendirme
sonuglarina gore bu yeni model LSTM modeline gore daha basarili sonuglar vermistir (Hua vd., 2019).

2020 yilinda yasanan Covid-19 pandemi donemi Oncesi ve pandemi sonrasinda Bitcoin tizerindeki fiyat
dalgalanmalarinin makine 6grenmesine ek olarak derin 6grenme teknikleri ile degerlendirildigi bir diger ¢alismada
ise yine zaman serileri verilerinden yararlanilmistir (Kaya vd., 2020). Bu ¢alismada Covid-19 6ncesi ve pandeminin
sonrasinda Bitcoin kripto para birimi iizerindeki kapanis fiyatlari ile diisme yiikselme trendi dikkate alinarak iki adet
veri seti olusturulmustur. Veriler lizerinde uygulanan tahminleme ile veri siniflandirma yontemleri karsilagtirilarak
bunlarin basarilar1 degerlendirilmistir. ARIMA, LSTM ve SVM modelleri ayr1 ayr1 ¢alisilmistir. Tiim modellere ait
F1 Skoru, dogruluk, Matthews Korelasyon Katsayisi (MCC), ARIMA modeli i¢in RMSE ve MAPE 6lcilimleri de ele
almarak performans karsilastirilmasi yapilmigtir. Sonuglara gére SVM pandemi Oncesi veriler iizerinde, ARIMA
modeli ise pandemi sonrasi veriler lizerinde daha basarili sonuglar vermigtir. SVM ortalama 1,72 saniyede, ARIMA
7,63 saniyede ve LSTM ise 14,86 saniyede tahminleme islemlerini gerceklestirmislerdir.

Avrupa tllkelerindeki Covid-19 vakalarmin tahmini ve karsilastirmali analizi ¢alismasinda (Kirbas vd., 2020)
ARIMA, NARNN (Lineer Olmayan Ozbaglanimli Sinir Agi-Nonlinear Autoregressive Neural Network) ve LSTM
yaklasimlar1 karsilagtirilmistir. Performans sonuglarina gore LSTM modeli diger modellere goére daha basarilt
sonuglar vermistir. Benzer sekilde Hindistan Jammu Universitesi Bilgisayar Miihendisligi Boliimii tarafindan
Hindistan ve Amerika Birlesik Devletleri Covid-19 vaka tahminlemesi iizerine bir ¢aligma yapilmis ve LSTM, Cift
Yonlii LSTM de denilen BILSTM ve RNN modelleri karsilastirilmistir. Calisma sonuglarina gére LSTM modelinin
diger modellere gore bir aylik periyot i¢in daha basarili sonuglar verdigi goriilmiistiir (Shastri vd., 2020).

Altin fiyatlarinin tahminlemesinde XGBoost, MARS ve lineer regresyon modellerinin kullanildigi bir bagka
calismada ise elde edilen sonuglara gére XGBoost %99,6 basar1 orani ile kestirim yaparken, MARS modeli i¢in bu
oran %97,8 olmustur. Lineer regresyon igin oran %94,3 olarak ol¢lilmiistiir. Goriildiigi gibi XGBoost ve MARS
modellerinin ikisi de lineer regresyon modeline gore daha iyi sonuglar vermistir. Diger yandan XGBoost zaman
yoniinden diger modellere gore daha kotii performans gostermistir (Abar, 2020).

Bir bagka calismada derin 6grenme ile zaman serileri tahminlemesi iizerine derinlemesine bir arastirma yapilmis,
RNN, CNN ve LSTM ile olasiliksal yontemler incelenmistir (Lim &Zohren, 2021).

Elektrik talep tahmini yapilan bir ¢alismada ise ARIMA ve XGBoost modeli karsilastirilmistir (Ozdemir, 2021).
ARIMA modelinin parametreleri ACF (Autocorrelation Function) ve PACF (Partial Autocorrelation Function)
grafiklerinden faydalanilarak olusturulmustur. Modeller kiyaslandiginda benzer sonuglar verdikleri goriilmektedir.
Ancak XGBoost modelinin min, max, peak ve step parametreleri degistirilerek istatistiksel modellere gore
performansinin kayda deger arttig1 gézlemlenmistir. MAPE degeri 0,10°dan 0,05’e gerilemistir.

Farkli bir ¢calismada ise LSTM modeli kullanilarak Bitcoin fiyat tahmini yapilmistir (Tanigman vd., 2021). LSTM
modeli istatistiksel model olan ARIMA modeli ile karsilagtirilmistir. Sonuglara gére ARIMA sadece yakin vadede
basarili tahminleme performans: sergilemistir. Yakin ve uzun vadede gelecek tahminlemesi i¢in kullanilan LSTM
algoritmasi ise daha diisiik hatalar ile tahminleme yapmustir.

Fiber internet kullanan miisterilerin sikayetlerinin makine o6grenmesi teknikleri ile analiz edilerek miisteri
memnuniyetinin arastirilmasi hedeflenen bir bagka calismada ise Naive Bayes, Rastgele Orman, Karar Agaci,
XGBoost ve Lojistik Regresyon algoritmalar1 kullanilmistir. Naive Bayes ve Lojistik Regresyon modellerinden
olusan hibrit modelin diger modellere gore basarili sonuglar verdigi gézlemlenmistir (Kayis, 2021).

Bir yiiksek lisans tezinde Tiirkiye’de yaygin kullanilan operatorlerin birinden alinan mobil uygulama kullanici giris
sayis1 verileri iizerinde modeller uygulanmis ve sonraki donemler i¢in kullanim tahmini yapilmaya ¢alisilmustir (Ince,
2021). Calismada ARIMA, Naive metodu, iistel diizlestirme, basit diizlestirme yontemleri, SVM ve YSA
kullanilmistir. Performans degerlendirmesi i¢in MAE metrigi 6l¢iilmiistiir. Deney sonuglarina gére SVM modeli en
basarili model olarak gézlemlenmistir. Sonrasinda ise YSA yontemi ikinci basarili model olarak 6l¢iilmiistiir.
Benzer sekilde Bitcoin, Ethereum, Ripple gibi kripto para tahminlemesi icin LSTM ve Prophet modellerini kullanan
bir ¢alisma da mevcuttur (Indulkar, 2021). Facebook tarafindan gelistirilen otomatik makine 6grenmesi algoritmasi
olan Prophet mevsim verileri lizerinde oldukca basarili sonuglar vermistir. Modellerin performanslart MAE metrigi
ile dl¢iilmiistiir (Indulkar, 2021).
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Bir bagka ¢alismada ise veri madenciligi ve makine 6grenmesi yontemleri kullanilarak déviz kuru tahmini yapilmaya
calisilmigtir (Erbudak, 2022). Tahmine dayali siniflandirma ve regresyon modelleri c¢alisilmistir. Caligmada
USD/TRY parite verileri TCMB’nin satig doviz kuru degerlerinden alinarak elde edilmistir. Performans metrikleri
olarak Kok Ortalama Kare (RMS), R-Kare, Ortalama Kare ve MAE ile 6l¢iilmiistiir. Karar Agaglari ve SVM’nin en
yiiksek dogruluk ve tahmin oranlarini verdigi gézlemlenmistir. Calismadan elde edilen sonuglara bakildiginda doviz
kuru ve sapmalari ile tahmini degerlerin 6ngoriilmesinde krizlerin 6nemli bir gosterge olabilecegi ¢ikarilmistir.

Bir diger caligmada ise perakende sektdriinde veri madenciligi yontemleri ile satig tahminlemesi yapilmistir
(Dingoglu, 2022). Ozel bir perakende firmasmin 2018 ve 2019 yillarina ait satis verileri kullanilarak ¢ikan tahmin
sonuclart karsilastirilmistir. Calismada Regresyon ve ARIMA modelleri kullanilmis ve ¢ikan sonuglara gore
regresyon modelinin hata oran1t ARIMA modeline gore daha az olmustur. Ancak ¢aligmanin genelinde her iki modelin
de yakin hata oranlarina sahip oldugu gozlemlenmistir.

2022 yilinda yapilan bir baska calismada ise makine 6grenmesi modellerinden ARIMA modeline ek olarak derin
O0grenme algoritmalari ¢aligilmigtir. Bu ¢alismada Covid-19'la baglantili Tiirkiye’deki vaka ile vefat sayilari tahmin
edilmeye calisilmistir. LSTM, BiLSTM ve GRU (Gegitli Tekrarlayan Birim) modelleri ile makine &grenmesi
modellerinden ARIMA modeli tercih edilmistir (Nusrat, 2022). Model performanslari igin RMSE ve MAPE degerleri
hesaplanarak karsilagtirma yapilmistir. Elde edilen sonuglarin gercege yakin oldugu goriilmiistiir. Derin 6grenme
yontemlerinde optimizasyon algoritmasit olarak Adam fonksiyonu tercih edilmistir. Sigmoid fonksiyonu ise
aktivasyon fonksiyonu olarak secilmistir. Performans sonuglarina gére LSTM modeli, BILSTM ve GRU modellerine
gore daha basarili sonuglar vermistir. Ayrica en hizli sonucu LSTM modelinin trettigi goriilmiistiir. ARIMA
modelinin trettigi sonuglar ise derin 6grenme yontemleri ile kiyasla gercege daha uygun ¢ikmistir. Derin 6grenme
hata oranlari, ARIMA modeli hata oranlarindan daha yiiksek olmustur.

(Ejder, 2022)’deki doktora tezinde ise zaman serileri i¢in veri madenciligi tabanli diizenlilestirilmis CNN
gelistirilmistir. Finansal veriler iizerinden tahminleme yapilmaya c¢alisilmistir. YSA olarak CNN, zaman serilerinin
gelecekteki hareketlerini tahmin etmek i¢in Hareketli Ortalama (MA), DBMEA modelinin performansini arttirmak
icin CART (Classification And Regression Trees) ve GBM (Gradient Boosting Machines) algoritmalari sirasi ile RFE
(Recursive Feature Elimination) ve SFS (Sequential Feature Selection) ile nitelik se¢imi modellenmistir. Bu modelde
finansal Ozelliklerin seg¢ilmesi igin tercih edilmistir. Tiim 6zellikler birlestirilmis ve 2 boyutlu goriintiler elde
edilmistir. Goriintiilerin elde edilmesinin ardindan veriler CNN ile siniflandirilmistir. Caligmanin sonuglari oldukg¢a
basarili olmustur. Buna gére CNN-DBMEA algoritmasi literatiirdeki diger yontemlere kiyasla daha iyi sonuglar
vermistir.

2022 yilinda giines enerji santrallerindeki aylik elektrik iiretiminin derin 6grenme ile tahminini yapan bir ¢aligmada
ise LSTM modeli kullanilarak gelecekteki iiretim miktar1 tahmin edilmistir. Caligma sonucunda LSTM modeli ile
biiyiik bir basar1 elde edildigi goriilmiistiir. Epoch sayis1 100, batch size 70 alinarak verilerin egitilmesi ile yapilan
tahminlemelerin diger epoch ve batch size degerlerine kiyasla ¢ok daha basarili oldugu goriilmiistiir (Cetin, 2022).

Bir bagka ¢aligmada da yine LSTM modeli kullanilarak ETH (Ethereum) fiyat tahminlemesi yapilmistir. Kisa donem
tahminlemede ARIMA basarili olurken uzun doénem tahminlemede LSTM daha basarili sonuglar vermistir.
ARIMA ’nin kisa donem basari oran1 %94,1 olurken uzun dénemde bu oran %78,84’e gerilemistir (Wasee vd., 2022).

Bir diger ¢alismada LSTM ve ARIMA modelleri kullanilarak giimiis/ons paritesi iizerinde derin 6grenme ile finansal
tahmin modellemesi gelistirilmisti. MAE ve RMSE performans kriterleri kullanilarak 6l¢tim yapilmustir. Sonug
olarak ARIMA algoritmasinin LSTM algoritmasindan daha iyi sonuglar iirettigi goriilmiistiir (Untez, 2022).

YONTEM

Makine 6grenmesi, bilgisayarlarin verileri analiz ederek insanlar gibi 6grenmelerini saglayan bilim dalidir. Makine
Ogrenmesi ve derin 6grenme icin genel is akis diyagrami (Giidelek, 2019) kaynagindan yararlanarak Sekil 1’de
gbsterilmistir. Is akislar1, orijinal verinin okunmasi, veri &n isleme, egitim ve test verisinin ayrilmasi, model
olusturma ve modelin egitilmesi, modelin iyilestirilmesi ve son olarak modelin test verisi ile dogrulanmasi
adimlarindan olugsmaktadir.

YSA, insan beynini taklit eden ve 0grenme siirecine benzetilerek gelistirilmis basit matematiksel modeller ile
tamimlanan yapay zekd yontemlerindendir. Bu yapi, insan beynindeki sinir hiicreleri gibi disiiniilebilir. Sistem
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girdileri agirliklandirilmus katsayilarla carpilir ve agirliklandirilmis bir toplam olusur. Islem sonucunda sonug bir esik
deger ile kiyaslanir. Sonug esik degerden biiyiikse sinir hiicresi iletisime gecer, kiiglikse sinir hiicresi bir iletim
yapmaz. YSA’larin da ¢alisma modeli benzerdir. YSA’lardaki aktivasyon fonksiyonlar sayesinde dogrusal olmayan
iliskilerin temsil edilmesi de saglanabilmistir (ince, 2021). YSA mimarisi Sekil 2°de (Mohammedali, 2021)
kaynagindaki gibi, yeniden ¢izilerek gosterilmistir.

Balangig - =

Orjinal Veri

Veri On isleme

______ -
] 1
Egitim Verisi : Dogrulama Verisi :i Test Verisi
] 1
______ J
Modelin Egitiimesi |-——

Model iyilestirme |-a—

Modelin J

Degerlendirilmesi

Bitis -

Sekil 1. Makine Ogrenmesi ve Derin Ogrenme Genel Is Akigt Diyagrami

Girig Agirhklar Ozet Fonksiyon Aktivasyon Fonksiyonu
XI B
Ny / \\ ‘
f/’i-\‘ \\HH“‘“‘: ‘\—.. (] 74 ( ——
X2 \_/ Wy, \ Z ) f Gikt
' N4 |
. w}j/ 7-7-7\
x . ) I/b | Bias
A L/
Sekil 2. YSA Mimarisi

YSA, 5 farkl bilesenden olusur. Bunlar sistem girdileri, diigtim agirliklari, toplama ve aktivasyon fonksiyonu ve ¢ikt1
diiglimiidiir. Birlestirme (6zet) fonksiyonu, her X girdisini kendisine ait w agirlig1 ile carpip toplayarak ¢ikan degeri
aktivasyon fonksiyonuna iletir. Aktivasyon fonksiyonu bu girdinin hiicreye karsilik olarak verecegi ¢iktiyr hesaplar.
Bu fonksiyon dogrusal degildir ve tiirevi kolay alimir. Ozellikle tiirevi zor alinan aktivasyon fonksiyonlarmin
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kullanilmasinin sistemi yavaslattigi goriilmiistiir. Aktivasyon fonksiyonu olarak genellikle Sigmoid, tanjant
hiperbolik fonksiyonu, esik deger fonksiyonu ve siniis fonksiyonu gibi fonksiyonlar tercih edilmektedir. Aktivasyon
fonksiyonundan ¢ikan her deger o sinir hiicresinin ¢iktis1 olarak degerlendirilir (Giinay, 2018). Sinir aglarinin
katmanlarindaki néronlar girdileri toplar, bir agirliklandirilmis bias degerini ekler ve cikti iiretir. Aktivasyon
fonksiyonunun gorevi, néronun aktif veya pasif olup olmadigina karar vermektir. Aktivasyon fonksiyonu Step
tiirlinde ise sistem 1 ¢iktisi verdiginde noron aktif, 0 ¢iktisi verdiginde pasif olmus demektir (Giidelek, 2019).

Yinelemeli Sinir Aglart (Recurrent Neural Networks)

Bu aglarda katmanlar sirali sekilde galisirlar. Bir sonraki katman bir dnceki katmanin ¢iktilarini girdi olarak kullanir
(Yasar, 2019). RNN’nin gelistirilmesi 1980°1i yillarda David Rumelhart’in ¢aligmalarina dayanmaktadir. Sirali veriler
iizerinde islem yapma ve bunlardan icgorii elde etme yetenegi ile 6n plana cikan bir algoritmadir. Dogal dil isleme,
video analizi, goriintii altyazilari gibi bircok alanda kullanilmaktadir (Untez, 2022).

RNN algoritmasinin ¢ok popiiler ve literatiirde kaybolan gradyan problemi olarak gecen bir konusu vardir. Bu
problem optimizasyon algoritmasinin gradyan inisi ile kullanilmasi nedeniyle olusur. Bagimliliklarin bosluklarinin
artmasina, gradyanlarin kaybolmasina ve agin egitilmesinin yavaslamasina kadar giden bir siireci vardir. Hatta bu
durumda agin egitilememesinden bile s6z edilebilir (Mohammedali, 2021). RNN aginda tahminler katmanlardaki
agirliklar ile iliskilendirilerek olusturulur. Tahminler ile ger¢ek degerler karsilastirilir ve bir hata oran1 hesaplamasi
yapilir. Hata payini diistirmek i¢in bu islem tekrarlanir. Bu nedenle yapiya tekrarli sistem denmistir. Hata pay1 0’dan
biiyiikse agirliklar degistirilir ve model yeniden calistirilir. RNN temelde dort katmandan olusur. Bunlar bir giris, iki
gizli katman ve bir ¢ikis katmanidir (Seker, 2017). RNN mimarisi (Giidelek, 2019) baz alinarak Sekil 3’te yeni bir

gosterimle sunulmustur.
) O ()
T ! T

A A >

\

Sekil 3. RNN Mimarisi

Uzun-Kisa Siireli Bellek (Long-Short Term Memory)

Sepp Hochreiter ve Jiirgen Schmidhuber tarafindan 1990’1 yillarda gelistirilmistir. Uzun vadeli bagimliliklart
Ogrenebilme yetenegine sahip 6zel bir RNN alt varyantlarindandir. Bu nedenden dolayr zaman serisi verilerine
dayanan tahminlerde olduk¢a performansl caligsmaktadir (Cetin, 2022). Geleneksel RNN’lerden bu 6zelligi ile
ayrilmaktadir. Uzun siireler boyunca agdaki bilginin hatirlanmasi islemi LSTM modelinin en belirgin 6zelligidir.
LSTM bunu tek bir sinir ag1 katmani yerine birbirleri ile etkilesime giren dort katman kullanarak yerine getirir
(Giindiiz, 2019). Bir LSTM katman bir giris kapisi, bir hiicre durumu, bir unutma kapisi1 ve bir ¢ikis kapisidan
olugmaktadir (Basg, 2019). LSTM mimarisi, (Hua vd., 2019)’daki modele benzer olarak Sekil 4’te gosterilmistir.
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Sekil 4. LSTM Genel Mimarisi

Unutma kapisimin gorevi verinin hiicre katmaninda ne kadar siire boyunca saklanacagini hesaplamaktir. Sigmoid
fonksiyonu bu katmanda kullanilir ve 0-1 arasinda normalize edilmis bir sonug tiretir (Alpay, 2020). Giris katmaninin
gorevi ise verinin hiicre durumundaki islem siiresini ayarlamaktir. Ayrica bu katmanda yeni bilgiler de eklenebilir
veya ¢ikarilabilir. Sigmoid fonksiyonu bu katmanda da kullanilmaktadir. Sonraki katmanda tanh fonksiyonu ile aday
verilerin saklanmasi saglanir ve bu katman ara katman olarak tanimlanir. Unutma kapisi, giris katmani ve tanh ara
katman1 birleserek hiicre katmaninmi olugturur. Hiicre katmani bir iletim hatt1 gibi ¢alisir ve anlamli bilgileri hem
hafizasinda saklar hem de hat boyunca yer alan katmanlar arasinda iletir. Bu o6zelliginden dolayr LSTM
algoritmasinda kisa stirekli bellek sorunu denilen sorun ¢oziilmiis olur. Kapilardan gelen bilgiler hiicre katmaninin
tagityacagl formata doniistiiriiliir ve islenir. Kapilar 0-1 arasinda normalizasyon yapar ve bu islem igin sigmoid
fonksiyonundan yararlanir. Aktivasyon islemi sonunda degeri 0 olan bilgiler hafizadan silinirken, 1 olan bilgiler
tutulmaya devam eder ve hat boyunca ilerler. Cikis katmani ise yine sigmoid fonksiyonu ile ¢alisir ve bilgileri
filtreleyip nihai ¢iktiy1 iiretir (Kaya vd., 2020; Tanigman vd., 2021).

Otroregresif Entegre Hareketli Ortalama (ARIMA)

ARIMA algoritmasi 1970’1i yillarda Box ve Jenkins tarafindan gelistirilmistir. Basari oran1 6zellikle kisa vadeler i¢in
ve duragan olmayan zaman serileri iizerinde yiiksektir ve yaygin olarak kullanilir. ARIMA, AR (otoregresif), |
(entegre) ve MA (hareketli ortalama) modiillerinden olusur ve ARIMA(p,d,q) seklinde formiile edilmistir (Al-Asadi,
2019; Nusrat, 2022). AR modelinde 6nceki zaman adimlar1 kullanilarak sonraki adimlar bu gézlemlerin bir tiirevi
olarak modellenir. Tek degiskenli (univariate), trendi olmayan ve mevsimsellik 6zelligi gostermeyen zaman serileri
icin modellemeler yapmak i¢in tercih edilir. Zaman serileri duragan degilse herhangi bir modelin ger¢eklestirilmesi
beklenmez ve tercih edilmez. Kisa bir tanimla artan veya azalan bir egilimde olmayan ve mevsimsel degiskenlik
gostermeyen zaman serileri duragan olarak nitelendirilir. Trend ve mevsimsellik, zaman serilerinin degerini etkiledigi
icin veri kiimesinde trend varsa, modeli olugturmadan Once fark alarak ya da ¢ikararak trendi ortadan kaldirmak
gerekir. AR modeli, 6nceki zaman dilimlerindeki gézlemleri kullanarak bir sonraki zaman dilimindeki degeri tahmin
eder. Farkli periyotlardaki degerler arasinda bir iligki olabilir. Bu iliskiye degiskenler arasi korelasyon ad1 verilir ve
pozitif ve negatif olmak iizere iki gesittir. iliski ters yonde degisiyorsa negatif korelasyona, ayn1 yonde degisiyorsa
pozitif korelasyona isarettir. Korelasyonu hesaplamak i¢in istatistik tabanli metrikler kullanilir. AR (p) notasyonu
asagidaki Denklem (1) ile ifade edilir.

Xy=c+ Z?:l @iXi—1 + & (D

Denklem (1)’deki c sabit katsayidir. Zaman serisi X; ile ve zaman serisinin tamsay1 indeksi de t ifadesi ile gosterilir.
AR modelinin parametre degerleri ¢; ile gosterilir. P, modelin gecikme sayisinin, g ise ortalamasi sifir olan sabit
varyansli hata teriminin ifadesidir. MA modeline yuvarlanan veya hareketli ortalama denir. Veri analizinde kullanmak
icin varsa farkli alt kiimeler diger kiimelerin ortalama hesabini yapar (Kaya vd., 2020).

Xt =p+¢g Z?=1 0; & (2)

Denklem (2)’deki p, modeldeki serinin ortalamasini gosterir. Hareketli ortalamanin degeri 0;, ortalamanin sirasi ise
q ile ifade edilir. X; zaman serisini belirtir. Hata terimleri de &: ve & ile gosterilir (Kaya vd., 2020). ARMA, hem
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onceki adimlardan bir sonraki adimi dogrusal olarak modeller hem de AR ile MA modellerini birlestirir. Bunun yani
sira On isleme adimim birlestirerek diziyi duragan hale getirir. Bu isleme entegrasyon (I) adi verilir ve asagidaki
Denklem (3) gibi formiile edilir (Kaya vd., 2020).

p .
(143" o)
Xt — i=1

B (1— P ﬂiLi)(l—L)d

3)

Denklem (3)’teki gecikme operatdrii L ile ifade edilmistir. Otoregresif modelin parametre degeri © ifadesi, hareketli
ortalama modelinin parametre degerleri ise 0; ile gosterilmistir. Benzer sekilde X, zaman serisini belirtir. Hata
terimleri de ¢ ile gosterilir (Kaya vd., 2020). ARIMA (p.,d,q) modeli giris parametreleri olarak {i¢ bagimsiz degisken
alir. Buna gore p gecikme sayisini, d farklilasma derecesini, q ise hareketli ortalama “window size (pencere boyutu)”
degerini ifade etmektedir. p ve q parametrelerini belirlemek icin birden fazla yontem vardir. Ancak 6ncesinde zaman
serisinin duragan hale getirilmesi gerekir. Bu durumda d=1 degerini alir. Bu yontemlerden birisi otokorelasyon
fonksiyonu ve kismi korelasyon fonksiyonu grafiklerini yorumlamaktir. Grafikler incelenerek AR ve MA sayilari
belirlenir. Ek olarak bu grafikler trend ve mevsimsellik hakkinda da fikir verebilir. ACF bir serideki otomatik
korelasyon degerlerini gdsterir. Ge¢cmisteki degerler ile giiniimiizdeki degerler arasinda nasil bir iliski oldugunu
belirlemesi yoniinden 6nemlidir. ACF trend, mevsimsellik, giiriiltii gibi bilesenleri analiz eder ve bu nedenle tam
otomatik korelasyon grafigi olarak adlandirilir. Duragan olmayan zaman serilerinde bu grafigin zaman igerisinde
diisiis egiliminde oldugu goriiliir. PACF ise kismi otomatik korelasyon grafigi olarak adlandirilir. iki nokta arasindaki
zaman igerisinde degisen korelasyonu dikkate alir. AR modelinin optimal terim sayisini belirlemek icin kullanilir.
Terim sayist ayn1 zamanda modelin sirasim belirleyen parametredir. PACF, AR modelini en iyi tanimlayan
fonksiyonlardandir. SARIMA modeli ARIMA modeline mevsimsellik parametrelerinin eklenmis tiirevidir. ARIMA
ile benzer sekilde calisir. Gegmisteki verileri inceler ve gelecekteki verileri dogrusal bir fonksiyon kullanarak
modeller. ARIMA modelinin gerceklestirdigi tiim islemleri serinin mevsimsellik 6zelligini de ekleyerek
gerceklestirir.

Prophet

Prophet mevsimselligi kullanarak giinliik, haftalik, aylik ve yillik bazda verileri tahmin etmeyi saglayan otomatik bir
makine 0grenimi paketidir. Meta (Facebook) sirketi tarafindan gelistirilmistir (Indulkar, 2021). Dogrusal olmayan
egilimlerin yillik, haftalik ve giinliik mevsimsellik disinda tatil etkileri ile uyumlu oldugu bir toplama modeline dayali
zaman serisi verilerini tahmin etme modelidir. Prophet, eksik verilere ve trenddeki degisimlere karst direnglidir ve
tipik olarak aykir1 degerleri kendi i¢inde iyi yonetir (Facebook, 2023). Prophet, giivenilir tahminler iirettigi, diger
tiim yaklasimlardan daha iyi performans gosterdigi ve saniyeler i¢inde tahminleme yapabildigi icin Meta’daki bircok
uygulamada kullanilmaktadir. Denklem (4) ile ifade edilir. Denklem (4)’te y(t) eklemeli regresif model, g(t) trend
faktorii, h(t) tatil bileseni, s(t) sezonsallik bileseni ve e, ise hata terimi olarak tanimlanmistir (Indulkar, 2021).

y(t) = g(t) + h(t) +s(t) + et 4

Bu model tatillerin etkisini degerlendirmemizi saglar. Tatiller, bir zaman serisi iizerinde net bir etkiye sahip olabilecek
diizensiz olaylardir. Ornegin, Amerika Birlesik Devletleri'ndeki Kara Cuma, Sevgililer Giinii gibi etkinlikler,
magazalara katilimi veya bir e-ticaret web sitesindeki satiglar1 6nemli Olciide artirabilir. Bu nedenle, bir zaman
serisinde tatillerin etkisini modellemek i¢in Prophet belirli bir iilke i¢in bir tatil listesi tanimlamamiza izin verir. Daha
sonra tatil etkileri, hepsinin bagimsiz oldugu varsayilarak modele dahil edilir. Bir veri noktas1 bir tatil tarihine denk
gelirse, o zaman noktasindaki serideki degisikligi temsil etmek i¢in bir parametre hesaplanir. Degisim ne kadar biiytik
olursa, tatil etkisi o kadar biiyiik olur (Peixeiro, 2022).

Ekstrem Gradyan Yiikseltme (Extreme Gradient Boosting)

Friedman tarafindan 2001 yilinda gelistirilmis simiflandirma ve regresyon agacina dayanan gradyan yiikseltme
temelli bir yontemdir. Ancak XGBoost asir1 6grenmeden kaginmak i¢in daha diizenli bir model bigimlendirmesi
kullanir ve bu nedenle daha iyi performans gosterir. Performans1 ve hizli uygulanabilmesi nedeniyle son yillarin en
basarili yontemlerinden birisi olarak kabul edilir (Abar, 2020; Ozdemir, 2021). Rastgele Orman algoritmasindan
farkli olarak burada torbalama (bagging) degil, yiikseltme (boosting) kullanilmaktadir. Boosting yonteminde
egiticiler sirali sekilde kullanilarak hatalardan ders alarak bir 6grenme ve ilerleme s6z konusudur. XGBoosting
algoritmasi, Gradient Boosting algoritmasindan tiiremistir ve daha hizli, dogru ve paralel ¢alisabilen bir mimariye
sahiptir (Kayis, 2021).

Gecitli Tekrarlayan Birim (Gated Recurrent Unit)
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GRU, belirli durumlarda LSTM modeline gére avantajlari olan bir RNN tiiriidiir. GRU, daha az kap1 ve bellek kullanir
ve LSTM algoritmasina gore daha hizlidir. Ancak LSTM daha uzun dizilere sahip veri kiimeleri kullanildiginda daha
dogru sonuglar iiretir. LSTM algoritmasinin aksine {i¢ kap1 kullanir. Bunlar Giincelleme Gegidi, Sifirlama Kapis1 ve
Mevcut Bellek Getirileridir. GRU, unutma kapisi olan bir LSTM gibidir. Ancak bir ¢ikis kapisi olmadigi i¢cin LSTM
modeline gore daha az parametreye sahiptir. 2014 yilinda Kyunghyun Cho tarafindan tanmitilmistir (Mohammedali,
2021).

GRU, tekrarlayan sinir aglarinin yasadigi kaybolan gradyan problemini (ag agirliklarini giincellemek icin kullanilan
degerler) ele alir. Derecelendirme, geri yayildiginda zamanla kiigiiliirse 6grenmeyi etkilemek i¢in ¢ok kiigiik kalabilir
ve boylece sinir agin1 egitilemez hale getirebilir. Bir sinir agindaki katman 6grenemezse RNN'ler esasen daha uzun
dizileri unutabilir. GRU modeli bu sorunu, giincelleme kapis1 ve sifirlama kapisi olmak {izere iki kap1 kullanarak
cozer. Bu kapilar, ¢iktida hangi bilgilere izin verildigine karar verir ve daha geriden gelen bilgileri tutmak i¢in
egitilebilir. Bu, daha iyi tahminler yapmak icin ilgili bilgileri bir olaylar zincirinden gegirmeye olanak tanir.
Giincelleme Kapisi, gecmis bilginin ne kadarinin gelecege aktarilmasi gerektigini belirler. Bir LSTM tekrarlayan
modelindeki Cikis Kapisina benzer. Sifirlama Kapisi, ge¢mis bilgilerin ne kadarinin unutulacagini belirler. Bir LSTM
tekrarlayan birimindeki Giris Kapist ve Unut Kapisinin kombinasyonuna benzer. Gegerli Bellek Kapisi ise Girig
Kapismin bir alt parcasi olmasi ve girise bir miktar dogrusal olmayan bilgi katmak, ayrica girisi sifir-ortalama
yapmak i¢in kullanilmasi nedeniyle Sifirlama Kapisina dahil edilmistir. Bunu Sifirlama gecidinin bir alt parcasi
yapmanin bir bagka nedeni de onceki bilgilerin gelecege aktarilmakta olan mevcut bilgiler iizerindeki etkisini
azaltmaktir (Mohammedali, 2021). GRU mimarisi (Nusrat, 2022)’deki gibi gizilerek Sekil 5’te gdsterilmistir.

@

Zaman Serileri (Time Series)

Sekil 5. GRU Genel Mimarisi

Zaman serileri verileri, finanstan teknolojiye, sagliktan hava durumuna kadar birbirinden farkl alanlara ait farkli ve
diizenli zaman periyotlarina gore dagilim gosteren veri tiirleridir. Kaydedilen verilerin frekansi saat, giin, ay ya da
yil gibi degisen periyotlarda olabilir. Veriler zamana gore sirali oldugu i¢in aralarinda zaman bagli iliskiler olusur.
Ozellikle birbirine komsu olan degerler arasinda korelasyon olusabilir. Tek degisken iceren ve ¢ok degisken iceren
seriler olmak tizere ikiye ayrilir. Tek degiskenli serilerde zamana gore degisen tek bir degisken ve bir bagimsiz
degisken varken ¢ok degiskenin oldugu serilerde ise zamana bagl yine bir degisken vardir, ancak bagimsiz
degiskenlerin sayisi 1'den fazladir (Giidelek, 2019). Zaman serilerinde duraganligi tespit etmek igin ¢esitli yontemler
vardir. En yaygin kullanilanlar1t ADF (Genisletilmis Dickey Fuller Testi), Phillips-Perron, KPSS (Kwiatkowski-
Phillips-Schmidt-Shin) Birim K6k Testi ve Korelogram grafigidir (Ozdemir, 2021).

ADF, sifir ve alternatif hipotez igeren birim kok testidir. Sifir hipotezi, birim kdk igerir ve serinin duragan dist
oldugunu kabul eder. Alternatif hipotez ise serinin duragan oldugunu kabul eder ve birim kok i¢ermez. Birim kok
test orneklerinden biri Phillips-Perron yontemidir. Bu yontemin ADF’den farki, t-test istatistifine parametrik
olmayan bir diizeltme yapmasidir. Boylece otokorelasyonlar ve degisen varyans durumlarinda elde ettigi sonuglar
daha diizgiin olmaktadir. Serilerin duraganlik tespitinde siklikla kullanilan bir bagka yontem de KPSS testidir.
Buradaki sifir ve alternatif hipotez, ADF testinin tersidir. ADF testinde birim kdk bulunmazsa ve KPSS testinde
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bulunursa, seri fark-duragandir demektir ve yine de fark alinmasi1 gerekir. Bu testlerden biri bile birim kok bulursa
seri duragandir denilemez. ACF ve PACF grafigine bakarak da duraganlik tespiti yapilabilir. Duragan olmayan bir
zaman serisinde ACF grafiginin yavasea diistiigii gézlemlenir. Bagimlilik ayn1 degiskenin 6nceki zaman dilimleri ile
olan iliskisini ifade eder. Giiriiltii (diizensiz bilesen) ise model tarafindan tanimlanamayan veya aciklanamayan
degiskenlere denir (Giidelek, 2019).

Zaman serileri tahmini ise ge¢mis verilere dayanarak bir serinin gelecekteki olas1 degerlerini tahmin etmek igin
istatistiksel bir model olusturma ve tahmin etme siirecidir. Eskiden zaman serileriyle ilgili problemlerin ¢éziimiinde
lineer istatistiksel yontemler kullanilirdi. Giinliimiizde ise verinin boyutu ve niteligi arttikga lineer istatistiksel
yontemler yetersiz gelmeye basladi. Bu nedenle hem verideki 6zniteliklerin belirlenmesinde hem de verilerin
karmagikliklarinin analiz edilmesinde aradaki lineer olmayan iliskileri 6grenme kabiliyetine sahip derin YSA’lar
siklikla kullanilmaya baslanmistir (Kara, 2019).

Zaman serileri tahminlemesi istatistik, ekonometri, matematiksel finans, deprem tahmini, hava tahmini, desen
tanima, sinyal isleme gibi bir¢ok alanda kullanilabilir. Zaman serilerindeki unsurlarin toplamindan olusan “toplam
modeli” ve carpimlarindan olusan “carpim modeli” olmak {izere iki temel model vardir. Bu modeller zaman
serilerinde asagida gosterilen Denklem (5) ve Denklem (6) ile ifade edilirler. T trend, S; sezonsallik, C; periyodik, R;
artik parcalar demektir (Can, 2009).

Ut:Tt+SC+Ct+Rt (5)
Ut=Tthththt (6)

Zaman serilerinde trend analizi oldukc¢a 6nemlidir. Trend analizi uzun dénemlere ait verilerin analizinde kullanilir.
Verinin artma, azalma ve duraganlik egiliminde olup olmadigimin tespitinin yapilmasi i¢in kullanilan istatistiksel
yontemdir. Sekil 6’da trend analizi gosterilmistir. Zaman serileri dogrusal veya dogrusal olmayan bir trend egiliminde
olabilirler (Oracle, 2023). Dogrusal trende sahip olan zaman serilerinde, egilimi belirleyen hareket diiz bir dogru
seklindedir. Dogrusal olmayan trende sahip zaman serilerinde ise egilimi belirleyen hareket, matematiksel egriler
seklindedir. Trend egilimleri Sekil 7°deki gibidir (Can, 2009).
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Sekil 6. Zaman Serileri Ozellikleri
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Sekil 7. Dogrusal ve Dogrusal Olmayan Trend

Bu calismada gelistirme ortami (IDE) olarak Jupyter Notebook 6.5.2 ve Spyder 5.4.2 siiriimii kullanilmigtir. Tiim
modellerin gelistirmeleri, Python programlama dili ve Python 3.10.9 c¢ekirdek (Kernel) siiriimii kullanilarak
yapilmigtir. ARIMA ve SARIMA modellerini kodlamak icin Python paketlerinden “statsmodel.tsa”, Prophet i¢in
“prophet”, XGBoost icin “xgboost”, RNN ve LSTM modelleri i¢in ise “tensorflow” ve “keras” kiitliphaneleri
kullanilmistir. Matematiksel islemler, matris ve dizi islemleri igin “pandas” ve “numpy”, grafik ve gorsellestirme igin
ise “matplotlib” ve “statsmodels.graphics™ kiitiiphanelerinden yararlanilmistir. Tiim model egitme, test ve
tahminleme islemleri “11th Gen Intel Core i17-1165G7 @ 2.80GHz 2.80 GHz 32 GB Ram 64 Bit” bir bilgisayarda
ve “Windows 10 Enterprise” isletim sistemi iizerinde ger¢eklestirilmistir.

Veri Seti (Dataset)

Bu ¢alismada bir teknoloji sirketinin miisterilerinin kullandiklar1 hizmetler i¢in harcadiklar1 9 yillik giinliik kont6r
tilketim verisi kullanilarak tahminleme yapilmigtir. Veri seti daha oOnce baska bir akademik c¢alismada
kullanilmamuisgtir. Veri seti 2014-2017 yillarina ait tiiketimler, 2018-2022 yillarina ait tiiketimler ve tiim yillara ait
(2014-2022) tiikketimler olmak iizere 3 ayr1 gruba ayrilmistir. Buradaki ayrim sirketin dijital hizmetlerinin yillara gore
yayginlagmasi ve miisteri sayilarinin artmasi kriterlerine gore belirlenmistir. 2014 yil1 hizmetlerin baslangig¢ yil1 ve
2017 yil1 ise miisteri sayisindaki artigin keskin arttig1 yil olmasi nedeniyle 2014-2017 yillar1 ayri bir grup, 2018-2022
yillar1 ise ayr1 bir grup olarak ele alinmistir. Makine 6grenmesi ve derin 6grenme modelleri veri setleri tizerinde ayr1
ayrt uygulanmigtir. Veriler tek degiskenli zaman serileri formatindadir ve zamana gore degisen kontdr tiikketim
degerleri yer almaktadir. 2014-2017 yillarina ait veri setinde 1461 adet, 2018-2022 yillarma ait veri setinde 1825 ve
2014-2022 (tiim veri) yillarina ait veri setinde 3286 adet satir bulunmaktadir.

Sekil 8’de goriilecegi gibi, kontor tiikketiminde 2020 yilina kadar artan bir trend, 2020 yilindan itibaren ise keskin bir
artis goriilmektedir. Bu artig, bu yillarda ¢ikan diizenlemelere baglanabilir. Cikan yasa ve yonetmelikler ile e-fatura
kullanan sirket sayisinin kapsami geniglemis ve buna bagl olarak kontdr tiiketimleri de Sekil 8’deki gibi artmustir.
Sekil 9’da verideki 6zelliklerin 6nem dereceleri gosterilmistir. Buna gore yil ve haftanin giinii 6zellikleri sonuca en
fazla etki eden ozellikler olarak 6ne ¢ikmustir. Bunun nedeni ise sirketin hizmetlerinin sayisinin, yayginliginin ve
miigteri sayisinin yillara gore artmasi olarak gosterilebilir.
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Sekil 8. 2014-2022 Yillarindaki Miisteri Kontor Tiiketim Dagilim
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Sekil 9. Sezonsallik Ozelliklerinin Onem Derecesi

2014-2017 yillarina ait verinin 3 y1l1 egitim verisi 1 yili test, 2018-2022 yillarina ait 5 yillik verinin 4 y1l1 egitim veri
seti, 1 yillik veri de test veri seti olarak kullanilmigtir. 2014-2022 yillarina ait verinin ise 8 yillik verisi egitim, 1 yillik
veri ise test veri seti olarak kullanilmistir. Sekil 10°da egitim ve test verisi dagilimlar gosterilmistir.
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Sekil 10. Egitim ve Test Verisi (2018-2022 yillar1)
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BULGULAR

Modeller sirasiyla 2014-2017, 2018-2022 ve 2014-2022 yillarina ait ii¢ veri seti lizerinde ayri ayr1 ¢aligtirilmistir. Bu
veri setlerinin nasil ayrildigi bir 6nceki boliimde detayli anlatilmigtir. 2018-2022 yillarina ait veri seti referans veri
seti olarak alinmistir ve sonuglar 2014-2017 yillart ile tiim yillar1 iceren 2014-2022 veri setinin sonuglari ile ayr1 ayri
karsilagtirilarak modellerin basar1 oranlari karsilastirmali olarak test edilmistir. Bu karsilagtirma sonuglart bolim
sonunda gosterilmektedir. Veri setleri iizerinde 6nce makine 6grenmesi modelleri, sonra derin 6grenme modelleri ve
son olarak da derin 6grenme modellerinden olusturulan hibrit modeller sirastyla calistirtlmistir.

Calismada MAE, MAPE, RMSE ve R? metrikleri kullanilarak performans 6lgiimii yapilmustir. Ik olarak makine
ogrenmesi modellerinden ARIMA ve SARIMA modelleri uygulanmistir. Verinin duraganligin tespit etmek i¢in ACF
ve PACF grafiklerinden yararlanilmistir. Ayrica ADF ve KPSS testleri uygulanmistir. ACF grafigi zaman igerisinde
bir diisiis egilimi gostermektedir. Ayni sekilde PACF grafigi t-1 ve t-2 farklari igin keskin bir diigiis gdstermistir. Bu
iki veriye gore seri duragan olmadigi goriilmiistiir. Sekil 11°de ACF ve PACF grafikleri goriilmektedir.
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Sekil 11. ACF ve PACF Grafikleri

ADF ve KPSS testlerinin sonucuna gore de (Tablo 1) seri duragan degildir. Duragan hale getirmek icin fark alma
islemi yapilmistir. Serinin duragan olmasi i¢in p-value degerinin 0,05’ten biiyiilk olmas1 gerekmektedir. Birinci
dereceden fark alinmistir. Fark alma islemi sonrasi ACF ve PACF grafikleri Sekil 12°de gosterilmistir. ADF birim
kok bulamaz ancak KPSS testi bulursa seri fark duragandir ve yine de fark alma islemi uygulanarak serinin duragan
hale getirilmesi gerekir.

Tablo 1. ADF ve KPSS Test Sonuglari

ADF Statistics -0,9274541494854743
p-value 0,7787969935683057
KPSS Statistic 6,803335

p-value 0,010000
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Sekil 12. Fark Alma Sonras1 ACF ve PACF Grafikleri
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ACF ve PACF grafikleri araciligiyla serinin duragan hale gelmesinden emin olmak i¢in ADF ve KPSS testleri tekrar
yapilmistir. Ek ADF ve KPSS testi sonuglari ise Tablo 2’deki gibi olusmustur. P-value degerinden de anlagilacag:
tizere seri duragan hale getirilmistir.

Tablo 2. Fark Alma Islemi Sonrast ADF ve KPSS Testi Sonuglari

ADF -
Statistics 14,517242505878471
p-value 5,598963729919661
KPSS 0,036513
Statistic
p-value 0,100000

ARIMA(p,d,q) modelini uygulamak i¢in 6nce p,d,q degerlerini hesaplamak gerekmektedir. Bu degerleri bulmak i¢in
iki yontem bulunmaktadir. ilk yéntem ACF ve PACF grafiklerini yorumlamaktir. Grafik yorumlamasi nedeniyle
maliyetli ve hataya agik bir yontemdir. Ikinci yontem ise Auto ARIMA dedigimiz “Grid Search” yontemidir. Bu
calismada Auto ARIMA yontemi kullanilarak p,d,q degerleri hesaplanmistir. Bu yonteme gore en iyi model olarak
ARIMA (3,1,5) onerilmistir.

Veri sezonsallik icerdigi igin ARIMA modeli iyi bir performans gostermemistir. Performans metrikleri de bunu
dogrulamaktadir. Sekil 13’te ARIMA modelinin tahminlemesi, Tablo 3’te ise model performans degerleri yer
almaktadir.
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Sekil 13. ARIMA Modeli Tahminlemesi

Tablo 3. ARIMA Modeli Performansi

ARIMA
MAE 597292,383534
MAPE 0,513970
RMSE 749371,846102
R? 0,218284

ARIMA modelini iyilestirmek i¢cin modele mevsimsellik parametreleri eklenerek SARIMA modeli olusturulmustur.
Auto ARIMA kullanilarak SARIMA (5,0,3) (0,1,1,7) modeli dnerilmistir. Veri sezonsallik icerdigi i¢in, yani kontdr
titketimi verisi sezonsal olarak degiskenlik gosterdigi icin SARIMA modeli bu veri iizerinde ARIMA modeline gore
cok daha iyi performans gostermistir. SARIMA sezonsallik degisimlerini de dikkate alan bir modeldir. MAPE degeri
ARIMA modelinde 0,51 iken SARIMA modelinde 0,21 olarak 6l¢iilmiistiir. Sekil 14’te SARIMA modelinin ARIMA
modeline oranla oldukga iyi bir tahminleme yaptig1 goriilmektedir.
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Sekil 14. SARIMA Modeli Tahminlemesi

SARIMA modeli gergek tiiketim degerlerine olduk¢a yakin tahminleme yapmustir. Tablo 4’te de model performans
Olciimleri yer almaktadir.

Tablo 4. SARIMA Modeli Performansi

SARIMA
MAE 338533,575589
MAPE 0,217062
RMSE 470696,183788
R? 0,691585

Prophet, Meta tarafindan gelistirilen ve trend, mevsimsellik gibi parametreleri otomatik olarak i¢inde yoneten bir
algoritmadir. Insan davramslarindan kaynaklanan mevsimsel etkiler, haftalik, aylik ve yillik déngiiler, resmi
tatillerdeki diisiisler ve zirveler, yeni iiriinler ve Kara Cuma gibi pazar olaylarindan dolay1 trenddeki degisimler, aykir
degerler gibi bir¢ok parametreyi basarili yoneten bir algoritmadir. Model ¢alisma parametreleri Tablo 5’teki gibi
belirlenmistir. Sekil 15’te goriilecegi ilizere Prophet modeli, ARIMA ve SARIMA modellerine gére daha basarili
tahminleme yapmistir. Prophet’in Ozellikle en tepe noktalarini SARIMA’ya gore daha basarili tahmin ettigi
goriilmiigtiir. Tablo 6’da ise Prophet’in performans dl¢iim degerleri yer almaktadir.

Tablo 5. Prophet Model Parametreleri

Parametre Degeri
growth Linear
yearly seasonality True
weekly seasonality True
daily seasonality True
seasonality mode multiplicative
seasonality prior_scale 20
holidays_prior_scale 20
changepoint_prior_scale 0,01




KSU Miihendislik Bilimleri Dergisi, 27(1), 2024 181 KSU J Eng Sci, 27(1), 2024

Arastirma Makalesi Research Article
H. Akg¢ay, D. Yiltas-Kaplan

le6

4.01 — Tuketim
—~~—~- prophet_yhat 4

3.5 1

3.0 1
2.51 i A |I H\TI

2.04

-~
—— ]
—

e
Lot

=
o
e
7

1:54

1.0 A

0.5 1

O

2022-01 2022-03 2022-05 2022-07 2022-09 2022-11 2023-01
Tarih

0.0 1

Sekil 15. Prophet Modeli Tahminlemesi

Tablo 6. Prophet Modeli Performansi

PROPHET
MAE 283502,455315
MAPE 0,202677
RMSE 412533,996697
R? 0,763095

Prophet, dogrusal olmayan trendlerin y1llik, haftalik ve giinliik mevsimsellik ek olarak tatil etkileriyle uyumlu oldugu
bir eklemeli modele dayanan zaman serisi verilerini tahmin etmeye yonelik bir yontemdir. Gii¢lii mevsimsel etkilere
ve birka¢ mevsime ait gecmis verilere sahip zaman serileriyle en iyi sekilde ¢aligir. Prophet, eksik verilere ve
trenddeki degisimlere kars1 dayanikli oldugu ve genellikle aykir1 degerleri iyi yonettigi igin SARIMA modeline gore
tahminleme basar1 orani daha yiiksektir.

XGBoost, karar agaci temelli ve Gradient Boosting bir makine 6grenmesi sistemidir. XGBoost modelinin ¢aligma
parametreleri tahminleyici sayis1 1000, erken durdurma parametresi 50, 6grenme orani ise 0,01 olarak belirlenmistir.
Bu parametreler karsilastirmali denemeler sonucu se¢ilmistir. Tahminleme sonucu Sekil 16°daki gibi olusmustur.

Tablo 7’de ise performans sonuglar1 yer almaktadir.
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Sekil 16. XGBoost Modeli Tahminlemesi

Tablo 7. XGBoost Modeli Performansi
XGBoost
MAE 313162,62
MAPE 0,21
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RMSE 465993,12
R? 0,70

XGBoost modelinin sonuglart degerlendirildiginde, Prophet ile tahminleme oranlar1 benzer ¢ikmistir ve SARIMA
modeline gore tepe noktalar1 bulmada daha iyi sonuglar vermistir.

Bu boliimde ise derin 6grenme temelli algoritmalarin sonuglarina yer verilmistir. Veri seti lizerinde ilk olarak RNN
yontemi uygulanmistir. RNN modelinde 64 diigiimden olusan SimpleRNN, Dropout, Flatten ve Dense katman1 olmak
iizere 4 katmanli bir YSA kullanilmistir. Aktivasyon fonksiyonu olarak “ReLU”, optimizasyon fonksiyonu olarak
“adam” ve hata kayb1 fonksiyonu i¢in ise “ortalama kare hata (mse)” kullanilmistir. Epoch sayis1 50, batch size 32
ve window size 90 olarak segilmistir. Epoch sayist Sekil 17°deki kayip fonksiyonuna gore belirlenmistir. Tablo 8’de
model performans sonuglari gosterilmistir. Sekil 18’de ise tahminleme sonucu gosterilmistir.
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Sekil 17. RNN Kayip Fonksiyonu

Tablo 8. RNN Modeli Performansi

RNN
MAE 258768,70
MAPE 0,18
RMSE 368595,47
R? 0,81
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Sekil 18. RNN Modeli Tahminlemesi

LSTM modelinde ise 128 diigimden olusan giris ve ¢ikis katmani olmak lizere iki katmanli bir YSA modeli
kullanilmistir. Epoch sayist 300, batch size 32 ve window size 90 olarak belirlenmistir. RNN ile esdeger olarak
aktivasyon fonksiyonu olarak “ReLU”, optimizasyon fonksiyonu olarak “adam” ve hata kaybi fonksiyonu igin ise
“ortalama kare hata (mse)” kullanilmistir. Sekil 19°daki LSTM Kay1p Fonksiyonu grafigine gére 300 epoch sayisinda
kay1ip oraninin stabil hale geldigi goriilmektedir. Bu nedenle LSTM modelinde epoch sayis1 300 olarak alinmstir.
Sekil 20’de LSTM modelinin tahminleme sonucu gdsterilmistir.
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Sekil 19. LSTM Kay1p Fonksiyonu
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Sekil 20. LSTM Modeli Tahminlemesi

LSTM modelinde ayrica farkli epoch, batch ve window size’lara goére model calistirilmis ve Tablo 9’daki sonuglar
elde edilmistir. Bu tablo epoch 300, batch size 32 ve window size 90 parametreleri ile elde edilmis en basarili
sonuglar1 vermistir.

Tablo 9. LSTM Modeli Performansi

LSTM
MAE 253316,13
MAPE 0,17
RMSE 383641,75
R? 0,79

RNN ve LSTM sonuglari kiyaslandiginda LSTM modelinin daha basarili oldugu goriilmektedir. Aralarindaki temel
fark, LSTM’nin bilgiyi RNN’ye gore daha uzun siire hafizada tutabilmesinden kaynaklanmaktadir. Bu nedenle
LSTM RNN'ye gore daha avantajlidir, ¢linkii LSTM, RNN'ye kiyasla hafizadaki bilgileri uzun siire isleyebilir. Ayrica
LSTM uzun vadeli zamansal bagimliliklar1 koruyabilir ve bilgiyi uzun siire hatirlayabilir. RNN, uzun bagimliliklara
sahip karmagik gorevler i¢in uygun degil iken LSTM uzun vadeli bagimliliklarin modellenmesini gerektiren gorevler
i¢in ¢ok daha uygundur.

Sekil 21°’de GRU modelinin tahminleme sonuglar1 gosterilmistir. Tablo 10’da ise modelin performans sonuglar1 yer
almaktadir. Sekil 22, GRU Kayip Fonksiyonunu gdstermektedir.
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Sekil 21. GRU Modeli Tahminlemesi
Tablo 10. GRU Modeli Performansi
GRU
MAE 252771,98
MAPE 0,18
RMSE 377491,71
R? 0,80
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Sekil 22. GRU Kayip Fonksiyonu

GRU modeli RNN ve LSTM’ye gore daha az kapiya sahiptir ve daha az parametresi vardir. Bu nedenle GRU
performans acisindan LSTM ve RNN’ye gore daha hizli olmasina karsin uzun vade veri kiimelerine uyarlanmasi
noktasinda daha kisitl bir algoritmadir. Tablo 10°daki 6l¢iim sonuglarina géore RNN ve LSTM ile ¢ok yakin sonuglar
verdigi gozlemlenmistir.

Calismanin bu boliimiinde ise derin 6grenme algoritmalarindan olusan hibrit modeller ile ilgili sonuglara yer
verilmistir. RNN ve GRU algoritmalari ikisi bir arada hibrit model olarak kullanilmistir. Hibrit model kavrami basari
oranlarini arttirmak i¢in modellerin birlikte kullanilmasi prensibine dayanmaktadir. Modeller ayr1 ayr 6zelliklerde
olabilirler ve ayr1 6grenme yeteneklerine sahiptirler. Bu nedenle birlikte kullanilarak YSA’da basar1 oranlar
arttirilabilir. Birden ¢ok basit algoritma, birbirini tamamlamak ve artirmak i¢in birlikte ¢alisir. Birlikte ¢alisarak tek
basia ¢dzemedikleri sorunlar ¢ozebilirler. Hibrit modelleri olustururken bir modelin ¢iktis1 diger modele girdi
olarak verilmektedir. Bu nedenle veri yapisi ve formatiin buna uygun olarak belirlenmesi gerekmektedir. RNN ve
GRU hibrit modeli tiim veri setlerine uygulanmistir ve sonuglarin daha basarili oldugu goriilmiistiir. Asagidaki grafik
ve tabloda RNN + GRU hibrit modelinin sonuglari yer almaktadir. Sekil 23’te goriildiigii gibi Kayip Fonksiyonu
orani 300 epoch sayisinda stabil hale gelmistir. Bu nedenle RNN + GRU hibrit modelinin epoch sayist 300 olarak
almmustir. Sekil 24’te RNN+GRU hibrit modelinin tahminleme sonucu yer almaktadir. Tablo 11°de RNN + GRU
modelinin performans ¢iktilar1 yer almaktadir.
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Sekil 23. RNN + GRU Kayip Fonksiyonu
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Sekil 24. RNN + GRU Modeli Tahminlemesi

Tablo 11. RNN + GRU Modeli Performansi

RNN + GRU

MAE 247293,97
MAPE 0,17

RMSE 379218,40
R? 0,79

Benzer sekilde RNN + LSTM birlikte hibrit bir model olusturuldugunda sonuglarin hem makine 6grenmesi hem de
derin 6grenme modellerine gore daha basarili oldugu goriilmiistiir. Model, epoch sayist 100, batch size 32 ve window
size 60 parametreleri ile ¢aligtirilmistir. Tablo 12 ve Sekil 25°te RNN + LSTM hibrit modelinin performans sonuglari
yer almaktadir.

Tablo 12. RNN + LSTM Modeli Performansi

RNN + LSTM
MAE 253481,53
MAPE 0,17
RMSE 374332,38
R? 0,80
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Sekil 25. RNN + LSTM Modeli Tahminlemesi

Tiim modellerin {i¢ ayr1 veri seti {izerindeki performans sonuglari Tablo 13’te karsilagtirmali olarak belirtilmistir.

Tablo 13. Modellerin Karsilagtirmali Performans Tablosu
MAE MAPE | RMSE R?

Modeller/Metrikler
2014-2017 Yillarina Ait Veri Seti

ARIMA 117562,46 | 0,73 | 131719,73 | -
0,19
SARIMA 69752,57 | 0,29 | 86647,11 | 0,48
Prophet 98350,69 | 0,61 |119062,67 | 0,02
XGBoost 95757,33 | 0,38 | 111930,82 | 0,14
RNN 36147,61 | 0,24 | 54819,15 | 0,79
LSTM 36952,69 | 0,24 | 57029,38 | 0,77
GRU 35892,84 | 0,26 | 55038,08 | 0,79

RNN + GRU 34070,98 0,20 56032,33 | 0,78
RNN + LSTM 33054,29 0,24 51318,22 | 0,81
2018-2022 Yillarina Ait Veri Seti

ARIMA 597292,38 | 0,51 | 749371,84 | 0,21
SARIMA 338533,57 | 0,21 | 470696,18 | 0,69
Prophet 283502,45 | 0,20 | 412533,99 | 0,76
XGBoost 313162,62 | 0,21 | 465993,12 | 0,70
RNN 258768,70 | 0,17 | 368595,47 | 0,81
LSTM 255900,54 | 0,18 | 368703,42 | 0,81
GRU 25277198 | 0,18 | 377491,71 | 0,80

RNN + GRU 24729397 | 0,17 | 379218,40 | 0,79
RNN + LSTM 25348153 | 0,17 | 374332,38 | 0,80
2014-2022 Yillarina Ait Veri Seti

ARIMA 607739,82 | 0,50 | 754616,62 | 0,20
SARIMA 333428,83 | 0,21 | 466397,63 | 0,69
Prophet 770824,50 | 0,42 |917314,04 | -

0,17

XGBoost 313520,15 | 0,21 | 478258,73 | 0,68
RNN 287852,62 | 0,20 | 412975,82 | 0,76
LSTM 262566,93 | 0,18 | 378016,56 | 0,80
GRU 273876,99 | 0,21 | 390291,35 | 0,78

RNN + GRU 253907,16 | 0,17 | 380195,49 | 0,79
RNN + LSTM 265043,56 | 0,18 | 390127,01 | 0,78
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SONUC

Bu galigmada zaman serileri tahminlemesi konusunda 7 farkli model hazirlanmigtir. Ayrica RNN/GRU/LSTM
modelleri birlestirilerek hibrit modeller olusturulmustur. Literatiirdeki benzer galigmalar ile kiyaslandiginda bu
calismada konu oldukca genis bir perspektiften incelenmistir. Hibrit modeller dahil 9 farkli modelin birbirleriyle olan
performans karsilagtirmalar1 ve ayrica literatiirdeki diger ¢aligmalar ile karsilagtirmali analizi yapilmigtir. Bu yoniiyle
literatiirdeki diger ¢alismalardan ayrilmaktadir. 2014-2017 yillarina ait veri setinde makine Ogrenmesi
yontemlerinden en basarili sonucu SARIMA ve XGBoost modelleri gdstermistir. ARIMA modelinin performanst
beklenildigi gibi olmustur ve 0,73 MAPE degeri ile en basarisiz model olmustur. Derin 6grenme yontemlerinden ise
RNN + GRU ve RNN + LSTM hibrit modelleri en basarili modeller olmustur. Tekil modellerden ise LSTM ve RNN,
GRU modeline gore daha basarili olmustur. Ancak LSTM modelinin uzun vadeli tahminlemeler i¢in daha basaril
sonuglar verdigi goriilmiistiir.

2018-2022 yillar1 arasindaki veri seti igin ARIMA’da RMSE degeri 749371,84 ve MAPE 0,51 olarak 6lciiliirken
SARIMA modelinde RMSE 470696,18 ve MAPE 0,21 olarak elde edilmistir. Elimizdeki verinin mevsimsellik
icermesinden dolay1 SARIMA performanst ARIMA modeline gore iki katina yakin olmustur. Bu veri setinde makine
O0grenmesi yontemlerinden en iyi performansi 0,20 MAPE degeri ile Prophet géstermistir. XGBoost ile SARIMA
modelleri benzer performans degerlerine sahip olmustur. Derin 6grenme modellerinden ise RNN + GRU ve RNN +
LSTM hibrit modelleri 0,17 MAPE degeri ile en basarili modeller olurken bunlari sirastyla RNN, LSTM ve GRU
modelleri takip etmistir. 2014-2022 yillar1 arasindaki veri seti igin benzer sekilde RNN + GRU ve RNN + LSTM
hibrit modelleri en basarili modeller olmustur. Veri setlerine gére modellerin performansinda kayda deger bir farklilik
gbzlemlenmemis, tiim veri setleri i¢in model performanslar1 benzer sekilde Sl¢iilmiistiir. Literatiirdeki ¢aligmalar ile
kiyaslandiginda mevcut ¢alismadaki sonuglarin daha basarili oldugu goriilmektedir.

Tiim veri setlerinde en iyi performanst RNN + GRU ve RNN + LSTM hibrit modelleri gdstermistir. Tiim veri
setlerinde en basarisiz model beklenildigi gibi ARIMA modeli olmustur. Makine 6grenmesi modellerinden Prophet
ile XGBoost benzer performans gostermistir. Sezonsal veriler lizerinde ise SARIMA modeli, ARIMA ve diger makine
O6grenmesi modellerine gore daha bagarili performans gostermistir. Ayrica Prophet hari¢ tiim modeller ii¢ veri setinde
de basar1 oranlar1 olarak ayni oranda degisim gostermistir.

Bu ¢aligmanin sonuglar1 degerlendirildiginde gegmis tiiketimler baz alinarak gelecekteki kontor tiikketimleri tahmin
edilebilir. Bu calismanin ¢iktilar1 kullanilarak sirketlerin gelecegi tahmin edebilmesi ve planlamasi agisindan bir
projeksiyon ortaya konulabilir. Sirketler gelecek stratejik ve finansal planlarini ve kontdr satisindan gelecek olan
tahmini gelir miktarlari1 bu tahminlemeye gore yapabilirler. Yine bdyle bir tahminleme, sirketlerin satig
kampanyalarina ve pazarlama galismalarina yon verebilir. Tiim bunlara ek olarak eldeki verilerin yapay zeka destekli
sistemler tarafindan islenmesi ve degerli bir veriye doniistiiriilmesi prestij acisindan da sirketler i¢in 6nemli bir
uygulama olabilir.

Calismanin daha ileriye taginmasi i¢in farkli hibrit modeller olusturularak modellerin performans iyilestirmesi
yapilabilir. Ayrica derin 6grenme modellerinden olan LSTM igin tek katmanli bir model tercih edilmistir. Derin
O0grenme yontemleri i¢in gizli katman sayisi arttirilarak farkli modeller galigilabilir ve performans karsilagtirmasi
yapilabilir.

ONEMLIi NOT

Bu ¢alisma, Istanbul Universitesi-Cerrahpasa Lisansiistii Egitim Enstitiisii Bilgisayar Miihendisligi Yiiksek Lisans
programida Hakan AKCAY tarafindan Dog. Dr. Derya YILTAS KAPLAN danmismanliginda hazirlanan “Zaman
Serileri Tahminleme Algoritmalarimin Karsilagtirmali Uygulamas1” isimli yiiksek lisans tezinin igeriginden
olusturulmustur.
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