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OZET

Deprem, yer kabugunda depolanan enerjinin agiga ¢ikmasi sonucu yer yiizeyinin aniden sarsilmasidir. Depremler
genellikle yer alt1 kayalarinin aniden kirilmasi ve bir fay boyunca hizli etmesi nedeniyle meydana gelir. Binalarin
ve altyapimin diizgiin insa edilmedigi ve niifusun hazirlikli olmadig: bir ortamda, orta siddette bile olsa bir deprem
yikic1 olabilir. Yapay zeka yontemleri, deprem tahmini gibi dogal afetlerin Ongdriilmesinde 6nemli bir rol
oynamaktadir. Bu amagla gelistirilen hibrit ConvLSTM modeli ile yer kabugundaki karmasik enerji dinamikleri ve
hareketleri, biiylik miktardaki jeolojik verilerden analiz edilerek deprem olasiliklarinin tahmin edilmesi amaglandi.
ConvLSTM, LR, RF, SVM, XGBoost, MLP, CNN ve LSTM gibi popiiler yontemlerle USGS tarafindan sunulan
gercek zamanli deprem verileri kullanilarak karsilastirildi. Deneysel sonuglar, ConvLSTM’in 0,9951 dogruluk ve
0,9993 AUC ile karsilastirilan modellerden daha basarili oldugunu gostermistir.

Anahtar Kelimeler: Deprem, derin 6grenme, makine 6grenmesi, cnn, Istm
ABSTRACT

An earthquake is a sudden shaking of the earth's surface as a result of the release of energy stored in the earth's
crust. Earthquakes usually occur due to sudden breaking of underground rocks and rapid movement along a fault.
In an environment where buildings and infrastructure are not properly constructed and the population is not
prepared, an earthquake of even moderate intensity can be devastating. Artificial intelligence methods play an
important role in predicting natural disasters, such as earthquake prediction. The hybrid ConvLSTM model
developed for this purpose aimed to predict earthquake probabilities by analyzing complex energy dynamics and
movements in the earth's crust from large amounts of geological data. ConvLSTM was compared with popular
methods such as LR, RF, SVM, XGBoost, MLP, CNN and LSTM using real-time earthquake data provided by
USGS. Experimental results showed that ConvLSTM outperformed the compared models with 0.9951 accuracy
and 0.9993 AUC.
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GIRIS

Depremler, diinya ¢apinda birgok insanin can ve mal kayb1 yasamasina neden olan dogal afetlerdir (Chaudhary ve
Piracha, 2021). Depremler yer sarsintisi, topragin sivilasmasi, heyelan, yeryiiziinde gatlak, ¢i1g ve tsunami gibi
durumlara da neden olabilir. Depremlerin sebep oldugu hasar depremin biiyiikliigii, yogunlugu, siiresi, toprak
yapisi, zamani, binalarda kullanilan malzeme kalitesi ve afet yonetimi gibi faktorlere baglidir (Shafapourtehrany
vd., 2023). Deprem sirasinda, yerkabugunda biriken enerji aniden serbest kalarak kaya kiitlelerinin fay hatlari
boyunca hizla hareket etmesine ve yer degistirmesine neden olur (Bytchkov, 2024). Bu hareket, S ve P sismik
dalgalar1 seklinde yeryiiziinde yayilan titresimler iiretir. S dalgalari, titresimlerin dalga yayilma yoniine dik olarak
hareket etmesine neden olur (He vd., 2020). S dalgalari, yatay sarsintinin meydana gelmesini saglar. Deprem
esnasinda ilk olarak hissedilen ve ilk ani sarsintiya neden olan P dalgalar ise titresimlerin dalga yayilimiyla ayni
yonde hareket etmesini saglar (Zakka vd., 2024).

Sismograf ve Richter 6l¢egi, depremleri karakterize etmek i¢in kullanilan araglardir. Sismograf, depremlerin neden
oldugu titresimleri veya yer hareketlerini 6lgmek ve kaydetmek ig¢in kullanilan bir cihazdir (Huang vd., 2022).
Sismograf depremin yogunlugu, siiresi ve sikligi hakkinda bilgi vermektedir. Richter Glgegi ise sismograflar
tarafindan kaydedilen deprem dalgalarini analiz ederek depremin biiyiikligiinii 6lgmektedir (Giridhar vd., 2021).

Ulkemizde 6 Subat 2023 tarihinde Kahramanmaras’in Pazarcik ve Elbistan ilgelerinde 9 saat arayla meydana gelen
7.7 ve 7.6 biiyiikliigiindeki depremler, 11 ilde 53 binden fazla kisinin hayatini kaybetmesine ve 107 binden fazla
kisinin yaralanmasina neden oldu. Ayrica 17 Agustos 1999°da Kocaeli’nin Golciik ilgesinde meydana gelen 7.4
biiyiikliiglindeki deprem, 17 binden fazla insanin hayatin1 kaybetmesine ve 44 bine yakin insanin yaralanmasina
neden oldu. Deprem kusaginda bulunan iilkemizde, depreme yonelik acil durum planlamalarinin gelistirilmesi,
yerel yoOnetimler ve ilgili kurumlar tarafindan bina kontrollerinin yapilmasi ve yapi denetim siireglerinin
kontroliiyle birlikte depremlerde yasanabilecek can ve mal kayiplari engellenebilir.

Depremler, her yil kiiresel dl¢ekte dnemli sayida can kayiplarina ve biiyiik maddi hasarlara yol acan, son derece
yikic1 dogal afetlerdir (Nievas vd., 2020). Depremler meydana gelmeden 6nce ve depremlerden sonrasina yonelik
etkin stratejiler gelistirmek ve afet yonetimi bilincini yayginlastirmak, depremin etkilerinin azaltilmasi ve
giivenligin saglanmasi agisindan 6nemlidir (Pribadi vd., 2021). Depremlerin, 6nceden tahmin edilmesine yonelik
calismalar uzun yillardir devam etmektedir. Depremleri tahmin etmek icin kullanilan geleneksel modeller sinirlt
verilerle iyi c¢alisirken, glinimiizde mevcut olan devasa sismoloji verisetleri iizerinde yeterince basarilt
olamamaktadir. Bu sebeple yapay zekd yontemleri, deprem tahmininde on plana ¢ikmaktadir. Depremlerin
meydana gelmeden Once tespit edilmesi, deprem baglamadan kisa bir siire 6nce etkilenmesi muhtemel bolgelere
mobil cihazlar araciligiyla bildirim gonderilmesini ve bu sayede g¢esitli Onlemlerin alinmasini ifade eder
(Colombelli vd., 2020). Faya yakin sismometreler tarafindan depremin enerjisi tespit edilerek yapay zeka
yontemleri ile depremin olasi boyutu belirlenebilir. Sunulabilecek erken uyarilar, insanlarin giivenli alanlara
gidebilmelerine, elektrik ve dogal gaz gibi tehlike olusturabilecek enerji hatlarinin kontrol edilebilmesine ve acil
durum planlariin devreye sokulmasini saglayabilir.

Bu ¢alismada, depremlerin diinyanin neresinde ve hangi tarihte gergeklesecegini tahmin etmek amaciyla hibrit bir
ConvLSTM modeli gelistirildi. Calismada, Amerika Birlesik Devletleri Jeoloji Arastirmalart Kurumu (United
States Geological Survey - USGS) tarafindan sunulan 27 Aralik 2023 ile 26 Ocak 2024 tarihleri arasinda diinya
genelinde meydana gelen 9451 depremden olusan bir veriseti kullanildi. CNN ve LSTM’in 6ne c¢ikan
ozelliklerinden faydalanmak amaciyla gelistirilen ConvLSTM modeli, geleneksel makine 6grenmesi ve derin
6grenme modelleriyle uygulamali olarak karsilastirildi.

Bu ¢aligmanin literatiire olan katkilar1 agagidaki gibi siralanabilir:

e Depremlerin meydana gelme zamanlarini ve nerede meydana gelebileceklerini daha yiiksek bir dogrulukta tahmin
edebilmek amaciyla hibrit bir derin 6grenme modeli gelistirildi.

e USGS tarafindan sunulan ve 9451 depremden olusan, giincel bir veriseti kullanildi. Literatiirde bu veriseti
kullanilarak yapilmis bir ¢alisma yoktur.

e ConvLSTM’in etkinligi Random Forest (RF), Logistic Regression (LR), Support Vector Machine (SVM),
Convolutional Neural Network (CNN), eXtreme Gradient Boosting (XGBoost), Multi-Layer Perceptron (MLP)
ve Long-Short Term Memory (LSTM) gibi makine 6grenmesi ve derin 6grenme modelleriyle karsilastirildi.
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ILGILI CALISMALAR

Bu boélimde, makine 6grenmesi ve derin 6grenme ydntemleri kullanilarak yapilmis literatiirdeki c¢alismalar
incelenmistir.

Ommi ve Hashemi, kuzey Zagros bolgesinin deprem olasiliklarinin belirlenmesine ydnelik Artificial Neural
Network (ANN), RF ve SVM'in karsilastirmali bir analizini sunmustur (Ommi ve Hashemi, 2022). Calismada
1995-2022 yillar1 arasindaki sismik veriler kullanilmigtir. Deneysel sonuclar, ANN'in sismik olaylarin yaklasik
%97'sini dogru bir sekilde tahmin ederek karsilastirilan yontemlerden daha basarili oldugunu gostermistir.

Utku ve Akcayol, deprem zamanlarinin tahminine yonelik hibrit CNN-GRU modelini 6nermistir (Utku ve Akcayol,
2024). Onerilen model, RF, ARIMA, CNN ve GRU ile karsilastirilnustir. Calismada, 1965-2016 yillar1 arasindaki
deprem verileri kullanilmistir. Depremlerin meydana gelme zamanlari arasindaki siire farklar1 kullanilarak bir
sonraki depremin meydana gelme zamaninin tahmin edilmesi amaglanmistir. Deneysel sonuglar, dnerilen hibrit
modelin karsilastirilan modellerden daha diisiik hata oranlarina sahip oldugunu gostermistir.

Zhou vd. binalarin depremde hasar gérme durumlarinin tahminine yonelik ¢oklu dogrusal regresyon, SVM ve Back
Propagation Neural Network modellerinin uygulamali bir analizini sunmustur (Zhou vd., 2024). Calismada Ludian
depreminin binalara verdigin hasar verilerinden olusan bir veriseti kullanilmigtir. Kullanilan veriseti yap1
kategorisi, topografik durum ve sismik parametrelerden olusmaktadir. Deneysel sonuglar, Back Propagation
Neural Network modelinin 0,05'ten daha diisiik RMSE degeriyle karsilastirilan modellerden daha basarili oldugunu
gOstermistir.

Sadhukhan vd. Japonya, Endonezya ve Hindu-Kush Himalaya bolgelerinin sismik verilerini kullanarak deprem
biiyiikliigliniin tahminine y6nelik LSTM tabanli bir model gelistirmistir (Sadhukhan vd., 2023). Calismada Bi-
directional Long Short-Term Memory (Bi-LSTM), transformatér model ve LSTM’in uygulamasi sunulmustur.
Deneysel sonuglar, LSTM’in Japonya i¢in 0,06 Mean Absolute Error (MAE), Bi-LSTM’in Endonezya i¢in 0,073
ve transformatér modelin Hindu-Kush Himalaya bdlgesi igin 0,062 MAE degerine sahip oldugunu gostermistir.

Kavianpour vd. depremlerin biyiikliik ve meydana gelme sayilarini tahmin etmek amaciyla CNN-Bi-LSTM
modelini onermistir (Kavianpour vd., 2023). Calismada, Cin'deki farkli bolgelerden elde edilen bir veriseti
kullanilmigtir. LR, CNN, LSTM, MLP, RF ve SVM’in sonuglar1 onerilen modelle karsilastirilmistir. Deneysel
sonuglar, 6nerilen modelin karsilastirilan modellerden daha basarili oldugunu gostermistir.

Abebe vd. Afrika boynuzu bélgesindeki deprem biiyiikliiklerini tahmin etmek amaciyla Bi-LSTM ve transformat6r
modellerini kullanarak hibrit bir model gelistirmistir (Abebe vd., 2023). Gelistirilen modelin sonuglari, Bi-LSTM
ve LSTM ile karsilagtirilmistir. Deneysel sonuglar, gelistirilen hibrit modelin 0,276 MAE degeriyle karsilastirilan
modellerden daha basarili oldugunu gdstermistir.

Muhammad vd. deprem tahminine yonelik Deep Neural Network (DNN) tabanli bir model sunmustur (Muhammad
vd., 2023). Veriseti olarak Sili, Hindukus ve Giiney Kaliforniya'nin sismik verileri kullanilmigtir. Caligmada
gelistirilen modelin sonuglart RF, SVM ve LR ile karsilastirilmistir. Deneysel sonuglar, gelistirilen derin sinir ag1
modelinin Sili, Hindukush ve Giiney Kaliforniya verisetleri i¢in sirasiyla %98,28, %95,13 ve %99,29 dogruluk
degerleriyle karsilastirilan modellerden daha basarili oldugunu gostermistir.

Sadhukhan vd. depremler ile kiiresel sicakliklar arasindaki iligskiyi belirlemek igin derin 6grenme tabanl
karsilagtirmali bir analiz sunmustur (Sadhukhan vd., 2022). Calismada, Gated Recurrent Unit (GRU), Bi-LSTM,
Recurrent Neural Network (RNN) ve LSTM ve modellerinin sonuglar1 karsilastirilmistir. Deneysel sonuglar,
LSTM’in 0,31 MAE degeriyle karsilastirilan modellerden daha basarili oldugunu géstermistir.

Abri ve Artuner, depremler ile iyonosfer arasindaki iliskilere gore deprem tahmini yapabilmek amaciyla LSTM
tabanli bir model gelistirmistir (Abri ve Artuner, 2022). Calismada, GPS istasyonlarindan elde edilen 2012-2019
yillart arasindaki depremlerin toplam elektron icerigi (Total Electron Content-TEC) degerleri kullanilmustir.
Gelistirilen LSTM tabanli tahmin modeli RF, SVM ve Linear Discriminant Analysis (LDA) ile karsilagtirilmstir.
Deneysel sonuglar, LSTM’in deprem tespitinde 0,82 dogruluk oraniyla makine 6grenmesi modellerinden daha
basarili oldugunu gostermistir.
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MATERYAL VE METOT

Bu ¢alismada, CNN ve LSTM modelleri kullanilarak hibrit ConvLSTM modeli gelistirilmistir. Gelistirilen model,
USGS tarafindan saglanan gercek zamanli bir deprem veriseti iizerinde, geleneksel makine 6grenmesi ve derin
o0grenme modelleriyle kapsamli olarak karsilastirilmistir. Ayrica verisetinin genel yapisini anlamak, gorsellestirmek
ve Oznitelikler arasindaki iliskileri sunabilmek amaciyla veriseti iizerinde gesitli analizler yapilmustir.

Veriseti

Kullanilan veriseti, zaman, konum, biiyiikliik ve derinlik gibi 22 6znitelikten olusmaktadir. Verisetinde 27 Aralik
2023 - 26 Ocak 2024 tarihleri arasinda diinya genelinde meydana gelen 9451 depreme ait veriler bulunmaktadir
(USGS Earthquakes, 2024). Verisetinde, tarih, enlem, boylam, depremin derinligi, biytikligi, deprem
biiylikliiglinii belirlemek i¢in kullanilan 6l¢ek, depremin yerini belirlemek i¢in kullanilan sismik istasyonlarin
sayisi, bitigik istasyonlar arasindaki mesafe, sismik olayin merkez iistiinden en yakin istasyona olan mesafe, sismik
olayin cografi konumu ve bir kimlik numaras1 bulunmaktadir. Ayrica istasyonlar arasi seyahat siiresi, sismik olayin
tiirii, sismik olaym konumunu ve biiyiikliiglinii ilk raporlayan ag, kilometre cinsinden konumun belirsizligi, derinlik
ve biiyilikliik hatasi, blylkligli hesaplamak i¢in kullanilan sismik istasyon sayisi ve sismik olayin uzmanlar
tarafindan incelenip incelenmedigini belirten durum Oznitelikleri bulunmaktadir. Sekil 1’de belirtilen tarihler
arasindaki depremlerin enlem ve boylamlarina gore konumlar1 gériilmektedir.
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Sekil 1. Enlem ve Boylamlarina Gére Depremlerin Konumlari
Sekil 2’de verisetinde bulunan konumlara goére meydana gelen depremler ve biiyiikliikleri goriilmektedir.

Sekil 3’te en biiyiik 10 deprem ve konumlari goériilmektedir.
Veri On-Isleme
Veri On-isleme asamasinda, verisetindeki tarih, enlem, boylam, derinlik, biiylikliik ve konum 6znitelikleri se¢ilerek

odznitelik boyutu azaltilmistir. Ornek olarak verisetinin ilk 5 satir1 Tablo 1°de goriilmektedir.

Tablo 1. Veriseti

Tarih Enlem Boylam Derinlik Biiyiikliik Konum
2023-12-27 54.761900 -164.065400 7,443 3,00 Alaska
2023-12-27 43.462200 16.286000 10,000 2,70 Croatia
2023-12-27 54.748000 -164.104667 4,200 0,67 Alaska
2023-12-27 54.771700 -164.123600 9,669 3,60 Alaska
2023-12-27 18.097333 -66.835500 18,310 2,14 Puerto Rico
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Sekil 2. Verisetinde Bulunan Konumlara Gére Meydana Gelen Depremler ve Biiytikliikleri
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Depremler, biiytikliigli 2,5’den biiyiik olanlar tehlikeli (1), 2,5’den kii¢iik olanlar ise tehlikesiz (0) olarak
etiketlenmistir. Verisetinin %80°’i modellerin egitimi i¢in %20’si ise modellerin testi i¢in kullanilmistir. Egitim
verilerinin %10’u ise model hiper-parametrelerinin optimize edilmesi amaciyla dogrulama icin ayrilmustir.
Dogrulama verileri, her bir modelin en iyi sonuglar1 elde edecegi hiper-parametrelerin belirlenmesi amaciyla
kullanilmustir. Grid arama ile modellerin hiper-parametreleri belirlenmistir. Modellerin hiper-parametreleri Tablo
2’de goriilmektedir.

Tablo 2. Modellerin Hiper-Parametreleri

Model Hiper-parametreler
LR C: 100, penalty: 12
RF n_estimators: 200, max_depth: 7, criterion: gini, max_features: auto
SVM C: 1000, gamma: 0.001, kernel: rbf
XGBoost max_depth: 7, subsample: 0.5, n_estimators: 60, learning_rate: 0.1
MLP hidden_layer_sizes: (5,2), activation: relu, max_iter: 200, solver: adam
CNN Conv1D filters: 64, activation: ReL U, kernel_size:3, pool_size:2
LSTM number_of neurons: 64, activation: sigmoid, optimizer: adam, epoch:50, batch_size: 16

ConvLSTM kernel_size:3, Convl1D filters: 64, activation: ReLU, pool_size:2, number_of neurons:
64, activation: sigmoid, optimizer: adam, epoch:80, batch_size: 4

Siniflandirma Yontemleri

LR, bagimli degiskenlerle bagimsiz degiskenler arasindaki iliskiyi belirlemek i¢in kullanilan bir yontemdir
(Gomilla, 2021). Lojistik bir modelde kategorik bir sonug¢ degiskeninin olasiligi bir veya daha fazla 6ngériicii
stirekli degisken temelinde modellenir. Degiskenler arasinda dogrusal olmayan bir iligski s6z konusudur. Bagiml

degisken, sonug olasiliklarinin logaritmasinin hesaplanmasini i¢eren bir doniisiime tabi tutulur (Backhaus vd.,
2023).

RF, daha dogru tahminlere ulagmak igin birden fazla karar agacindan olusan bir topluluk olusturan bir makine
ogrenmesi algoritmasidir (Utku, 2023). Olusturdugu orman, torbalama yontemiyle egitilmis karar agaglari
toplulugudur. Bu yontem, model kombinasyonlarinin genel sonucun dogrulugunu arttirmasini ifade etmektedir. RF,
agaclar1 olustururken modele rastgelelik eklemektedir. Diiglimleri bolerken rastgele bir ozellik alt kiimesi
arasindaki en iyi 6zelligi arar (Zhou ve Mentch, 2023).

SVM, N boyutlu bir 6zellik uzayindaki farkli siniflardaki veri noktalarini ayirabilen en uygun hiperdiizlemi
bulmay1 amaglamaktadir (Cervantes vd., 2020). Hiperdiizlem, siniflarin birbirlerine en yakin noktalar1 arasindaki
marjin, en biiylik olmasini saglamay1 amaglanmaktadir. Hiperdiizlemin boyutu, 6zelliklerin sayisina baghdir. SVM,
giris verilerini daha yiiksek boyutlu bir 6zellik alanina doniistiirmek igin ¢ekirdek islevini kullanir (Chandra ve
Bedi, 2021). Cekirdek islevi, verileri orijinal 6zellik alanindan ¢ekirdek alanina eslemeyi mimkiin kilar. SVM
egitildikten sonra karar smirmin hangi tarafina distiiklerini belirleyerek goriilmemis veri noktalarini
siniflandirabilir.

XGBoost, karar agaglarindan olusan zayif 6grencilerin tahminlerini bir araya getirerek giiglii bir tahmin modeli
olusturur. Her zayif Ogrencinin, Oncekilerin hatalarini diizeltmesini saglayarak dogru bir topluluk modeli
olusturmak i¢in bir giiclendirme teknigi kullanir (Ali vd., 2023). Hatalarin gradyanlarina gére modelin
parametrelerini degistirerek maliyet fonksiyonunu en aza indirir. XGBoost, yeni bir diigiim eklemenin her diizeyde
bir biitiin olarak amag¢ fonksiyonunu gelistirip gelistirmedigini degerlendirerek agaglar1 seviye bazinda veya
genislik oncelikli olarak olusturur (Amjad vd., 2022). XGBoost, her seviyedeki her 6zellik i¢in yapilabilecek her
bolmeyi degerlendirir ve amag fonksiyonunu miimkiin oldugu kadar en aza indireni secer. XGBoost, tiim 6zellikleri
aynt anda dikkate alarak aga¢ olusturma esnasinda ayni Ozelligin birden fazla kez ziyaret edilmesi ve
degerlendirilmesi ihtiyacini ortadan kaldirir (Liv vd., 2023).

MLP, bir giris ve ¢ikis katmani ile bir veya daha fazla gizli katmana sahip bir yapay sinir agidir. MLP’de her
katman digerine tam baghdir (Cinar, 2020). Modeli egitmek i¢in geriye yayilim algoritmasini kullanir. Her diigiim,
degerini gelen diigiime yalnizca ileri yonde iletir. Girig katmani egitim verisetini girdi olarak alir ve gizli katmana
iletir. Gizli katmanlar MLP’nin hesaplama yaptig1 katmanlardir. Gizli katmanlar, diiglim degerleriyle ¢arpilan
agirliklara sahiptir. Aktivasyon fonksiyonu gizli katmanda aktif diigtimleri tanimlamak i¢in kullanilir (Kim vd.,
2022). Cikis katmani ise liretilen tahmin ¢iktisini verir.
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CNN havuzlama katmani, konvoliisyon katmani ve tam baglantili katmanlardan olusan bir derin &grenme
modelidir. Konvolisyon katmani, filtreleri ve g¢ekirdekleri kullanarak girdi verilerinden lokal oriintiileri ve
Ozellikleri ¢ikarir. Filtre, veriden ozellikleri ¢ikarmak i¢in kullanilan kiigiik boyutlu bir matristir (Cao vd., 2024).
Havuzlama katmani, girdinin uzamsal boyutlarim1 alt Ornekleyerek agin hesaplama karmasikligimi azaltir.
Havuzlama katmanlari, temel &zellikleri korurken daha az onemli bilgileri atarak boyutsalligin azaltilmasina
yardimci olur (Singh vd., 2020). Tam bagli katman, verideki iliskileri 6grenme ve probleme 6zgii ¢iktilar iretmek
amaciyla ¢ikarilan 6zellikleri bir sinir agina entegre eder.

LSTM, kaybolan gradyan sorununu ¢ozmek ve sirali verilerdeki uzun vadeli bagimliliklar1 yakalamak igin
tasarlanmis bir tekrarli sinir ag1 modelidir (Al-Selwi vd., 2023). LSTM giris ve ¢ikis kapilari ile unutma kapist gibi
bellek hiicrelerini kontrol eden kapilara sahiptir. Bu kapilar, bellek hiicresine hangi bilgilerin eklenecegine ve hangi
bilgilerin bellek hiicresinden ¢ikarilacagina karar verir (Ahire vd., 2021). Bu yap1 bilgilerin segici olarak
tutulmasina veya unutulmasina olanak tantyarak uzun vadeli bagimliliklarin 6grenilmesini saglar. LSTM’in
hafizasini temsil eden hiicre durumlar: bilgileri uzun diziler halinde saklayabilir. Gizli durum, hiicre durumundaki
bilgileri segici olarak hatirlayabilir, unutabilir ve c¢iktt Uretebilir (Landi vd., 2021). Unutma kapisi, hiicre
durumundaki hangi bilgilerin saklanacagini ve unutulacagini belirler. Cikis kapisi, her zaman adiminda ¢ikist
iiretmek icin kullanilan bilgiyi kontrol eder.

Gelistirilen Hibrit Model

Sekil 4’te gorildigi gibi gelistirilen sistemde Oncelikle veriseti tizerinde Oznitelik boyutlarinin azaltilmasi ve
depremlerin biiyiikliiklerine gore etiketlenmesi siireglerini igeren veri on-isleme yapilmistir.

—b{ Modelin olusturulmasi

” o
Conv 1D

Veri 6n isleme

Oznitelik boyutunun
azaltilmast

v

Depremlerin bityiikliiklerine
gore etiketlenmesi

i |

Egitim, dogrulama ve test

verilerinin se¢imi

}

Smiflandima sonucunun
elde edilmesi

Dogrulama verileri tizerinde
parametre optimizasyonu

|

Dogruluk, kesinlik.
duyarlilik, F-6lciitii ve AUC

degerlerinin elde edilmesi

1 yiiksek dogruluga
sahip parametreler
belirlendi mi?

Sekil 4. Gelistirilen Sistemin Akis Diyagrami

Veriseti egitim, test ve dogrulama i¢in ayrilmistir. Dogrulama verileri kullanilarak Grid arama yontemiyle en
yiiksek dogruluga sahip hiper-parametreler belirlenmistir. CNN konvoliisyon, havuzlama ve tam bagh
katmanlardan olusmaktadir. CNN 6zellik ¢ikarimi yaptiktan sonra 6zellik haritalarrmi LSTM’e iletir. LSTM
smiflandirma ¢iktisimi iiretmektedir. Elde edilen ¢iktiya gore dogruluk, kesinlik, duyarlilik, F-olgiiti ve AUC
degerleri hesaplanmaktadir.

ConvLSTM ile CNN ve LSTM modellerinin 6ne ¢ikan 6zelliklerinden faydalanmak amaglanmistir. CNN, 6zellikle
veriden ozellik ¢ikarmak igin etkinligi kanitlanmig bir modeldir. Konvoliisyon ve havuzlama katmanlari sayesinde
verideki giiriiltiyii ortadan kaldirir. Tekrarl bir sinir ag1 modeli olan LSTM, sirali girdi verileri tizerinde etkili olan
bir modeldir. LSTM, tekrarl1 sinir aglarinda kaybolan gradyan problemini ¢dzmek i¢in gelistirilmis ve uzun vadeli
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iligkilerin 6grenilmesini kolaylastiran bir modeldir. LSTM bilgi filtrelemek amaciyla sigmoid fonksiyonunu
kullanir. Giincelleme kapilari, bilgi akislarin1 kontrol ederek ge¢mis verilerden hangilerinin hatirlanacagina karar
verir. Sekil 5’te ConvLSTM’in mimarisi goriillmektedir.

LSTM
CNN Diizlestirme | LSTM katmanlari Max pooling
USGS deprem verileri ’ katmani ReLU aktivasyon katmani o B3
o am bagli
Konvoliisyon 1 katman
OO OO0 ) Havuzlama 5
kaanl katman; 1am bagli . Tahmin
0)0/00)0) katman ‘ edilen sinif
00000 I
OO0 O ] ] .
Q0000 -

Sekil 5. ConvLSTM’in Mimarisi

ConvLSTM giris katmani, konvoliisyon katmani, havuzlama katmani, diizlestirme katmani, LSTM katmanlari, max
pooling katmani, tam bagli katman ve ¢ikis katmanindan olugmaktadir. ConvLSTM’in hiper-parametreleri ise CNN
bileseni i¢in kernel size:3, Conv1D filters: 64, activation: ReLU ile 1D MaxPooling katmaninda pool_size:2’dir.
LSTM bileseni igin her biri 64 nérondan olusan ¢ift katmanli LSTM kullanilmistir. Dense katmanda aktivasyon
fonksiyonu olarak sigmoid kullanilmistir. Optimizasyon algoritmasi Adam’dir. ConvLSTM modelinde CNN, girdi
verilerindeki Ozellikleri ¢ikararak konvoliisyon islemi yardimiyla girdi ozelliklerini ¢ok boyutlu gruplara
doniistlirtir. Diizlestirme katmani, havuzlama ve konvoliisyon katmanlarindan gelen 3 boyutlu 6zellik haritalarinin
boyutlarinin indirgenmesi icin kullanilir. Indirgenen 6zellikler daha sonra tahmin icin LSTM e iletilir.

Performans Degerlendirme Metrikleri

Simiflandirma modellerinin degerlendirilmesinde karisiklik matrisi ve bu matris kullanilarak tiiretilen dogruluk,
kesinlik, duyarlilik ve F-ol¢iitii metrikleri kullanilmaktadir. Ayrica, siniflandiricinin siniflar ayirt etme yeteneginin
olgtisii olan AUC metrigi kullanilmaktadir. Sekil 6’da karisiklik matrisi gériilmektedir.

Gergek degerler

Tehlikeli (1) Tehlikesiz (0)

=
E = | Tehlikeli (1) TP FP
m el
£ 8 —
Tehlikesiz (0) FN N

Sekil 6. Karigiklik Matrisi

Karigiklik matrisi, Sekil 6’da goriildiigi gibi ikili simiflandirma problemlerinde 2x2 boyutunda bir matristir. TP,
tehlikeli olarak etiketlenmis ve tehlikeli olarak tahmin edilen depremlerin sayisini ifade etmektedir. FN, tehlikeli
olarak etiketlenmis ancak tehlikesiz olarak tahmin edilen depremlerin sayisini ifade eder. FP, tehlikesiz olarak
etiketlenmis ancak tehlikeli olarak tahmin edilen depremlerin sayisimi ifade eder. TN ise tehlikesiz olarak
etiketlenmis ve tehlikesiz olarak tahmin edilen depremlerin sayisini ifade eder.

Karigiklik matrisi kullanilarak F-6l¢iitii, kesinlik, dogruluk, duyarlilik metrikleri elde edilmektedir. Dogruluk Es.
1’de goriildiigii gibi dogruluk dogru tahmin edilen 6rneklerin sayisini ifade etmektedir.

Dogruluk=ﬂ @
TN+FP+TP+FN

Kesinlik, Es. 2’de goriildiigii gibi tehlikeli olarak tahmin edilen depremlerin gercekte kacinin tehlikeli oldugunu
ifade etmektedir.
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Kesinlik=—1 ()
TP+FP
Duyarlilik ise Es. 3’te gortildiigii gibi modelin tehlikeli depremlerin kagini dogru tahmin ettigini ifade eder.
Duyarhlik= 3)

TP+FP

F-olciitii ise kesinlik ve duyarlilik degerleri kullanilarak Es. 4’te goriildiigii gibi hesaplanir. F-ol¢iiti, esit
dagilmayan verisetlerinde hatali model se¢imleri yapilmasina engel olmaktir.

2*Hassasiyet*Duyarhilik 4)

F-6lcutu= -
Hassasiyet+Duyarlhilik

AUC degeri hesaplanirken siiflandiricinin degisen karar esiklerindeki performansini gosteren ROC egrisinin
altindaki alan 6l¢iilmektedir. ROC egrisi, farkli karar esiklerine sahip bir smiflandiricinin performansim Gergek
pozitif oran (True Positive Rate - TPR) ve yanlis pozitif oranina (False Positive Rate - FPR) gore ¢izer. ROC
egrisinin altinda kalan alan AUC puani olarak hesaplanmaktadir. Modelin, tiim siiflandirma esiklerinde pozitif
veya negatif drnekler arasinda ayrim yapmak igin goreceli puanlart ne kadar iyi tiretebildigini 6zetler. AUC puani 0
ile 1 arasinda degisir ve AUC degerinin 1 olmas1 miikemmel performansi belirtir.

DENEYSEL SONUCLAR

ConvLSTM’in deneysel sonuglari LR, RF, SVM, XGBoost, MLP, CNN ve LSTM ile kapsamli bir sekilde
karsilastirilmigtir. Her bir model igin karigiklik matrisi elde edilerek dogruluk, kesinlik, duyarlilik, F-ol¢iiti ve
AUC degerleri hesaplanmistir. LR i¢in olusturulan karigiklik matrisi Sekil 7°de ve karigiklik matrisine gore elde
edilen performans metriklerinin sonuglar1 Tablo 3’te goriilmektedir.

Gergek degerler
o Tehlikeli (1) Tehlikesiz (0)
25 | Tehlikeli (1) 53 8
o ’%U
© S | Tehlikesiz (0) 11 1571

Sekil 6. LR i¢in Karigiklik Matrisi
Sekil 7°de goriildiigii gibi LR igin TP degeri 53, FP degeri 8, FN degeri 11 ve TN degeri ise 1571 dir.
Tablo 3. LR i¢in Deneysel Sonuglar

Dogruluk  Kesinlik  Duyarhlik  F-olgiitii AUC
0,9884 0,8688 0,8281 0,8479 0,9477

Tablo 3’te goriildugi gibi LR, 1643 6rnekten 1624’{ini dogru siniflandirarak %98,84 dogruluga ulasmustir. Sekil 8
ve Tablo 4’te RF i¢in karisiklik matrisi ve deneysel sonuglar gériilmektedir.

Gergek degerler
o Tehlikeli (1) Tehlikesiz (0)
-
..E': 75 | Tehlikeli (1) 54 6
G ’%l-l
B < | Tehlikesiz (0) 10 1573

Sekil 8. RF i¢in Karigiklik Matrisi

Sekil 8’de goriildiigii gibi LR igin TP degeri 54, FP degeri 6, FN degeri 10 ve TN degeri ise 1573 tiir.
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Tablo 4. RF i¢in Deneysel Sonuglar
Dogruluk  Kesinlik  Duyarhlik  F-olgiitii AUC
0,9902 0,9000 0,8437 0,8709 0,9496

Tablo 4’te goriildiigi gibi RF, 1643 6rnekten 1627’sini dogru siniflandirarak %99,02 dogruluga ulasmstir. Sekil 9
ve Tablo 5’te SVM i¢in karisiklik matrisi ve deneysel sonuglar goriilmektedir.

Gergek degerler
Tehlikeli (1) Tehlikesiz (0)
Tehlikeli (1) 55 6

Tahmin
degerleri

Tehlikesiz (0) 9 1573
Sekil 8. SVM i¢in karisiklik matrisi

Sekil 9°da goriildiigii gibi SVM igin TP degeri55, FP degeri 6, FN degeri 9 ve TN degeri ise 1573 tiir.

Tablo 5. SVM i¢in Deneysel Sonuglar
Dogruluk  Kesinlik  Duyarhhk  F-dlgiitii AUC
0,9908 0,9016 0,8593 0,8799 0,9501

Tablo 5’te goriildiigii gibi SVM, 1643 6rnekten 1628’ini dogru siniflandirarak %99,08 dogruluga ulagmistir. Sekil
10 ve Tablo 6’da XGBoost i¢in karisiklik matrisi ve deneysel sonuglar goriilmektedir.

Gergek degerler
Tehlikeli (1) Tehlikesiz (0)
Tehlikeli (1) 57 5

Tahmin
degerleri

Tehlikesiz (0) 7 1574
Sekil 10. XGBoost i¢in Karisiklik Matrisi

Sekil 10°da goriildiigii gibi XGBoost igin TP degeri 57, FP degeri 5, FN degeri 7 ve TN degeri ise 1574’tiir.

Tablo 6. XGBoost i¢in Deneysel Sonuglar
Dogruluk  Kesinlik  Duyarhlik  F-olgiitii AUC
0,9926 0,9193 0,8906 0,9047 0,9732

Tablo 6’da goriildiigii gibi XGBoost, 1643 6rnekten 1631’ini dogru siniflandirarak %99,26 dogruluga ulasmistir.
Sekil 11 ve Tablo 7°de MLP igin karisiklik matrisi ve deneysel sonuglar goriilmektedir.

Gergek degerler
Tehlikeli (1) Tehlikesiz (0)
Tehlikeli (1) 58 6

Tahmin
degerleri

Tehlikesiz (0) 6 1573
Sekil 11. MLP i¢in Karigiklik Matrisi

Sekil 101°de goriildiigii gibi MLP icin TP degeri 58, FP degeri 6, FN degeri 6 ve TN degeri ise 1573 tiir.

Tablo 7. MLP i¢in Deneysel Sonuglar
Dogruluk  Kesinlik  Duyarhlik  F-olgiitii AUC
0,9926 0,9062 0,9062 0,9062 0,9625
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Tablo 67°de goriildiigii gibi MLP, 1643 6rnekten 1631’ini dogru siniflandirarak %99,26 dogruluga ulasmustir. Sekil
12 ve Tablo 8’de CNN igin karigiklik matrisi ve deneysel sonuglar goriilmektedir.

Gergek degerler
Tehlikeli (1) Tehlikesiz (0)
Tehlikeli (1) 57 6

Tahmin
degerleri

Tehlikesiz (0) 7 1573
Sekil 12. CNN i¢in Karisiklik Matrisi

Sekil 12°de goriildiigii gibi CNN icin TP degeri 57, FP degeri 6, FN degeri 7 ve TN degeri ise 1573 tiir.

Tablo 8. CNN i¢in Deneysel Sonuglar
Dogruluk  Kesinlik  Duyarhlik  F-olgiitii AUC
0,9920 0,9047 0,8906 0,8975 0,9618

Tablo 8’de goriildiigii gibi CNN, 1643 6rnekten 1630 unu dogru siniflandirarak %99,20 dogruluga ulasmustir. Sekil
13 ve Tablo 9’da LSTM igin karisiklik matrisi ve deneysel sonuglar goriilmektedir.

Gergek degerler
& E Tehlikeli (1) Tehlikesiz (0)
£ 5 | Tehlikeli (1) 58 4
w on
© S | Tehlikesiz (0) 6 1575

Sekil 13. LSTM i¢in Karigiklik Matrisi
Sekil 13’te goriildiigii gibi LSTM i¢in TP degeri 58, FP degeri 4, FN degeri 6 ve TN degeri ise 1573 tir.
Tablo 9. LSTM i¢in Deneysel Sonuglar

Dogruluk  Kesinlik  Duyarhlik  F-él¢iitii AUC
0,9939 0,9354 0,9062 0,9205 0,9732

Tablo 9’da goriildiigi gibi LSTM, 1643 6rnekten 1633’inii dogru simiflandirarak %99,39 dogruluga ulasmustir.
Sekil 14 ve Tablo 10°da ConvLSTM igin karisiklik matrisi ve deneysel sonuglar goriilmektedir.

Gergek degerler
Tehlikeli (1) Tehlikesiz (0)
Tehlikeli (1) 60 4

Tahmin
degerleri

Tehlikesiz (0) 4 1575
Sekil 14. ConvLSTM igin Karigiklik Matrisi

Sekil 14’te goriildigii gibi ConvLSTM icin TP degeri 60, FP degeri 4, FN degeri 4 ve TN degeri ise 1575’tir.

Tablo 10. ConvLSTM igin Deneysel Sonuglar
Dogruluk  Kesinlik  Duyarhlik  F-6l¢iitii AUC
0,9951 0,9375 0,9375 0,9375 0,9993

Tablo 10°da goriildigii gibi ConvLSTM, 1643 oOrnekten 1635’ini dogru siniflandirarak %99,51 dogruluga
ulagmustir. Tablo 11 ve Sekil 15°te karsilastirmali deneysel sonuglar goriilmektedir.
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Tablo 11. Karsilagtirmali Deneysel Sonuglar

Model Dogruluk  Kesinlik  Duyarhilik F-ol¢iitii AUC
LR 0,9884  0,8688 0,8281 0,8479 0,9477
RF 0,9902  0,9000 0,8437 0,8709 0,9496
SVM 0,9908  0,9016 0,8593 0,8799 0,9501
XGBoost 0,9926  0,9193 0,8906 0,9047 0,9732
MLP 0,9926  0,9062 0,9062 0,9062 0,9625
CNN 0,9920  0,9047 0,8906 0,8975 0,9618
LSTM 0,9939  0,9354 0,9062 0,9205 0,9732
ConvLSTM 0,9951  0,9375 0,9375 0,9375 0,9993
1
0,98
0,96
0,94
0,92
0,9
0,88
0,86
0,84
0,82 II
08
Dogruluk Kesinlik Duyarlilik F-ol¢iti

LR ®mRF mSVM = XGBoost EMLP =CNN ®mLSTM mConvLSTM

Sekil 15. Karsilastirmali Deneysel Sonuglar

Tablo 11 ve Sekil 15’te gortuldigii gibi ConvLSTM 0,9951 dogruluk ve 0,9993 AUC degeriyle karsilastirilan
modellerden daha basarili olmustur. ConvLSTM’in ardindan sirasiyla LSTM, XGBoost, MLP, CNN, RF ve LR
basarili olmustur.

Sekil 16°da karsilastirilan her bir modelin ROC/AUC grafikleri goriilmektedir.
Sekil 16°da goriildigii gibi ConvLSTM karsilastirilan modellerden daha yiiksek bir AUC degerine sahip olmustur.

ConvLSTM, CNN ve LSTM’in giiclii 6zelliklerini bir araya getirerek daha etkin bir performansa sahip olmustur.
CNN konvoliisyon katmanlar1 yardimiyla verideki orilintiilerin ve 6zelliklerin ¢ikarilmasinda, LSTM ise zaman
serisi verilerindeki uzun-vadeli bagimliliklarin modellenmesinde ve Ogrenilmesinde etkilidir. ConvLSTM’in,
LR’den daha basarili olmasi ConvLSTM’in zaman serileri gibi zamansal yapilar1 daha iyi anlayabilmesi, LR’ nin
ise zaman igindeki bu iligkileri belirlemede yetersiz kalmasi ile yorumlanabilir. Benzer sekilde RF ve XGBoost
verilerdeki zaman bagimliliklar1 dogrudan isleyemez. SVM, zaman serilerindeki oriintiileri ve iliskileri islemede
ConvLSTM kadar esnek degildir. ConvLSTM’in CNN ve MLP’den daha basarili olmasi, ConvLSTM’in zaman
serilerindeki mevsimsellik ve trend gibi yapilar1 daha iyi belirlemesi, CNN ve MLP’nin ise bu tiir yapilar1 belirgin
bir sekilde modelleyememesi ile yorumlanabilir. ConvLSTM’in LSTM’den daha basarili olmasi, ConvLSTM'in
girisler iizerinde konvoliisyon yaparak zaman serilerindeki uzamsal yapilart da yakalayabilmesi yetenegi ile
yorumlanabilir.
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Sekil 16. ROC/AUC Grafikleri

SONUCLAR

Yerkabugunu olusturan tektonik plakalar siirekli hareket halindedir. Bu plakalarin kenarlar1 fay bolgelerinde
birbirine dogru kayarken, siirtiinme sebebiyle yavaglar ve uzun siire boyunca basing olugsmasina yol agabilir.
Hareket kuvveti siirtinmeyi yendiginde, kabugun bazi boliimleri aniden kirilarak veya yer degistirerek bastirilmig
basincin sismik dalgalar bi¢iminde serbest kalmasina neden olur. Depremlerin meydana getirdigi sismik dalgalar,
yilizeye ulastiklarinda yeryiiziinde hasar meydana getirebilirler. Diinya genelinde ¢ok sayida insanin hayatini
kaybetmesine, yaralanmasina ve maddi kayip yasamasina neden olan depremlerin 6nceden tahmin edilmesine
yonelik caligmalar aktif bir arastirma alanidir. Yapay zekd yontemleri kullanilarak deprem gibi dogal afetlere
yonelik erken uyar sistemlerinin gelistirilmesi amaglanmaktadir.

Bu galigmada, USGS tarafindan saglanan 27 Aralik 2023 - 26 Ocak 2024 tarihleri arasinda diinya genelinde
meydana gelen depremlerden olusan bir veriseti kullanildi. Gelistirilen ConvLSTM modelinin etkinligi LR, RF,
SVM, XGBoost, MLP, CNN ve LSTM ile kapsamli olarak karsilastirilmistir. Deneysel sonuglar, ConvLSTM’in
0,9951 dogruluk ve 0,9993 AUC degeriyle karsilastirilan modellerden daha basarili oldugunu gdstermistir.
ConvLSTM, deprem olasiliklarin1 tahmin etmek icin jeolojik konumlar gibi uzamsal o6zellikler ile zamansal
Ozellikleri birlestirmektedir. CNN, uzamsal Ozelliklerin ¢ikarilmasimi, LSTM ise zamansal Oriintiilerin
modellemesini saglamaktadir. Bu sayede, hem jeolojik hem de zaman serisi verilerinden elde edilen verilerin
birlestirilmesiyle daha basarili bir tahmin performansi elde edilmistir. CNN, jeolojik verilerdeki detaylari ve
iliskileri belirlemek i¢in konvoliisyon katmanlarin1 kullanmaktadir. CNN, jeolojik konumlarin yakinligi veya belirli
jeolojik ozelliklerin kombinasyonu gibi faktorleri ¢ikarmakta ve LSTM ile birlestirerek daha gii¢lii bir tahmin
modeli olusturmaktadir.
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Bu c¢alismada, depremlerin meydana gelme zamanlarimi ve yerlerini tahmin etmek amaciyla ConvLSTM tabanl
hibrit bir model gelistirilmis ve modelin etkinligi farkli makine 6grenmesi ve derin 6grenme modelleriyle kapsamli
bir sekilde karsilastirilmistir. Deneysel sonuglar, ConvLSTM modelinin 0,99’un iizerinde dogruluk ve AUC
degeriyle karsilastirilan modellerden daha basarilt oldugunu gostermistir. Deneysel sonuglar, literatiirdeki benzer
calismalarla karsilastirildiginda 6n plana ¢ikmaktadir. Ornegin, Ommi ve Hashemi (Ommi & Hashemi, 2024)
tarafindan sunulan ANN, RF ve SVM'in karsilagtirmali analizi, ANN'in %97 dogrulukla en iyi performansi
gosterdigini belirtmistir. Ancak, bu c¢alismada kullanilan ConvLSTM modeli daha yiiksek bir dogruluk oranina
ulagmisgtir. Benzer sekilde, Utku ve Akcayol (Utku & Akcayol, 2024) tarafindan 6nerilen hibrit CNN-GRU modeli
de diisikk hata oranlartyla one c¢ikmistir, ancak ConvLSTM’in dogruluk ve AUC degerleri, bu calismanin
sonuglarin da agmaktadir. Deneysel sonuglar goz oniline alindiginda, ConvLSTM’in karmasik veri yapilarini daha
iyi isleyebildigi goriilmektedir.

Calismanin giiclii yonleri yiiksek performans, hibrit model ve verisetinin giincelligidir. ConvLSTM modeli, diger
modellerle kiyaslandiginda yiiksek dogruluk ve AUC degerleri elde etmistir. ConvLSTM, hem uzamsal hem de
zamansal verileri basarili bir sekilde birlestirerek daha kapsamli ve dogru tahminler yapabilmektedir. CNN'in
uzamsal 6zellikleri ¢ikarma yetenegini ve LSTM'in zamansal desenleri modelleme yetenegini birlestirerek basarili
bir performans sergilemistir. Ayrica ¢alismada USGS tarafindan saglanan giincel bir veriseti kullanilmistir.
Literatiirde bu veriseti ile yapilmig bir calisma bulunmamasi, ¢alismanin 6zgiinliigiinii artirmaktadir.

Calismanin zayif yonleri ve simirhiliklarn verisetinin simirliligi, bolgesel 6zelliklerin verisetinde bulunmamasi ve
model karmagikligi olarak degerlendirilebilir. Calismada kullanilan veriseti 27 Aralik 2023 - 26 Ocak 2024
araligin1 kapsamaktadir. Daha uzun zaman dilimlerini kapsayan verisetleri kullanilarak modelin genelleme yetenegi
daha kapsamli degerlendirilebilir. Veriseti, belirli bolgelerin jeolojik 6zelliklerine &zellestirilmemistir. Bolgesel
Ozelliklerin daha detayli bir sekilde verisetine dahil edilmesi, uygulanan modellerin performansim artirabilir.
Ayrica ConvLSTM, diger modellere gore daha karmasik bir yapiya sahiptir ve daha fazla hesaplama giicii
gerektirmektedir.

Gelecek calismalarda, daha genis zaman dilimlerini ve jeolojik 6zellikleri iceren ve farkli bolgelerdeki depremleri
kapsayan verisetleri kullanilarak modelin genellestirme yeteneginin artirilmasi amaglanmaktadir. Ayrica transfer
O0grenme ve daha gelismis optimizasyon tekniklerinin kullanilmasi amaglanmaktadir.
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